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1. RESUMEN

El objetivo principal de este proyecto es integrar los algoritmos PCTRSM (Partially
Consolidated Tree Random Subspace Method) y PCTRF (Partially Consolidated Tree Random
Forest) diseñados por el grupo de investigación ALDAPA en la plataforma de código abierto
WEKA.

El PCTRSM y el PCTRF son ambos una variación del algoritmo PCTBagging, en los que se
incluyen los ensembles Random Subspace Method (RSM) y Random Forest (RF), respectivamente,
en lugar del conocido clasificador múltiple o ensemble Bagging. El PCTBagging, es un híbrido
entre el CTC (Árboles consolidados - Consolidated Tree Construction) y el Bagging (Árboles no
consolidados), dependiendo del porcentaje de consolidación, 100% ó 0%, respectivamente. Si los
árboles son (parcialmente) consolidados tendrán una estructura común y ésta proporcionará la
explicación de la clasificación realizada.

Los ensembles RSM y RF introducen un factor de aleatoriedad en la construcción de los
árboles que los componen, reduciendo (de diferente forma) el conjunto de variables a usar. Este
mecanismo de aleatoriedad se puede integrar en el proceso de consolidación de los árboles y
construir en WEKA los algoritmos propuestos en este trabajo: PCTRSM y PCTRF.

Se han realizado pruebas con 33 bases de datos donde se compararán los resultados
obtenidos con el algoritmo CTC, el PCTBagging, PCTRSM, PCTRF y otros clasificadores con los
que pueden competir. Todas estas pruebas y la experimentación se llevará a cabo en WEKA.

Palabras clave: algoritmo PCTRSM, PCTRF, WEKA, aprendizaje automático, árboles de
clasificación, árboles consolidados, árboles parcialmente consolidados.
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2. INTRODUCCIÓN

Los algoritmos PCTRSM y PCTRF tienen su origen en el algoritmo PCTBagging, que se
sitúa en el paradigma de los árboles de clasificación, siendo este un híbrido entre el algoritmo CTC
y el clasificador Bagging, en el que se construye un árbol consolidado parcial a partir de un
conjunto de muestras, aplicando luego el Bagging y dejando que el resto de árboles se desarrollen
independientemente.

El algoritmo CTC está diseñado por el grupo de investigación ALDAPA con el objetivo de
construir un clasificador que tuviera en cuenta una distribución de clases distinta a la original, y
además que el paradigma fuera explicativo, para poder proporcionar al usuario el motivo de la
clasificación. Por ello el paradigma elegido fue el de los árboles de clasificación.

Un árbol consolidado es el resultado de un proceso en el que, al desarrollar un conjunto de
árboles, todos toman la propuesta de división del nodo en curso más votada, que, dicho de otra
manera, todos toman la propuesta de división por la que más árboles han optado. Por tanto, para
poder realizar un árbol consolidado parcial es necesario un parámetro que indique en qué cantidad,
o porcentaje del árbol se quiere consolidar. Este parámetro se llama Porcentaje de consolidación.

Los algoritmos PCTRSM y PCTRF funcionan de la misma manera que el PCTBagging, con
el objetivo de añadir mayor aleatoriedad a su funcionamiento.

El algoritmo PCTRSM, al igual que el Random Subspace Method, genera un conjunto de
atributos aleatorio y reducido a partir del conjunto de atributos original de los datos. Cada
subconjunto de atributos se asignará a cada submuestra que se genera, siendo este nuevo conjunto
de atributos el que se utilizará para la generación de los árboles de clasificación.

El algoritmo PCTRF, al igual que el Random Forest, genera un conjunto de atributos
aleatorio y reducido a partir del conjunto de atributos original de los datos, de la misma manera
que el PCTRSM, salvo que este nuevo subconjunto de atributos se generará para cada nodo de los
árboles que se crean para cada submuestra.

WEKA es una plataforma de software libre muy popular la cual se centra en el Aprendizaje
Automático y en la Minería de Datos, desarrollada en el lenguaje de programación JAVA. Para
poder desarrollar el proyecto, en una primera parte se deberá analizar, comprender y estudiar la
forma en la que la plataforma WEKA está implementada y posteriormente se procederá a integrar
ambos algoritmos.
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3. DOCUMENTO DE OBJETIVOS DEL
PROYECTO

Como se ha dicho anteriormente, el principal objetivo del proyecto es implementar los
algoritmos PCTRSM y PCTRF integrándolos en la plataforma WEKA. La plataforma WEKA está
perfectamente preparada para añadir nuevos algoritmos sin el requerimiento de modificar el código
existente.

Los principales objetivos del proyecto son:

1. Conocer y familiarizarse con la plataforma WEKA, sabiendo cómo tienen estructuradas las
diferentes secciones de la aplicación para posteriormente saber cómo integrar el algoritmo.
Para ello documentarse de todas las clases de la aplicación y conocer el uso de cada una. De
la misma manera, conocer y analizar las implementaciones en WEKA del CTC, el
PCTBagging, el Random Subspace Method y el Random Forest.

2. Analizar y encontrar la forma de integrar los algoritmos en WEKA para posibilitar su uso a
través de la interfaz gráfica de la aplicación e implementarlo.

3. Realizar una experimentación para determinar la validez de los algoritmos PCTRSM y
PCTRF integrados en WEKA. Para ello, se utilizarán un conjunto de bases de datos y con
ellas se harán una serie de pruebas. Se compararán los resultados con sus competidores más
directos, clasificadores con los que compartan alguna similitud, para observar y analizar su
comportamiento desde distintos puntos de vista.
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4. PUNTO DE PARTIDA

El objetivo del proyecto es claro: diseñar, integrar y probar los algoritmos PCTRSM y
PCTRF en WEKA.

Weka está implementado en el lenguaje de programación JAVA y tiene un sinfín de
posibilidades en la rama de Aprendizaje automático que permiten a cualquier desarrollador probar
sus propios algoritmos.

Centrándonos en los algoritmos de este proyecto, PCTRSM y PCTRF, las mayores fuentes
de información obtenidas para realizar este proyecto son el artículo sobre el algoritmo PCTBagging
[1] del grupo ALDAPA, en el cuál se basan PCTRSM y PCTRF, así como la tesis Doctoral de Jesús
Ma Pérez de la Fuente [2]”Árboles consolidados: Construcción de un árbol de clasificación basado
en múltiples submuestras sin renunciar a la explicación”, en la que se explica el algoritmo CTC.
Tanto el algoritmo PCTBagging como el CTC tienen una implementación en WEKA, siendo estas
J48PartiallyConsolidated y J48Consolidated, respectivamente.

Y como el propio nombre de los algoritmos del proyecto indican, también se hace uso de los
clasificadores Random Subspace Method [3] y Random Forest [4], diseñados por Ho y Leo
Breiman, respectivamente.

Sabiendo todo esto como punto de partida para el proyecto, se diseñarán e implementarán
los algoritmos PCTRSM y PCTRF y posteriormente se realizarán pruebas con un conjunto de bases
de datos.
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5. CONCEPTOS TEÓRICOS
En este capítulo, se explicarán los conceptos que son necesarios para entender y comprender

mejor el contenido del proyecto.

5.1 APRENDIZAJE AUTOMÁTICO

El Aprendizaje Automático (Machine Learning) es una rama de la Inteligencia Artificial
donde su objetivo es desarrollar técnicas que permitan a las máquinas aprender. Es una disciplina
que, a través de algoritmos, dota a los ordenadores de la capacidad de identificar patrones en datos
masivos y elaborar predicciones (análisis predictivo). Este aprendizaje permite a los computadores
realizar tareas específicas de forma autónoma, es decir, sin necesidad de ser programados.

Esta rama del aprendizaje automático se puede aplicar y se aplica en muchas áreas fuera de
la informática como, por ejemplo, son los diagnósticos médicos o las predicciones meteorológicas.
Sirve para resolver una serie de problemas en los que se necesita predecir o clasificar. Para ello es
importante obtener bien los datos antes mencionados, a esta disciplina de extraer los datos se le
llama Minería de Datos (Data Mining).

Dentro del Aprendizaje Automático existen dos bloques, Aprendizaje Supervisado y No
supervisado.

Este proyecto se centra en el Aprendizaje Supervisado, que cuentan con un conocimiento a
priori que, dicho de otra forma, para clasificar o predecir un objeto dentro de una variable llamada
clase, cuenta ya con unos casos ya clasificados.

En primer lugar, tenemos un conjunto de datos que le llamaremos Conjunto de
Entrenamiento. Estos datos tienen una serie de atributos y también tienen la “resolución” del
problema, es decir, tienen la variable clase definida.

Dentro de los algoritmos de Aprendizaje supervisado existen otros subgrupos, de los cuales
nos centraremos en los Árboles de Clasificación.
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5.2 ÁRBOLES DE CLASIFICACIÓN

Los Árboles de Clasificación son un método de Aprendizaje Automático que sirven para
generar modelos de clasificación explicativos, es decir, el objetivo principal es el de crear un
modelo, en este caso un árbol, el cual prediga el valor de la clase, en función de las diferentes
variables de entrada. El árbol es la representación gráfica en el que las variables se van
distribuyendo en función de unas condiciones que van cumpliendo las mismas.

En el proceso de construcción del árbol, todos los casos se sitúan en un único nodo llamado
raíz, siendo este el árbol inicial. Se selecciona un atributo y se va dividiendo la población en
función a la mejor condición obtenida por el algoritmo, creando así sus propios nodos
posteriormente. De esta manera, dividiendo cada nodo con cada iteración se va creando un árbol.
Cuando no se dan condiciones para hacer más divisiones, se para la ejecución en ese nodo y se
convierte en nodo hoja. Los nodos hoja son todos aquellos nodos que no tienen hijos, los cuales
siempre se encuentran en los extremos de la estructura.

Una de las ventajas de los árboles de clasificación es su capacidad explicativa gracias al
modelo que genera. Las redes neuronales, por ejemplo, no poseen ninguna capacidad explicativa,
ya que realizan una clasificación o predicción sin explicar ni dar ninguna razón por la cúal llega a
una conclusión. En cambio los árboles, dado un caso a clasificar, el resultado o la decisión del árbol
es una de las hojas del mismo, y el camino desde la raíz es la explicación de la clasificación. Como
se puede observar en la figura 1, partiendo desde el nodo raíz, podemos ver qué decisiones toma el
clasificador a la hora de devolver su predicción en función del valor de las variables.

Figura 1: Árbol de decisión
[Fuente: https://www.datacamp.com/tutorial/decision-trees-R]
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5.2.2 ALGORITMOS PRINCIPALES ÁRBOLES DE CLASIFICACIÓN

Dentro de la rama de los árboles de clasificación, los tres algoritmos más extendidos son el
C4.5, CART y CHAID. Para este proyecto, nos vamos a centrar en todo momento en el C4.5, siendo
este algoritmo la base que se va utilizar para cualquier generación de árboles.

5.2.2.1 C45

El algoritmo C4.5 es uno de los algoritmos más utilizados en el ámbito de los árboles de
clasificación, elaborado por Ross Quinlan [6]. Este algoritmo es una extensión de otro algoritmo, el
algoritmo ID3. El algoritmo C4.5 construye árboles de clasificación a partir de un conjunto de
entrenamiento, de la misma manera que el algoritmo ID3, usando el concepto de entropía y
ganancia de la información.

La ganancia de información es la propiedad estadística que mide qué tan bien un atributo
dado separa los ejemplos de entrenamiento de acuerdo con su clasificación objetivo.

El concepto de la entropía, inventado por Claude E. Shannon, mide la impureza del
conjunto de entrada. En física y matemáticas, la entropía se conoce como aleatoriedad o impureza
en el sistema. En teoría de la información, se refiere a la impureza en un grupo de ejemplos. La
ganancia de información es una medida de disminución de la entropía.

Los datos de entrenamiento son un conjunto S = s1, s2... de los casos o datos que ya han
sido clasificadas. Cada caso Si= x1, x2... es un vector, donde x1, x2... representan los atributos o
características de la muestra. Los datos de entrenamiento se ven aumentados con un vector C = c1,
c2... donde c1, c2... representan la clase a que pertenece.

Para cada nodo del árbol, el algoritmo C4.5 elige el atributo que más eficazmente lo divide.
Su criterio es el de ganancia de información que dependiendo de los resultados tomará la elección
de un atributo para dividir los datos. El atributo con la mayor ganancia será el que se elija para
tomar la decisión. El algoritmo C4.5 luego seguirá recursivamente en los siguientes nodos hijos.

5.2.2.2 J48

El algoritmo J48 simplemente es una implementación libre del C4.5 la cual está integrada
en la plataforma WEKA. El creador de dicha implementación del algoritmo J48 es Eibe Frank, y es
el código sobre el que se basan los algoritmos CTC (J48Consolidated), PCTBagging
(J48PartiallyConsolidated), PCTRSM, PCTRF…
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5.3 CLASIFICADORES MÚLTIPLES Ó ENSEMBLES [E INNER
ENSEMBLES]

Una de las técnicas de aprendizaje automático más poderosas es el aprendizaje por
conjuntos. El Ensemble Learning (aprendizaje por conjuntos), es el proceso de entrenar múltiples
modelos de aprendizaje automático y combinar sus resultados. Los diferentes modelos se utilizan
como base para crear un modelo predictivo óptimo. La combinación de un conjunto diverso de
modelos de aprendizaje automático individuales puede mejorar la estabilidad del modelo general y
generar predicciones más precisas y suelen ser más fiables que los modelos individuales.

Los algoritmos desarrollados en este proyecto, PCTRSM y PCTRF, están basados en los
algoritmos que se explican a continuación, todos ellos pertenecientes a la familia de los Ensembles,
la construcción de varios clasificadores, es decir, clasificadores múltiples.

Bagging

El Bagging, cuyo nombre proviene de Bootstrap aggregating (Agregación del Bootstrap)[5],
es un meta-algoritmo de clasificación diseñado por Leo Breiman en 1994, para mejorar la
estabilidad y precisión de algoritmos de aprendizaje automático usados en clasificación estadística
y regresión, reduciendo la varianza y ayudando a evitar el sobreajuste.

Como el nombre Agregación del Bootstrap indica, se utiliza remuestreo bootstrap para
añadir más muestras, realizando un remuestreo a partir del dataset original, siendo estas nuevas
muestras uniformes y del mismo tamaño del original, con repeticiones y reemplazos de los datos.
Una vez hecho esto, a partir de cada muestra se construye un modelo independiente con un
clasificador simple y a partir de ahí se ensambla el modelo Bagging, clasificando con todos los
modelos y asignándose la clase más votada, formando así un clasificador robusto. Siempre se
utiliza el mismo algoritmo de aprendizaje con cada muestra. Bagging fue propuesto con los árboles
de decisión C4.5, que ha sido el algoritmo más usado, pero también se han usado otros como
RNAs, SVMs…

En la figura 2 se puede observar un esquema de este meta algoritmo.
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Figura 2: Ejemplo de algoritmo Bagging
[Fuente: https://en.wikipedia.org/wiki/Bootstrap_aggregating]

Random Subspace Method

El Random Subspace Method (RSM) es una técnica de aprendizaje por conjuntos que fue
propuesta por Ho. El principio es aumentar la diversidad entre los casos de la base de datos
restringiendo los clasificadores para que trabajen en diferentes subespacios aleatorios del espacio
completo de atributos.

El algoritmo no utiliza un remuestreo para generar varias muestras, utiliza la base de datos
original sin ninguna modificación el número de veces deseado. Como se puede observar en la
figura 3, cada clasificador aprende con una de estas muestras a la que se le aplica un subconjunto de
atributos de tamaño n, es a lo que se llama subespacio, que es elegido uniformemente al azar con el
uso de un mismo algoritmo para todos ellos a partir del conjunto completo de tamaño N. Al igual
que Bagging, clasificará en función a la clase más votada por todos los clasificadores. Fue
propuesto con el algoritmo C4.5, pero puede usarse con cualquier algoritmo base.
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El RSM puede beneficiarse del uso de subespacios aleatorios, tanto para la construcción
como la agregación de los clasificadores. Cuando el número de casos de entrenamiento es
relativamente pequeño en comparación con el total de atributos de los datos, mediante la
construcción de clasificadores en subespacios generados de forma aleatoria, se puede resolver el
problema del tamaño de una base de datos pequeña. El tamaño del subespacio es más pequeño que
el espacio de atributos original, mientras que la cantidad de objetos de entrenamiento permanece lo
mismo. Por lo tanto, el tamaño relativo de la muestra de entrenamiento aumenta.

Cuando los datos tienen muchas características redundantes, se pueden obtener mejores
clasificadores en subespacios aleatorios que en el espacio de características original. La decisión
conjunta de tales clasificadores puede ser superior a un solo clasificador construido en el conjunto
de entrenamiento original con el espacio de atributos completo.

Figura 3: Ejemplo de Random Subspace Method
[Fuente: https://towardsdatascience.com/ensembles-in-machine-learning-9128215629d1]

Random Forest

Random Forest, también conocido en castellano como “Bosques Aleatorios", es una
combinación de árboles predictores tal que los nodos de cada árbol dependen de unos número de
atributos menor al total de los atributos generados aleatoriamente. Es una modificación sustancial
de Bagging que construye una larga colección de árboles no correlacionados y luego los promedia.
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El algoritmo para inducir un Random Forest fue desarrollado por Leo Breiman y Adele
Cutler y Random Forest es su marca de fábrica. El método combina la idea de bagging de Breiman
y la selección aleatoria de atributos, introducida independientemente por Ho,​Amit y Geman, para
construir una colección de árboles de decisión con variación controlada.

La selección de un subconjunto aleatorio de atributos es un ejemplo del método Random
Subspace Method, como se ha comentado en el apartado anterior.

En muchos problemas el rendimiento del algoritmo Random Forest es muy similar a la del
Boosting, un meta-algoritmo bastante conocido y usado, pero este es más simple de entrenar y
ajustar. Como consecuencia, el Random Forest es popular y ampliamente utilizado.

Cada árbol es construido usando el siguiente algoritmo, como se puede ver en la figura 4:

1. K es el número de variables en el clasificador.

2. Sea k el número de variables de entrada a ser usado para determinar la decisión en un nodo
dado; k debe ser menor que K.

3. Para cada nodo del árbol, elegir aleatoriamente k variables en las cuales basar la decisión.
Calcular la mejor partición del conjunto de entrenamiento a partir de las k variables.

Figura 4: Ejemplo de Random Forest
[Fuente: https://www.mdpi.com/2227-7102/11/3/92?type=check_update&version=1]
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CTC

El algoritmo CTC (Consolidated Trees’ Construction) primero genera un conjunto de
muestras y posteriormente se va construyendo un árbol C4.5 asociado a cada muestra. Mediante
consenso, se va decidiendo qué variable es la más apropiada por la que dividir cada nodo, siendo
esta una variable consolidada. Tras esta decisión, todas las muestras se dividen obligatoriamente
por esa variable consolidada, construyendo así nodo por nodo el Árbol Consolidado, como se puede
observar en la figura 5.

El algoritmo fue diseñado por el grupo de investigación ALDAPA basándose en el
algoritmo C4.5. El propio grupo de investigación implementó el algoritmo en una plataforma
llamada HARITZA, y Fernando Lozano en su proyecto de fin de grado implementó una
aproximación en la plataforma Weka, llamada J48Consolidated.

Con el CTC se añadió una estrategia de remuestreo para algoritmos de clasificación que
utilizan múltiples submuestras, llamada coverage. Esta estrategia se basa en la distribución de
clases de la muestra de entrenamiento para garantizar una representación mínima de todas las clases
al volver a muestrear. Con este valor, no hay que indicar el número de muestras que quieren
generar, es mediante esta estrategia como se calcula de manera interna.

Figura 5: Ejemplo de CTC - Construcción de un Árbol Consolidado [2]
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PCTBagging

El algoritmo PCTBagging fue diseñado por el grupo de Investigación de ALDAPA, e
implementado en WEKA como proyecto de fin de grado de Ander Otsoa con el nombre de
J48PartiallyConsolidated.

El PCTBagging, es un híbrido entre el CTC (Árboles consolidados - Consolidated Tree
Construction) y el Bagging (Árboles no consolidados), dependiendo del porcentaje de
consolidación, 100% ó 0%, respectivamente. Si los árboles son (parcialmente) consolidados tendrán
una estructura común y ésta proporcionará la explicación de la clasificación realizada. Lo que se
busca es un compromiso entre la capacidad clasificatoria y explicativa.

Este algoritmo aplica el algoritmo CTC obteniendo el árbol consolidado. Después se poda
dicho árbol y los subárboles generados de cada submuestra dependiendo del Porcentaje de
Consolidación. Después a cada subárbol se le deja desarrollarse independientemente (sin
consolidación) constituyendo con todos los árboles un Bagging.

En la figura 6 se puede ver un ejemplo de árbol parcialmente consolidado, a partir del cual
se generan varios árboles individuales sin relación ni consolidación entre ellos.

Figura 6: Ejemplo de PCTBagging - Construcción de un árbol parcialmente consolidado
[Fuente: https://www.sciencedirect.com/science/article/pii/S0020025521011208]
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5.4 TÉCNICAS DE VALIDACIÓN

La validación de métodos es el proceso utilizado mediante las técnicas de validación para
confirmar que el procedimiento analítico empleado para una prueba específica es adecuado para el
uso previsto. Los resultados de la validación del método pueden usarse para juzgar la calidad,
confiabilidad y consistencia de los resultados, es una parte integral de cualquier buena práctica
analítica.

Las técnicas de validación en el aprendizaje automático se utilizan para obtener, por
ejemplo, la tasa de error del modelo generado, que se puede considerar cercana a la verdadera tasa
de error de la población. Si el volumen de datos es lo suficientemente grande como para ser
representativo de la población, es posible que no necesite las técnicas de validación. Sin embargo,
en escenarios del mundo real, trabajamos con muestras de datos que pueden no ser un verdadero
representante de la población. Aquí es donde las técnicas de validación entran en escena.

5.4.1 VALIDACIÓN CRUZADA

La validación cruzada o cross-validation es una técnica utilizada para evaluar los resultados
de un análisis estadístico y garantizar que son independientes de la partición entre datos de
entrenamiento y prueba. Consiste en repetir y calcular la media aritmética obtenida de los criterios
de bondad sobre diferentes particiones, es una técnica muy utilizada para validar modelos. Hay
varias formas de realizar las particiones de datos de entrenamiento y prueba, ya sea dejando como
dato de prueba un único valor, de manera aleatoria o con “k” iteraciones, como se puede ver en la
figura 7, siendo esta última la utilizada para este proyecto.

Figura 7: Ejemplo de la Validación Cruzada
[Fuente: https://androidkt.com/pytorch-k-fold-cross-validation-using-dataloader-and-sklearn/]
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5.5 CRITERIOS DE BONDAD

Los criterios de bondad son los criterios o valores que se utilizarán para medir el
rendimiento de nuestros modelos aplicados en unas bases de datos.

En esta sección se van a introducir brevemente los criterios utilizados en la experimentación
para evaluar el rendimiento del PCTRSM y del PCTRF junto a otros algoritmos con los que
compiten.

Estos criterios son utilizados en problemas clásicos, en los que se centran los algoritmos
PCTRSM y PCTRF, es decir, problemas con 2 clases posibles. Se van a dividir en tres tipos según
lo que evalúan: capacidad de clasificación, capacidad explicativa y coste computacional.

Medidas de Capacidad de Clasificación

Como el nombre indica, estas son las medidas utilizadas para saber cómo de bien clasifica el
clasificador desde distintas perspectivas. Muchos de estos criterios utilizan elementos de la tabla
mostrada en la figura 8, llamada Matriz de confusión:

Figura 8: Matriz de Confusión
[Fuente: https://www.quora.com/What-is-a-confusion-matrix-in-data-science]

Las filas hacen referencia a los valores que ha predicho el algoritmo utilizado, y las
columnas son el valor de la clase real para ese caso. La tabla se divide en 4 opciones posibles:
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● TP o True Positive: Muestra el número de casos cuya clase real es positiva, y nuestro
clasificador ha acertado en su predicción, ha clasificado como positiva.

● FP o False Positive: Muestra el número de casos cuya clase real es negativa, y nuestro
clasificador ha fallado en su predicción, ha clasificado como positiva.

● FN o False Negative: Muestra el número de casos cuya clase real es positiva, y nuestro
clasificador ha fallado en su predicción, ha clasificado como negativa.

● TN o True Negative: Muestra el número de casos cuya clase real es negativa, y nuestro
clasificador ha acertado en su predicción, ha clasificado como negativa.

A continuación se mostrarán, haciendo uso de los valores de la Matriz de confusión, los 4
criterios utilizados para evaluar la capacidad de clasificación de los clasificadores:

Accuracy

La Tasa de Acierto o Accuracy se refiere a lo cerca que está el resultado de una medición
del valor verdadero. Se representa como la proporción de resultados verdaderos (tanto verdaderos
positivos (TP) como verdaderos negativos (TN)) con respecto al número total de casos examinados
(verdaderos positivos, falsos positivos, verdaderos negativos, falsos negativos)

En forma práctica, la Tasa de Acierto es la cantidad de predicciones, tanto positivas como
negativas, que fueron correctas.

Accuracy = (TP + TN) / (TP + TN + FP + FN)

Las predicciones correctas, las muestras True Positive y True Negative, se dividen entre el
total de los casos, para obtener el porcentaje de acierto.

Aunque como primer contacto puede estar bien, este criterio puede no ser suficiente en caso
de que las clases estén desbalanceadas, y puede darnos una idea equivocada sobre cómo de bien
funciona nuestro algoritmo.

Una muestra desbalanceada es un conjunto de datos en los cuales la clase está muy
desproporcionada, muchos ejemplos para una clase pero muy pocos para la otra. Un clasificador
que siempre clasifique cualquier caso como la clase mayoritaria tendrá muy buenos resultados con
una muestra de este tipo, pero realmente no resuelve el problema.
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Balanced Accuracy

Esta es la medida más adecuada para evaluar un algoritmo en bases de datos
desbalanceadas. Al contrario que el Accuracy, el Balanced Accuracy califica la tasa de acierto
calculando la media de acierto de los positivos y negativos individualmente, o dicho de otra
manera, de forma balanceada, para evitar los problemas que una gran diferencia de casos postivos y
casos negativos supone.

A la media de acierto de los positivos se llama Sensibilidad, siendo la fórmula:

Sensibilidad = TP / (TP + FN)

La media de los negativos, en cambio se llama Especificidad y sigue el mismo proceso:

Especificidad =  TN / (TN + FP)

Luego el Balanced Accuracy es la media aritmética de ambas medidas:

Balanced Accuracy = (Sensibilidad + Especificidad) /  2

Kappa

Esta es la medida que indica cuánto mejora el clasificador respecto a uno que clasifica
aleatoriamente acorde a la frecuencia de la clase. La ecuación base de la medida es esta:

Kappa = (Pr(a) − Pr(e)) /  (1 − P r(e))

donde Pr(a) es el acuerdo observado relativo entre los observadores, y Pr(e) es la
probabilidad hipotética de acuerdo por azar, utilizando los casos para calcular las probabilidades de
que cada observador clasifique aleatoriamente. Esta medida solo mide el acuerdo entre dos
observadores.

Ahora poniendo esto desde la perspectiva de una Matriz de confusión, se considera Pr(a)
como el Accuracy ya que representa la concordancia entre las predicciones y la clase real.

El Pr(e) depende de las elecciones de cada observador, para calcular la probabilidad de que
las predicciones sean positivas es:

P(Positiva Observador) = (TP + FP) / (TP + FP + FN + TN)

Y la probabilidad de que la clase real sea positiva es:
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P(Positiva Real) = (TP + FN) / (TP + FP + FN + TN)

Por tanto, si se quiere obtener la probabilidad de que ambos sean positivos al azar es la
multiplicación de ambas.

P(Positiva Observador y Real) = P(Positiva Observador) * P(Positiva Real)

Posteriormente, para realizar el cálculo de la probabilidad de que ambos sean negativos, se
realiza el procedimiento análogo correspondiente. Por tanto, siendo el valor de Pr(e) la probabilidad
de que los valores elegidos aleatoriamente por ambos observadores sean positivos, por la
probabilidad de que los valores elegidos aleatoriamente por ambos observadores sean negativos.

P(e) = P(Positiva Observador y Real) * P(Negativa Observador y Real)

Una vez conocido cómo calcular tanto Pr(a) cómo Pr(e) con los valores de la Matriz de
confusión, la ecuación final para calcular la medida kappa serı́a la siguiente:

Kappa = (2*(TP * TN − FN * FP )) / ((TP + FP) * (FP + TN ) + (TP + FN ) * (FN + TN ))

AUC (Area under ROC curve)

AUC ponderada, también abreviado como AUC,es una mejor manera de medir los
clasificadores de aprendizaje de datos desequilibrados. Se centra en la tasa de acierto de la clase
minoritaria al variar los pesos con los valores del TPR (True Positive Rate) bajo la curva ROC.

La curva ROC es una gráfica, como se puede observar en la figura 9, que compara el TPR
(True Positive Rate) y el FPR (False Positive Rate) en diferentes umbrales de la clasificación.

Figura 9: Curva ROC
[Fuente: https://commons.wikimedia.org/wiki/File:Roc_curve.svg]
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Medidas de Capacidad Explicativa

Los siguientes criterios miden la complejidad del proceso de clasificación a la hora de poder
dar explicaciones al usuario y la capacidad de visualizar los resultados y entender las razones que
han llevado al clasificador a clasificar un caso de una manera u otra. Para nuestros clasificadores,
estas medidas se centran en cómo es el árbol resultado respecto a su complejidad.

Número de nodos

Cada nodo tiene una variable por la cual se divide la población, a no ser que sea un nodo
hoja, siendo el número de estos nodos internos una de las principales medidas para conocer la
complejidad del árbol, ya que, siendo el objetivo poder dar al usuario la posibilidad de entender el
razonamiento de la clasificación de los casos, cuanto mayor cantidad de nodos hay, se crean más
ramificaciones o divisiones y el árbol se vuelve menos explicativo y complicado de entender o
descifrar.
.
Número de nodos hoja

Los nodos hoja son todos aquellos nodos que no tienen hijos, los cuales siempre se
encuentran en los extremos de la estructura. Ya que el objetivo es dar la explicación más sencilla
posible para facilitar la comprensión de la clasificación, cuanto menor sea el número de nodos hoja,
más explicativo será de entender.

Medidas de coste computacional

Como su nombre indica, estas medidas permiten saber cuánta carga computacional
necesitan los algoritmos sobre los ordenadores en los que se ejecutan, ası́ como el tiempo que
pueden tardar en distintos momentos del proceso.

Tiempo de construcción del clasificador

Llamado UserCPU Time Training en WEKA, mide el tiempo que tarda en construir el
clasificador en la CPU del ordenador del usuario en el que se ha ejecutado.
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6. WEKA

En este capítulo se va a hablar de Weka, de sus características y funciones principales. Se
intentará también explicar qué soluciones y ventajas ofrece en el ámbito del Aprendizaje
Automático.

6.1 INTRODUCCIÓN

Weka (Waikato Environment for Knowledge Analysis - Entorno para Análisis del
Conocimiento de la Universidad de Waikato) es una plataforma de software libre la cual se centra
en el Aprendizaje Automático y en la Minería de Datos.

Weka es un software el cual contiene una colección de herramientas propias que permiten
visualizar, ejecutar y añadir algoritmos para el análisis de datos y de modelo predictivo. El proyecto
Weka comenzó en el año 1993 en la Universidad de Waikato en Nueva Zelanda. Este primer
proyecto comenzó a programarse en TCL y C, aunque en 1997 se replantearon la opción de
programarlo en Java y reescribieron todo el código que habían generado para volverlo al lenguaje
de programación Java. Hoy en día sigue dándose soporte a Weka en Java.

El uso de Weka a nivel de usuario no es muy complicado, pero se requiere un conocimiento
básico de Aprendizaje Automático y Minería de Datos. Añadido a esto, también incluye una
interfaz gráfica (GUI - Graphical User Interface) de usuario para acceder y configurar las diferentes
herramientas integradas de una manera intuitiva y fácil de usar, con el objetivo de facilitar el uso de
Weka a un mayor número de usuarios.

Una de las grandes ventajas de WEKA, es que al ser GNU o, dicho de otra forma, código
abierto, cualquier usuario puede modificar o añadir código a su gusto, pudiendo así adaptarlo a las
necesidades particulares de cada usuario. Es gracias a esto que este proyecto se haya podido
realizar, ya que se ha modificado el código existente para añadir dos nuevos algoritmos de
aprendizaje supervisado: PCTRSM y PCTRF.

Weka es un software muy utilizado, es por eso que está en constante actualización, cada año
publican varias versiones que mejoran el funcionamiento de la aplicación, actualmente está por la
versión 3.8.6.

A continuación se describirán brevemente las diferentes opciones que Weka da a los
usuarios.
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6.2 APLICACIONES Y MÓDULOS

Como vemos en la figura 10, al iniciar Weka, la interfaz gráfica nos brinda la posibilidad de
elegir entre cinco aplicaciones: Explorer, Experimenter, Knowledgeflow, Workbench y Simple CLI.
Además nos encontramos en la barra de menú superior otras opciones que son secundarias en el
programa como pueden ser: visualizar un .arff (posteriormente se hablará en profundidad de este
tipo de datos), el package manager, visualizar un .sql, ver la memoria utilizada por el
programa...etc.

Figura 10: Interfaz gráfica de WEKA
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Explorer

La aplicación Explorer, es la aplicación más utilizada entre los usuarios, debido a su
sencillez. La interfaz gráfica ayuda a comprender y a utilizar mejor las posibilidades que ofrece
Weka. También ha sido la opción más utilizada durante el desarrollo de este proyecto, sobre todo a
la hora de crear y probar el correcto funcionamiento de los algoritmos PCTRSM y PCTRF, ya que
nos permite realizar diversas operaciones sobre una base de datos. Algunas de las posibilidades que
nos ofrece esta aplicación son el preprocesado de datos, la clasificación, el clustering, las reglas de
asociación y la visualización de datos.

En el desarrollo de este proyecto se han utilizado las pestañas de Preprocess y Classify
dentro del Explorer.

● Preprocess: Únicamente se ha utilizado para seleccionar la base de datos sobre la que
queremos aplicar el algoritmo. Esta opción nos da la posibilidad de abrir fichero con los
datos que vamos a trabajar, Open File, y mostrándonos algunas de las características de la
muestra como se aprecia en la figura 11.

Figura 11: Interfaz gráfica del modo Explorer - Preprocess
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● Classify: La pestaña Classify se utiliza para aplicar alguno de los algoritmos de
clasificación sobre la base de datos. En esta última también seleccionamos los parámetros
específicos del clasificador. Una vez ejecutado el algoritmo, nos muestra los resultados de
la clasificación, obteniendo valores de los criterios de bondad, como los comentados en el
apartado “5.4 Criterios de Bondad”, el total de instancias clasificadas, la matriz de
confusión… como se puede observar en la figura 12, dentro de la pestaña Classifier Output.
Y en nuestro caso, al utilizar árboles de clasificación, también podemos visualizar el árbol
resultante.

Figura 12: Interfaz gráfica del modo Explorer - Classify
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Experimenter

Este modo Experimenter, es una de las aplicaciones más útiles y efectivas que tiene Weka.
Es de gran utilidad, ya que nos permite hacer experimentos costosos de forma cómoda.

Esta herramienta permite aplicar varios métodos de clasificación sobre un gran conjunto de
bases de datos, como se puede observar en la figura 13. Nos permite generar un fichero con los
datos y el resultado, permitiéndonos testear y compararlos bajo distintos criterios y realizar
contrastes estadísticos entre ellos. Por ejemplo, el usuario puede crear un experimento en el que
ejecute varios algoritmos con distintos parámetros y sobre varias bases de datos, para después
analizar los resultados para determinar cuál es el mejor de ellos.

Figura 13: Interfaz gráfica Experimenter - Setup
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KnowledgeFlow

KnowledgeFlow ofrece la posibilidad de crear un “flujo” de operaciones dentro de un
mismo experimento. Es decir, KnowledgeFlow presenta un “flujo” de datos, en donde el usuario
puede utilizar tantos algoritmos como quiera: clasificadores, filtros, clusters...etc para crear su
propio experimento.

Además presenta una interfaz que podemos ver en la figura 14, en donde puedes “arrastrar”
y “soltar” el algoritmo que quieras para ponerlo en el “flujo”.

Figura 14: Interfaz gráfica del modo KnowledgeFlow

Aunque esta opción no se haya usado en este proyecto, es otra de las posibilidades que nos
ofrece Weka como usuarios para realizar los experimentos.
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Simple CLI

Y por último y no por eso el menos utilizado, la simple línea de comandos. Simple CLI es
una abreviación de Simple Client. Esta interfaz ofrece al usuario la posibilidad de enviar mandatos
a la aplicación.

Aunque no se haya utilizado en el proyecto y la interfaz de la aplicación sea simple, es la
más potente de las cinco, ya que se pueden utilizar todos los argumentos y parámetros que se
quiera.

En la interfaz Explorer, por ejemplo, puede que haya opciones que no están implementadas
pero que a través de la línea de comandos si se puede acceder.

Es un poco complicada de manejar ya que se deben de conocer con anterioridad los
parámetros de cada algoritmo que se quiera utilizar, pero si se sabe controlar es una herramienta
muy potente. Los comandos que soporta son los siguientes:

● capabilities <nombre de clase> <argumentos>: Enumera las capacidades de la clase
especificada.

● cls (Clear Screen): Borra todo el contenido de la salida de la consola.

● echo <msg>: Escribe el mensaje por pantalla.

● exit: Sale de la aplicación.

● help <comando>: Da una descripción del comando a utilizar.

● history: Escribe por pantalla todos los comandos utilizados.

● java <nombre-de-la-clase> <argumentos>: Ejecuta el método main de la
clase que se le pase como parámetro con los argumentos que se definan.

● kill: Elimina la tarea actual, y borra todo el contenido de la misma.

● script <nombre del script>: Ejecuta los comandos del script que se le indique.

● set [name=value]: Establece el valor de una variable. Si no se proporciona ningún par de
valores name=value, se enumeran todas las variables actuales.

● unset <name>: Elimina una variable.
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En la figura 15 se puede observar una captura de la interfaz gŕafica del Simple CLI, con los
comandos que ofrece.

Figura 15: Interfaz gráfica del modo Simple CLI
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6.3 DATOS

Weka por defecto trabaja con un formado de datos llamado ARFF (Attribute Relation File
Format). Es un fichero ASCII que describe una lista de instancias con una serie de atributos. El
archivo siempre está formado con una estructura definida en dos partes:

● La sección de la cabecera: En esta sección se define el nombre de la relación de la base de
datos, la lista de atributos que contiene y sus tipos.

○ Nombre de relación: En la cabecera es donde se define el nombre de la relación.

@RELATION <nombre-de-la-relacion>

★ El <nombre-de-la-relación> es de tipo String.

○ Declaración de los atributos: En este apartado se declaran los atributos que formarán
parte del archivo, junto a su tipo.

@ATTRIBUTE <nombre-del-atributo> <tipo>

★ El <nombre-del-atributo> es de tipo String. Los tipos que acepta Weka son
los siguientes:

● Numeric
● Integer - es tratado como numeric
● Real - es tratado como numeric
● Date
● String
● Relacional

● La sección de los datos: La sección de los datos contiene por cada línea un caso o una
instancia del problema. Los datos están separados por comas.

@ Data
atributo1, atributo2, atributo3, …  <clase>
atributo1, atributo2, atributo3, …  <clase>
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Este es un pequeño ejemplo del inicio de un archivo .arff, iris.arff, ver figura 16. Es una
base de datos con 4 atributos de tipo REAL y 3 clases posibles:

Figura 16: Ejemplo de archivo .arff

6.4 EXTENDIENDO WEKA

Gracias al Framework que ofrece Weka, cualquier desarrollador puede implementar su
propio algoritmo e integrarlo en la aplicación. Esta es la característica que hace que Weka sea tan
importante, ser un software libre con la posibilidad de modificar y añadir código en su plataforma.
Además de permitir a cualquier desarrollador integrar cualquier algoritmo en la plataforma,
facilitan esta práctica de forma muy clara.

Weka está implementado de manera que facilita y ayuda mucho la integración de algoritmos
en su plataforma, ya que Weka dispone de una clase llamada GenericObjectEditor, que detecta las
clases nuevas que se añaden o se eliminan. De esta forma, si un desarrollador crea una nueva clase
y la coloca en el paquete específico, por ejemplo en el paquete de clasificadores, Weka detectará
ese algoritmo (si está correctamente implementado) y lo hará funcionar para todas las aplicaciones
(Explorer, Experimenter...etc). Gracias a esto, el desarrollador que quiera implementar algún
algoritmo en Weka, no tendrá que preocuparse por el aspecto de la interfaz gráfica del mismo, ya
que Weka lo hará por él.

La clave para implementar un algoritmo en esta aplicación es implementarlo tal y como
Weka lo recomienda. Más adelante se explicará cómo se debe implementar un clasificador en
Weka, ya que si se hace como es recomendado, el algoritmo que se implemente funcionará con
todas las aplicaciones con todas sus opciones.
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Como se acaba de mencionar, el código de la plataforma está dividido en los paquetes
siguientes:

● Associations: Este paquete contiene las clases que implementan los algoritmos para realizar
asociaciones.

● AttributeSelection: Métodos de selección de atributos.

● Classifiers: Paquete que contiene los algoritmos clasificadores de Weka.

● Clusters: Paquete que contiene las clases donde se implementa el clustering.

● Core: Éste es el paquete principal de Weka donde se encuentran las implementaciones de
las clases principales como Attribute, Instance... y otras clases como las de Drawable,
Copyable...etc.

● Datagenerators: Este paquete contiene las clases para generar datos y representar tests.

● Estimators: Estimadores de probabilidades, como Poisson.

● Filters: Paquete que contiene filtros para el preprocesado para aplicar a los datos.

● Gui: Este paquete contiene las clases que forman la interfaz gráfica de la plataforma.

6.4.1 IMPLEMENTACIÓN

Para implementar el algoritmo correctamente en WEKA, hay una serie de métodos que han
de ser implementados obligatoriamente en la nueva clase principal que se cree. Dependiendo de si
el algoritmo a implementar es un clasificador o meta-clasificador, se implementarán unos u otros
métodos [7].

Hay una serie de métodos que son comunes en todos ellos. Para entender mejor estos
métodos, se adjuntan unas figuras de las implementaciones de los métodos para el algoritmo J48:

● globalInfo(): Este método permite mostrar una breve descripción del algoritmo en la
interfaz gráfica, más concretamente en las aplicaciones Explorer y Experimenter.
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Figura 17: Método globalInfo de J48

● listOptions(): Devuelve la enumeración de opciones y parámetros posibles del algoritmo,
que nos sirve en modo de ayuda en la aplicación de línea de comandos.

Figura 18: Método listOptions de J48

● setOptions(String[]): Este método se encarga de analizar y tratar los parámetros del
algoritmo, metiéndolos en variables globales, para facilitar su uso. Tendrá también valores
por defecto para las variables en caso de no introducirse ningún valor por el  usuario.
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Figura 19: Método setOptions de J48

● getOptions(): Esta función devuelve un array de strings con las opciones o la configuración
que compone el clasificador actual. Las opciones deben coincidir con las fijadas en el
método setOptions.

Figura 20: Método getOptions de J48
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● getCapabilities(): Devuelve la información de qué tipo de datos (atributos, clases,
instancias...) maneja el clasificador. Es necesario dejar claro qué datos puede manejar el
algoritmo, ya que posteriormente no se podrá hacer esa comprobación.

Figura 21: Método getCapabilities de J48

● buildClassifier(Instances): Este es el método más importante de todos, ya que es el
encargado de generar el modelo del clasificador. No hay un estilo fijo para implementar este
método, ya que depende mucho de qué tipo de clasificador se esté realizando. Weka
recomienda guiarse y usar como referencia algoritmos semejantes y poco a poco,
adaptándolo a nuestras necesidades, escribir el código.
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Figura 22: Método buildClassifier de J48

● toString(): Este método sirve para exportar el modelo construido. Este método no es
obligatorio de implementar, pero ayuda al usuario a ver las propiedades del modelo.

Figura 23: Método toString de J48
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● distributionForInstance(Instance): Otro de los métodos más importantes. Devuelve un
array de probabilidades de la predicción de la instancia dada.

Figura 24: Método distributionForInstance de J48

● classifyInstance(Instance): Devuelve la clasificación del objeto Instance dado. En caso de
ser nominal, se devolverá un índice de la clase predicha.

Figura 25: Método classifyInstance de J48

● main(String[]): Ejecuta el clasificador con los parámetros que se le pasen, con la llamada al
método runClassifier, que se encargará de las llamadas y errores que puedan ocurrir durante
la ejecución del algoritmo.
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Figura 26: Método main de J48

Hasta aquí serían los métodos necesarios para implementar un clasificar. Si el algoritmo que
se quiere introducir en Weka es un meta-clasificador, se tendrían que implementar las siguientes
funciones, dependiendo si es un SingleClassifierEnhancer o un MultipleClassifierCombiner.

SingleClassifierEnhancer:

● defaultClassiferString(): devuelve el nombre de la clase del clasificador que se está
utilizando por defecto en el meta-clasificador.

● setClassifier(Classifier): dado un clasificador como parámetro, pone ese clasificador como
base para el meta-clasificador.

● getClassifier(): devuelve el clasificador base actual del meta-clasificador.

MultipleClassifierEnhancer:

● setClassifiers(Classifiers[]): Introduce como clasificadores base los elementos del array.

● getClassifiers(): devuelve un array con los clasificadores base del meta clasificador.

● getClassifier(int): devuelve el clasificador en la posición dada como parámetro.

Tras haber implementado los métodos que Weka obliga a implementar, hay una serie de
directrices que son interesantes a la hora de implementar un nuevo algoritmo en Weka. Para este
proyecto, se han implementado los métodos necesarios para que los parámetros que se añadan a
nuestro algoritmo sean visibles desde la interfaz gráfica.

En primer lugar, se puede ver en la figura 27 un ejemplo de la ejemplo de la interfaz gráfica
para la elección de los parámetros del algoritmo PCTRSM.
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Figura 27: Interfaz gráfica para la elección de parámetros

Por cada uno de estos nuevos parámetros que se quieran añadir, habrá que implementar tres
funciones en nuestro código para que Weka sea capaz de mostrarlos por la interfaz gráfica y tomar
los valores que posteriormente se introduzcan.

● public String <NombreDelParámetro>TipText(): sirve para mostrar una pequeña
descripción del parámetro. Esta descripción será visualizada a través de la interfaz gráfica.

● public <Tipo> get<NombreDelParámetro>(): devuelve el valor del parámetro.
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● public set<NombreDelParámetro>(<valor>): cambia el valor de la variable del
parámetro.

A modo de ejemplo, se usará el parámetro PCTBconsolidationPercent del algoritmo
J48PartiallyConsolidated. Si queremos que el parámetro PCTBconsolidationPercent aparezca en la
interfaz gráfica de Weka, deberemos implementar los métodos antes mencionados de la manera que
se ve en las figuras 28, 29 y 30, y así sería visible en la interfaz.

Figura 28: PCTBconsolidationPercentTipText

Figura 29: getPCTBconsolidationPercent

Figura 30: setPCTBconsolidationPercent
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7. PCT-ENSEMBLES

Como se ha explicado previamente en el apartado 5.3, CLASIFICADORES MÚLTIPLES Ó
ENSEMBLES, el PCTBagging es un clasificador múltiple basado en la construcción de árboles
parcialmente consolidados. Este es el algoritmo en el que están basados el PCTRSM y el PCTRF. A
su vez, al estar el PCTBagging basado en el CTC y el C4.5, estos también serán la base para
nuestros algoritmos.

Tanto el PCTRSM como el PCTRF tienen como objetivo añadir la aleatoriedad a esta
construcción de árboles parcialmente consolidados y conocer si ésta mejora, iguala o empeora la
clasificación de los casos.

Ambos algoritmos están basado en el PCTBagging, es decir, se construye un árbol
parcialmente consolidado con un conjunto de muestras, como pueden ser muestras bootstrap,
balanceadas, sin remuestreo (Sólo este último motivado por la selección de atributos del RSM o RF
puros) … Y a partir de ahí, se construye un Bagging con el conjunto de árboles. La diferencia
radica en la construcción de los árboles individuales, tanto durante el proceso de consolidación
parcial como posteriormente, cuando se desarrollan los árboles independientemente como en
Bagging, y es que estos árboles se construyen bajo el mismo criterio que en RSM o RF.

El algoritmo PCTRSM introduce la aleatoriedad en este proceso con la generación de los
subespacios de atributos. A cada una de las muestras generadas se le asigna un número de atributos,
que puede variar desde un único atributo hasta el 100% de ellos, con los que realiza todas los
procesos posteriores, que son la creación del árbol consolidado y los árboles parcialmente
consolidados. Las variables que hayan sido descartadas solamente pueden aparecer en el árbol
consolidado, debido a la votación que se realiza, siendo el posible ganador una variable que no está
incluida en alguno de los subespacios.

El algoritmo PCTRF sigue la misma idea que el PCTRSM, con la diferencia de cuando se
usan esos subespacios. La generación de este espacio de atributos reducido se realiza de la misma
manera, eligiendo un valor entre una única variable y el 100% de ellas, pero en este caso, se llevará
a cabo este proceso para cada nodo de cada árbol en vez de asignar un subespacio a cada muestra.
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8. IMPLEMENTACIÓN DE PCTRSM Y PCTRF

En este capítulo del proyecto se va a explicar cómo se ha logrado implementar los
algoritmos PCTRSM y PCTRF en Weka. Para ello, se explicarán los argumentos y los parámetros
añadidos a la versión del J48PartiallyConsolidated, así como los nuevos métodos o modificaciones
que hayan llegado a realizar.

8.1 PCTRSM

En este apartado se van a explicar las clases, parámetros y métodos que han sido necesarios
para diseñar e implementar el código del PCTRSM en WEKA.

Para el correcto funcionamiento del algoritmo, se ha necesitado crear una clase principal o
base que se llama PCTRSM, como el nombre del algoritmo, y 4 clases secundarias nuevas para
poder aplicar las bases del RSM, los subespacios generados a la hora de crear los árboles para cada
submuestra. Estas 4 clases estarán incluidas en el paquete Classifiers.Trees.PCTRSM.

● Clase Base: PCTRSM

El nombre que se le ha dado a la clase principal ha sido PCTRSM, el mismo nombre que al
algoritmo. Se ha escogido como superclase el J48PartiallyConsolidated y se han añadido los dos
parámetros nuevos que serán necesarios para el desarrollo del código. Esta clase pertenece al
paquete de classifiers.trees de weka, al igual que el J48, el J48Consolidated y el
J48PartiallyConsolidated.

Figura 31: Definición de la clase y sus atributos - PCTRSM

Como se puede ver el la figura 31, los dos parámetros añadidos han sido los siguientes:
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➢ m_PCTRSMsubSpaceSize: Este valor determina el tamaño del subespacio de los atributos
que se genera para cada submuestra. Tiene 3 tipos de valores distintos que puede aceptar,
como combinación de la implementación en WEKA de los algoritmos RSM y RF:

○ Valor 0: Esta es una opción implementada debido al Random Forest, es una
alternativa que se añadió tras la realización del PCTRF. Random Forest, por defecto,
si el valor para el nuevo espacio de atributos es menor que 1, o es igual a 0, utilizará
la función int(log_2(#predictors) + 1), siendo predictors el número de atributos de
los datos. Para nuestro algoritmo, se utilizará el valor de 0.

○ Valor <1: En caso de utilizar un valor decimal, un valor menor que 1 y mayor que 0,
se interpretará como el porcentaje de atributos del espacio original a mantener, pero
en tanto por uno. Por defecto m_PCTRSMsubSpaceSize tiene un valor de 0.5, igual
que el algoritmo RSM, que en WEKA es el RandomSubSpace (su implementación),
para indicar que se seleccionará el 50% de los atributos existentes.

○ Valor >1: Si el valor que se utiliza es mayor que 1, será el total o valor absoluto de
atributos a mantener, sin importar el espacio de atributos original. Si se indica un
valor mayor al total de atributos, se mantendrá el total de los mismos.

Los métodos utilizados para implementar este parámetro son los siguientes, como se puede
ver en las figuras 32, 33 y 34:

Figura 32: Método PCTRSMsubSpaceSizeTipText

55



Figura 33: Método getPCTRSMsubSpaceSize

Figura 34: Método setPCTRSMsubSpaceSize

➢ m_PCTRSMsamplesGeneration: Con este valor se determinará si va a realizar una
generación de muestras heredada del J48Consolidated o se mantiene el estado original de
los datos como en el RandomSubSpace.

○ True: Valor por defecto del clasificador. Si se elige este método, se realizará una
generación de muestras.

○ False: En caso de no elegir una generación de muestras, la base de datos original no
será modificada y todas las submuestras serán idénticas.

Los métodos utilizados para implementar este parámetro son los siguientes, como se puede
observar en las figuras 35, 36 y 37:
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Figura 35: Método PCTRSMsamplesGenerationTipText

Figura 36: Método getPCTRSMsamplesGeneration

Figura 37: Método setPCTRSMsamplesGeneration
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Métodos principales

Como se ha comentado previamente, para que Weka detecte y ejecute nuestros algoritmos,
es necesaria la implementación de varios métodos obligatorios para que así pueda reconocer e
incluir el clasificador en las diferentes aplicaciones. Hay algunos métodos de estos explicados
anteriormente, como distributionForInstance, classifyInstance… que no se han implementado, ya
que funcionan de la misma manera que los métodos que ha heredado ya sean de J48,
J48Consolidated o J48PartiallyConsolidated.

listOptions

Con este método, figura 38, se devuelven las opciones del clasificador. A parte de las
opciones fijadas por el J48, el J48Consolidated y el J48PartiallyConsolidated, se añaden los dos
nuevos parámetros posibles para este algoritmo.

Figura 38: Método listOptions - PCTRSM

setOptions

Esta función se encarga de guardar los valores de las opciones o parámetros del clasificador.
También se encarga de tratar excepciones en relación a estas asignaciones, restringiendo qué
valores pueden tomar.
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Figura 39: Método setOptions - PCTRSM

getOptions

Esta función devuelve un array de strings con las opciones o la configuración que compone
el clasificador (según el formato de la línea de comandos). Las opciones deben coincidir con las
fijadas en el método setOptions.

Figura 40: Método getOptions - PCTRSM
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globalInfo

Con el método global info se devuelve una pequeña descripción general del algoritmo.

Figura 41: Método globalInfo - PCTRSM

buildClassifier

Este método es la función principal de esta clase. Es el encargado de generar el modelo de
nuestro clasificador.

Como se ve en la figura 42, comienza comprobando si el algoritmo es capaz de procesar los
datos. Si esto es posible, eliminará los casos sin clase definida y continuará creando el vector de
submuestras.

Figura 42: Primer segmento método buildClassifier - PCTRSM

En función a la opción que se haya elegido para el parámetro
m_PCTRSMsamplesGeneration, ver figura 43, se realizará una generación de muestras, al igual
que se realiza en el algoritmo J48Consolidated, o se llamará a la función
generatePCTRSMSamples, que se explicará en el siguiente apartado.
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Figura 43: Segundo segmento método buildClassifier - PCTRSM

Como se puede observar en la figura 44, con el vector de submuestras ya creado, se necesita
obtener una serie de valores para generar los subespacios que se asignará a cada una de las
muestras. Los cuatro valores que se necesitan son:

➢ Array con los índices del espacio original de atributos: attIndexVector

➢ El tamaño del subespacio, es decir, el número de atributos a mantener: subSpaceSize Este
dato se obtiene mediante la función numberOfAttributes, que se explicará posteriormente.

➢ Un objeto Random generado a partir de la seed fijada, para generar los subespacios de
manera aleatoria

➢ Por último, un ArrayList de arrays que contendrá todos los subespacios generados:
localAttIndexSubSpaceVectorBySample.

Figura 44: Tercer segmento método buildClassifier - PCTRSM
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Cuando todas las variables necesarias para la generación de los espacios estén
definidas, se procederá a su creación.

Como se puede ver en la figura 45, con un bucle que irá desde 0 hasta la longitud del vector
de muestras, se realizarán los siguientes pasos:

➢ Se crea una copia del vector attIndexVector.

➢ Se ejecutará el método Shuffle sobre dicha copia de attIndexVector. La función shuffle toma
una lista dada por el usuario y la baraja aleatoriamente.

➢ Tras mezclar los índices de los atributos, nos quedaremos con los primeros valores del array
que nos indique subSpaceSize, el número de atributos a mantener.

➢ Una vez tengamos los atributos con los que se ejecutará el algoritmo para la muestra
i-ésima, se ordenan los índices con el propósito de conseguir una mayor claridad a la hora
de mostrar por pantalla los resultados, y se guarda en el ArrayList
localAttIndexSubSpaceVectorBySample.

Con estos pasos, se generará un subespacio para cada muestra que se haya generado.

Figura 45: Cuarto segmento método buildClassifier - PCTRSM
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En esta última figura 46, se continúa el algoritmo como el PCTBagging, el
J48PartiallyConsolidated, creando primero los modelos del árbol base y consolidado. Después se
llama al método buildClassifier, de la clase que se explicará posteriormente
C45RSMPartiallyConsolidatedPruneableClassifierTree, limpiando luego el árbol consolidado y los
árboles base consolidados.

Figura 46: Quinto segmento método buildClassifier - PCTRSM

Métodos secundarios

Como se ha mencionado en los métodos principales del clasificador, se ha necesitado crear
dos funciones a parte de las pedidas por Weka para desarrollar el código. Estas dos funciones son
las siguientes:

numberOfAttributes

Esta función se encarga de calcular el tamaño del subespacio que utilizará el clasificador.
Como se ve en la figura 47, la función recibe los valores de entrada, un integer total, con el número
de atributos del espacio original, y un double fraction, que puede tomar los valores que se han
explicado anteriormente para m_PCTRSMsubSpaceSize. 0, para utilizar la función int(log_2(total)
+ 1), un valor <1, para calcular el porcentaje de los atributos y un valor >1, para indicar el valor
absoluto de atributos a mantener.
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Figura 47: Método numberOfAttributes - PCTRSM

generateRSMSamples

El parámetro m_PCTRSMsamplesGeneration podía tomar dos valores al ser un boolean,
True o False. En caso de elegir False, para generar el vector de submuestras se utilizará esta
función. Este método se encarga de que se ejecute el algoritmo sin generación de muestras. Según
el valor que se haya indicado en el parámetro RMnumberSamples, se realizarán tantas copias de los
datos originales sin remuestreo, y se devolverá el vector de submuestras a utilizar.

Figura 48: Método generateRSMSamples - PCTRSM
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● Clases Secundarias

Para el correcto funcionamiento del PCTRSM, se ha necesitado crear 4 clases nuevas para
poder aplicar las bases del RSM, los subespacios generados, a la hora de crear los árboles para cada
submuestra. Estas 4 clases estarán incluidas en el paquete Classifiers.Trees.PCTRSM. Todas ellas
han sido creadas para modificar métodos del J48, J48Consolidated o J48PartiallyConsolidated, que
ahora necesitaban como parámetro el subespacio generado para cada muestra. Las clases son las
siguientes:

➢ Clase C45RSMConsolidatedModelSelection: Esta es la clase para seleccionar una
división de tipo C4.5Consolidated para un conjunto de datos dado, que extiende la clase
C45ConsolidatedModelSelection. Es la encargada de la creación del árbol consolidado.

➢ Clase C45RSMPartiallyConsolidatedPruneableClassifierTree: Esta será la clase para
manejar una estructura de árbol consolidada que se puede podar usando los procedimientos
del C4.5, que extiende la clase C45PartiallyConsolidatedPruneableClassifierTree.

➢ Clase C45RSMPruneableClassifierTreeExtended: Clase para manejo extendido de la
clase C45PruneableClassifierTree, que extiende la clase
C45PruneableClassifierTreeExtended.

Estas tres clases casi no han sufrido modificaciones. Se han añadido los valores de los
subespacios como parámetros para las funciones necesarias, para así generar el árbol consolidado
en base a ellos. Ahora cada árbol votará la variable por la que dividiría el árbol, teniendo en cuenta
que esa variable debe estar incluida en el subespacio.

Lo mismo ocurre para el árbol parcialmente consolidado. Una vez podado el árbol
consolidado hasta el porcentaje fijado, se continuará con la generación del árbol con variables que
deben estar incluidas en el subespacio.

Puede darse el caso en el que aparezca una variable que no se incluye en el subespacio de
esa muestra en su árbol generado. Esto se debe a la parte consolidada, ya que la variable más votada
para ese nivel ha sido una que está fuera de su rango de atributos. A partir de la parte consolidada
de los árboles, todas variable estarán incluídas en su respectivo subespacio asignado.

➢ Clase C45ToRSMModelSelection: Esta es la clase en la que el subespacio entra en juego,
que extiende la clase C45ModelSelection. En la función selectModel, se encarga de
seleccionar la “mejor” división de los datos posible, buscando la “mejor” variable por la que
dividir, en función a conceptos como la entropía, la ganancia de información… En este
caso, se deberán realizar todos estos cálculos siempre y cuando la variable esté dentro del
subespacio, si no, se continuará con el siguiente atributo directamente, como se ve en la
figura 49.
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Figura 49: Clase C45ToRSMModelSelection - PCTRSM

8.2 PCTRF

En este apartado se van a explicar las clases, parámetros y métodos que han sido necesarios
para diseñar e implementar el código del PCTRF en WEKA.

Para el correcto funcionamiento del algoritmo, se ha necesitado crear una clase principal o
base que se llama PCTRF, como el nombre del algoritmo, y 4 clases secundarias nuevas para poder
aplicar las bases del RF, los subespacios generados a la hora de crear los árboles para cada nodo.
Estas 4 clases estarán incluidas en el paquete Classifiers.Trees.PCTRF.
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● Clase Base: PCTRF

El nombre que se le ha dado a la clase principal ha sido PCTRF, el mismo nombre que al
algoritmo. Se ha escogido como superclase el J48PartiallyConsolidated y se han añadido los dos
parámetros nuevos que serán necesarios para el desarrollo del código. Esta clase pertenece al
paquete de classifiers.trees de weka, al igual que el J48, el J48Consolidated, el
J48PartiallyConsolidated y el PCTRSM.

Figura 50: Definición de la clase y sus atributos - PCTRF

Como se puede ver el la figura 50, los dos parámetros añadidos han sido los siguientes:

➢ m_PCTRFnumFeatures: Funciona de la misma manera que el parámetro
m_PCTRSMsubSpaceSize. Este valor determina el número de atributos que se mantendrán
para cada submuestra, como combinación de la implementación en WEKA de los
algoritmos RSM y RF. Tiene 3 tipos de valores distintos que puede aceptar:

○ Valor 0: Utilizará la función int(log_2(#predictors) + 1), siendo predictors el
número de atributos de los datos.

○ Valor <1: En caso de utilizar un valor decimal, un valor menor que 1 y mayor que 0,
se interpretará como el porcentaje de atributos del espacio original a mantener, pero
en tanto por 1. Por defecto m_PCTRFnumFeatures tiene un valor de 0.5, igual que el
algoritmo RF, que en WEKA es el Random Forest (su implementación), para indicar
que se seleccionará el 50% de los atributos existentes.

67



○ Valor >1: Si el valor que se utiliza es mayor que 1, será el total o valor absoluto de
atributos a mantener, sin importar el número de atributos originales. Si se indica un
valor mayor al total de atributos, se mantendrá el total de los mismos.

Los métodos utilizados para implementar este parámetro son los siguientes, como se puede
ver en las figuras 51, 52 y 53:

Figura 51: Método PCTRFnumFeaturesTipText

Figura 52: Método getPCTRFnumFeatures

Figura 53: Método setPCTRFnumFeatures
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➢ m_PCTRFsamplesGeneration: Es el mismo parámetro que para el algoritmo PCTRSM.
Con este valor se determinará si va a realizar una generación de muestras heredada del
J48Consolidated o se mantiene el estado original de los datos como en el RandomSubSpace.

○ True: Valor por defecto del clasificador. Si se elige este método, se realizará una
generación de muestras.

○ False: En caso de no elegir una generación de muestras, la base de datos original no
será modificada y todas las submuestras serán idénticas.

Los métodos utilizados para implementar este parámetro son los siguientes, como se puede
observar en las figuras 54, 55 y 56:

Figura 54: Método PCTRFsampleGenerationTipText

Figura 55: Método getPCTRFsamplesGeneration

Figura 56: Método setPCTRFsamplesGeneration
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Métodos principales

Al igual que para PCTRSM, para que Weka detecte y ejecute nuestros algoritmos, es
necesaria la implementación de varios métodos obligatorios para que así pueda reconocer e incluir
el clasificador en las diferentes aplicaciones. También habrá algunos de estos métodos que no se
hayan implementado, ya que siguen el mismo proceso que los métodos que ha heredado.

listOptions

Método para devolver las opciones del clasificador, junto a las opciones de las clases que
extiende.

Figura 57: Método listOptions - PCTRF
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setOptions

Esta es la función que se encarga de guardar los valores de las opciones o parámetros del
clasificador y tratar las excepciones en relación a ellas.

Figura 58: Método setOptions - PCTRF

getOptions

Esta función devuelve un array de strings con las opciones o la configuración que compone
el clasificador (según el formato de la línea de comandos). Las opciones deben coincidir con las
fijadas en el método setOptions.

Figura 59: Método getOptions - PCTRF
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globalInfo

Con el método global info se devuelve una pequeña descripción general del algoritmo.

Figura 60: Método globalInfo - PCTRF

buildClassifier

Este método es la función principal de esta clase. Es el encargado de generar el modelo de
nuestro clasificador.

Como se ve en la figura 61, comienza comprobando si el algoritmo es capaz de procesar los
datos. Si esto es posible, eliminará los casos sin clase definida y continuará creando el vector de
submuestras.

Figura 61: Primer segmento método buildClassifier - PCTRF

En función a la opción que se haya elegido para el parámetro m_PCTRFsamplesGeneration,
ver figura 62, se realizará una generación de muestras, al igual que se realiza en el algoritmo
J48Consolidated, o se llamará a la función generatePCTRFSamples, que se explicará en el siguiente
apartado.
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Figura 62: Segundo segmento método buildClassifier - PCTRF

Como se puede observar en la figura 63, con el vector de submuestras ya creado, se necesita
obtener una serie de valores para poder generar los árboles posteriores siguiendo el método del
Random Forest. Los cuatro valores que se necesitan son:

➢ Array con los índices del espacio original de atributos: attIndexVector

➢ El número de atributos a mantener: numFeatures. Este dato se obtiene mediante la función
numberOfAttributes.

➢ Un objeto Random random generado a partir de la seed fijada.

➢ Un vector de objetos Random, randomVector, con longitud igual al número de submuestras
que se van a generar.

Figura 63: Tercer segmento método buildClassifier - PCTRF
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Cuando todas las variables necesarias estén definidas, con un bucle que irá desde 0 hasta la
longitud del vector de muestras, se asignará un objeto Random a cada una de las submuestras, ver
figura 64. Para ello, con el primer objeto random creado a partir de la seed, se creará por cada
iteración un nuevo objeto random haciendo uso de la función .nextInt() y se almacenará en el
vector randomVector.

Figura 64: Cuarto segmento método buildClassifier - PCTRF

En esta última figura 65, se continúa el algoritmo como el J48PartiallyConsolidated, el
PCTBagging, creando primero los modelos del árbol base y consolidado. Después se llama al
método buildClassifier, de la clase que se explicará posteriormente
C45RFPartiallyConsolidatedPruneableClassifierTree, limpiando luego el árbol consolidado y los
árboles base consolidados.

Figura 65: Quinto segmento método buildClassifier - PCTRF
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● Clases Secundarias

Para el correcto funcionamiento del PCTRF, se ha necesitado crear 4 clases nuevas para
poder aplicar las bases del RF a la hora de crear los árboles para cada submuestra. Estas 4 clases
estarán incluidas en el paquete Classifiers.Trees.PCTRF. Todas ellas han sido creadas para
modificar métodos del J48Consolidated y el J48PartiallyConsolidated, que ahora necesitaban como
parámetro el array de objetos Random, el array de índices y el número de atributos a mantener para
cada muestra. Las clases son las mismas que las creadas para el PCTRSM, pero ahora con la
necesidad de más y diferentes parámetros:

➢ Clase C45RFConsolidatedModelSelection: Esta es la clase para seleccionar una división
de tipo C4.5Consolidated para un conjunto de datos dado. Es la encargada de la creación del
árbol consolidado.

➢ Clase C45RFPartiallyConsolidatedPruneableClassifierTree: Esta será la clase para
manejar una estructura de árbol consolidada que se puede podar usando los procedimientos
del C4.5.

➢ Clase C45RFPruneableClassifierTreeExtended: Clase para manejo extendido de la clase
C45PruneableClassifierTree.

Estas tres clases casi no han sufrido modificaciones. Se han añadido los valores del array de
objetos Random, el array de índices y el número de atributos a mantener como parámetros para las
funciones necesarias, para así generar el árbol consolidado en base a ellos. Ahora cada árbol votará
la variable por la que dividiría el árbol, teniendo en cuenta que esa variable debe estar incluida en el
subespacio.

Lo mismo ocurre para el árbol parcialmente consolidado. Una vez podado el árbol
consolidado hasta el porcentaje fijado, se continuará con la generación del árbol con variables que
deben estar incluidas en el subespacio.

➢ Clase C45ToRFModelSelection: Esta es la clase en la que el subespacio se debe crear y
entra en juego. En la función selectModel, se encarga de seleccionar la “mejor” división de
los datos posible, buscando la “mejor” variable por la que dividir, en función a conceptos
como la entropía, la ganancia de información… En este caso, se deberán realizar todos estos
cálculos siempre y cuando la variable esté dentro del subespacio.

Tal como se ve en la figura 66, cada vez que se llame a esta función se realiza un shuffle
sobre el vector de índices original con el objeto random que esté asignado a esa muestra, mezclando
los valores de los índices de los atributos. Posteriormente, se tomarán solamente los “numFeatures”
primeros valores, para así generar el subespacio para dicho nodo del árbol.
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Figura 66: Primer segmento de C45ToRFModelSelection

Una vez generado el subespacio para el nodo, se obtiene la “mejor” variable por la que
dividir el árbol, siempre y cuando se encuentre dentro de este subespacio, como se puede observar
en la figura 67.

Figura 67: Primer segmento de C45ToRFModelSelection
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9. EXPERIMENTACIÓN

Una vez implementados los algoritmos PCTRSM y PCTRF en WEKA, se ha experimentado
con ellos para ver los resultados, así como su rendimiento y compararlos con sus competidores más
cercanos.

Se ha hecho un 5-fold Cross-Validation 10 veces para calcular las estimaciones de los
criterios de bondad elegidos, además se han utilizado 33 bases de datos para la experimentación,
que se divide en dos partes: Experimentación para elegir el mejor Random Subspace Method (RSM)
y el mejor RandomForest (RF) para el PCTRSM y el PCTRF, respectivamente, y Experimentación
para comparar el PCTRSM y el PCTRF con sus competidores más directos.

Al lado de todas las gráficas que se muestran habrá una leyenda indicando el algoritmo que
hace referencia a cada línea, siendo los algoritmos en la parte los que mejores resultados han
logrado obtener.

9.1 EXPERIMENTACIÓN PARA ELEGIR LOS MEJORES RSM Y
RF

Como su nombre indica, este es el experimento que se ha realizado para encontrar las
versiones de RSM y RF que mejor rendimiento tienen, y así, en la siguiente experimentación,
utilizar PCTRSM y PCTRF con dichas versiones de RSM y RF, añadiendo además otros algoritmos
base para realizar la comparación.

Los algoritmos son los siguientes:

● J48

● J48Consolidated con valores por defecto: Balanced coverage = 99 %

● J48Consolidated con 10, 30, 50 y 100 muestras Bootstrap

● Bagging con valores por defecto, REPTree como algoritmo base y 10 muestras Bootstrap

● Bagging con J48 como algoritmo base y 10, 30, 50 y 100 muestras Bootstrap

● RSM con valores por defecto, con REPTree como algoritmo base, 50% de atributos y 10
muestras sin remuestreo

● RSM con J48 como algoritmo base, con 10, 30, 50 y 100 muestras sin remuestreo y con un
porcentaje de atributos de 10%, 25%, 50%, 75% y 90%.
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● Random Forest con valores por defecto, con J48 como algoritmo base, con un porcentaje
igual al log_2(total de atributos) + 1 y 100 muestras sin remuestreo

● Random Forest con 10, 30, 50, y 100 muestra sin remuestreos y con un porcentaje de
atributos de 10%, 25%, 50%, 75%, y 90%.

Y estos son los criterios de bondad utilizados para comparar en este primer experimento:

● Tasa de acierto/Accuracy (Acc).

● Balanced Accuracy.

● Kappa.

● AUC (Area under ROC curve)

Para esta fase de la experimentación se han elegido medidas que solo miden la capacidad
clasificatoria, ya que el objetivo de esta experimentación es saber qué algoritmo es el que “mejor”
clasifica.

Accuracy

La primera gráfica, ver figura 68, son los resultados del RF en cuanto al porcentaje de
atributos junto al J48 como clasificador de referencia.

Figura 68: Gráfica Accuracy RF - Primera Fase
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En la segunda gráfica, como se puede observar en la figura 69, aparecen los resultados de
RSM junto a los de RF y el J48, también en función al porcentaje de los atributos.

Figura 69: Gráfica Accuracy RSM y RF - Primera Fase

Para la medida Accuracy, los mejores resultados del RSM se obtienen con un porcentaje de
atributos del 50-75%, y para RF con un porcentaje de atributos de 25-50%. En la figura 70 se
muestran los resultados de estos valores junto a los del J48, J48Consolidated y Bagging, en función
al número de muestras (N_S) utilizadas en la construcción del clasificador.

Figura 70: Gráfica Accuracy General - Primera Fase
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En cuanto al Accuracy se refiere, se puede ver que los mejores resultados los obtiene el
Random Forest, seguido del Bagging. El RSM, aunque se coloque por debajo, mantiene una
diferencia mínima respecto al RF y Bagging, al igual que con el J48. A su vez, todos estos
algoritmos obtienen buenos resultados alejándose del J48Consolidated con una mejoría mínima de
un 4% para la Tasa de Acierto.

Balanced Accuracy

En la figura 71 se puede observar la gráfica con los resultados del RF en función al
porcentaje de los atributos usando el J48 como clasificador base.

Figura 71: Gráfica Balanced Accuracy RF - Primera Fase

En la segunda gráfica, ver figura 72, se muestran los resultados del RSM respecto al
porcentaje de atributos junto a los de RF y J48.
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Figura 72: Gráfica Balanced Accuracy RSM y RF - Primera Fase

Para la medida Balanced Accuracy, los mejores resultados del RSM y RF se obtienen con
un porcentaje de atributos del 75-90%. En la figura 73 se muestran los resultados de estos valores
junto a los del J48, J48Consolidated y Bagging, en función al número de muestras utilizadas en la
construcción del clasificador (N_S).

Figura 73: Gráfica Balanced Accuracy General - Primera Fase
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En cuanto al Balanced Accuracy se refiere, se puede ver que los mejores resultados los
obtiene el J48Consolidated, con muestras Balanceadas y un coverage del 99% y con muestras
Bootstrap, seguido de ambos RF. Estos dos algoritmos obtienen una clara mejora sobre el resto, con
el RSM con un 75% de atributos siendo el clasificador con peores resultados.

AUC

Como se puede observar en la figura 74, la gráfica nos muestra los resultados del RF
respecto al porcentaje de atributos junto al J48 como clasificador base.

Figura 74: Gráfica AUC RF - Primera Fase

En la segunda gráfica, como se puede observar en la figura 75, aparecen los resultados RSM
junto a los de RF y el J48.
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Figura 75: Gráfica AUC RSM y RF - Primera Fase

Para la medida AUC, los mejores resultados del RSM se obtienen con un porcentaje de
atributos del 25-50%, y para RF con un porcentaje de atributos de 50-75%. En la figura 76 se
muestran los resultados de estos valores junto a los del J48, J48Consolidated y Bagging, en función
al número de muestras utilizadas.

Figura 76: Gráfica AUC General - Primera Fase
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Para la medida AUC, el RF y Bagging con J48 como clasificador base se colocan arriba con
resultados muy similares, seguido del Bagging con valores por defecto. El RSM consigue mejorar
al J48Consolidated, siendo el J48 el clasificador con peores resultados.

KAPPA

La primera gráfica, ver figura 77, son los resultados en cuanto al porcentaje de atributos del
RF con el J48 como clasificador de referencia.

Figura 77: Gráfica Kappa RF - Primera Fase

En la figura 78 se puede ver la gráfica con los resultados del RSM en función al porcentaje
de atributos junto a los de RF y J48.
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Figura 78: Gráfica Kappa RSM y RF - Primera Fase

Para la medida Kappa, los mejores resultados del RSM y RF se obtienen con un porcentaje
de atributos del 50-75%. En la figura 79 se muestran los resultados de estos valores junto a los del
J48, J48Consolidated y Bagging, en función al número de muestras generadas.

Figura 79: Gráfica Kappa General - Primera Fase
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En cuanto a la medida Kappa se refiere, el RF con sus dos variaciones obtiene los mejores
resultados. El Bagging, también con sus dos variaciones se sitúa seguido con el J48 debajo.
También se observa que aunque el RSM con un 75% de atributos mejore ambos J48Consolidated,
el RSM con un 50% se coloca bastante por debajo del resto.

9.1.1 CONCLUSIONES FASE 1

En todas las medidas se puede observar que los valores fluctúan en función al clasificador y
los parámetros elegidos. Por lo general, el RF tiende a obtener buenos resultados en comparación al
RSM, que suele situarse en la parte media-baja de las gráficas.

Uno de los factores a tener en cuenta, es el número de muestras a generar. Tanto para RF
como para RSM, incluso para Bagging, hay una tendencia ascendente a medida que aumentan las
bases de datos, siendo con un número de 100 muestras el valor con el que mejores resultados se
obtienen.

En las gráficas en las que se incluyen todas las variaciones de RF y RSM, se puede ver que
aunque el porcentaje de atributos varía para obtener los mejores valores para cada medida, los dos
porcentajes más recurrentes para ambos clasificadores son un 50% y un 75% de los atributos. Los
valores del 10% y 25% son descartados rápidamente, ya que el subespacio que se genera parece ser
demasiado pequeño y los resultados son peores en comparación a los otros, y el 90% parece no
influir demasiado por lo general, siendo un subespacio demasiado grande.

9.2 EXPERIMENTACIÓN PARA COMPARAR PCTRSM Y PCTRF
CON SUS COMPETIDORES MÁS DIRECTOS

Una vez realizado este primer experimento, ahora se va a comparar más detenidamente el
PCTRSM y el PCTRF con sus mayores competidores: J48, J48Consolidated y Bagging, con los
parámetros con los que mejores resultados se obtuvieron en la primera fase, pero sobre todo con el
algoritmo en el que se ha basado, el PCTBagging.

Los algoritmos junto a sus parámetros son los siguientes:

● J48 - (Primera Fase de la Experimentación)

● J48Consolidated con valores por defecto, muestras balanceadas y coverage = 99 % (Primera
Fase de la Experimentación)
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● Bagging: J48 y 100 muestras Bootstrap - (Primera Fase de la Experimentación)

● PCTBagging con valores por defecto, muestras balanceadas y coverage = 99 %
○ Porcentaje de Consolidación: 0, 10, 20, 30, 40, 50, 60, 70, 80, 90 y 100

● PCTBagging con 100 muestras Bootstrap

● PCTRSM con valores por defecto, muestras balanceadas y coverage = 99 %, con un
porcentaje de atributos del 50%

● PCTRSM con valores por defecto, muestras balanceadas y coverage = 99 %, con un
porcentaje de atributos del 75%

● PCTRSM con N_S = 100 al modo RSM, sin remuestreo, con un porcentaje de atributos del
50%

● PCTRSM con N_S = 100 al modo RSM, sin remuestreo, con un porcentaje de atributos del
75%

● PCTRF con valores por defecto, muestras balanceadas y coverage = 99 %, con un
porcentaje de atributos del 50%

● PCTRF con valores por defecto, muestras balanceadas y coverage = 99 %, con un
porcentaje de atributos del 75%

● PCTRF con N_S = 100 al modo RSM, sin remuestreo, con un porcentaje de atributos del
50%

● PCTRF con N_S = 100 al modo RSM, sin remuestreo, con un porcentaje de atributos del
75%

Todos los algoritmos PCTEnsembles han sido evaluados con los siguientes porcentajes de
consolidación: 0, 10, 20, 30, 40, 50, 60, 70, 80, 90 y 100

Los criterios de bondad utilizados para este experimento no solo se basan en la capacidad de
clasificación, sino que también se han añadido nuevos puntos de vista: capacidad explicativa y
coste computacional.
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● Capacidad de clasificación:
○ Tasa de acierto/Accuracy (Acc)
○ Balanced Accuracy
○ Kappa
○ Average area under ROC (AUC)

● Capacidad explicativa (En el caso de los PCTEnsembles, solo se mira la parte consolidada
del árbol):

○ Número de nodos del árbol (TreeSize)
○ Número de nodos hoja del árbol (NumLeaves)

● Coste computacional:
○ Tiempo de construcción del clasificador (UserCPU Time Training)

Capacidad de Clasificación

Accuracy

En la primera gráfica, como se puede observar en la figura 80, se comparan las 4 versiones
posibles del PCTRSM en función del porcentaje de consolidación. Las versiones con 100 muestras
sin remuestreo son las que mejores resultados proporcionan con una notable diferencia. También
hay una ligera mejora con el 50% de los atributos.

Figura 80: Gráfica Accuracy PCTRSM - Segunda Fase
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Como se puede ver en la segunda gráfica, en la figura 81, ahora se comparan las 4 versiones
posibles del PCTRF con las mismas opciones que en el PCTRSM. Las versiones de 100 muestras
sin remuestreo, tanto para PCTRSM como para PCTRF, son las que mejores resultados dan frente a
las que usan muestras balanceadas. En los dos PCTEnsembles también resulta ligeramente mejor
utilizar el 50% de atributos en vez de el 75%.

Figura 81: Gráfica Accuracy PCTRF - Segunda Fase

Por último en la tercera gráfica, ver figura 82, se toman los resultados obtenidos de la mejor
versión del PCTRSM y PCTRF para compararlos con el resto de los competidores elegidos. Se
utiliza EL PCTBagging con 100 muestras Bootstrap debido a ser la versión con mejores resultados.

Figura 82: Gráfica Accuracy General - Segunda Fase
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En la figura 83 se muestran los valores de los resultados para el Accuracy para verlos de una
manera más clara:

Figura 83: Tabla de valores del Accuracy

Para el Accuracy, el J48Consolidated obtiene los peores resultados. El PCTRSM, PCTRF y
PCTBagging con valores muy similares, consiguen superar al J48 cuando el porcentaje de
consolidación es inferior al 50%, pero se igualan a medida que aumenta. El Bagging obtiene los
mejores resultados de todos los algoritmos sin duda, a pesar de que con un 0% de consolidación, los
PCTEnsembles consiguen acercarse.

Balanced Accuracy

En la primera gráfica, como se puede observar en la figura 84, se comparan las 4 versiones
posibles del PCTRSM en función del porcentaje de consolidación. Las versiones con muestras
balanceadas y un covergae del 99% obtienen los mejores resultados sin ninguna duda. También hay
una leve mejoría con el 75 % de los atributos.

Figura 84: Gráfica Balanced Accuracy PCTRSM - Segunda Fase
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Como se puede ver en la segunda gráfica, en la figura 85, ahora se comparan las 4 versiones
posibles del PCTRF con las mismas opciones que en el PCTRSM. Las versiones de muestras
balanceadas y 99% de coverage, tanto para PCTRSM y PCTRF, son las que mejores resultados dan
frente a las muestras sin remuestreo a diferencia del Accuracy. Para el PCTRF resulta ligeramente
mejor el 50% de los atributos.

Figura 85: Gráfica Balanced Accuracy PCTRF - Segunda Fase

Por último en la tercera gráfica, ver figura 86, se toman los resultados obtenidos de la mejor
versión del PCTRSM y PCTRF para compararlos con el resto de los competidores elegidos. Se
utiliza en PCTBagging con muestras balanceadas y un coverage del 99% debido a ser la versión
con mejores resultados.

Figura 86: Gráfica Balanced Accuracy General - Segunda Fase
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En la figura 87 se muestran los valores de los resultados para el Balanced Accuracy para
verlos de una manera más clara:

Figura 87: Tabla de valores del Balanced Accuracy

Para el Balanced Accuracy, el J48, y Bagging se colocan con diferencia en la parte inferior
de la gráfica. En esta medida los PCTEnsembles obtienen los mejores resultados, siendo el PCTRF
el mejor de ellos por una mínima diferencia, superando al PCTRSM en prácticamente todos los
porcentajes y al PCTBagging en los porcentajes inferiores. A medida que el porcentaje de
consolidación aumenta los tres PCTEnsembles se igualan con el J48Consolidated, que cuando usan
un 50% de consolidación o más, consigue unos resultados muy similares a estos.

AUC

En la primera gráfica, como se puede observar en la figura 88, se comparan las 4 versiones
posibles del PCTRSM en función del porcentaje de consolidación. Las versiones con muestras
balanceadas y un coverage del 99% obtienen los mejores resultados de una manera clara. El 75% de
los atributos también proporciona unos resultados levemente superiores.

Figura 88: Gráfica AUC PCTRSM - Segunda Fase
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Como se puede ver en la segunda gráfica, en la figura 89, ahora se comparan las 4 versiones
posibles del PCTRF con las mismas opciones que en el PCTRSM. Las versiones de muestras
balanceadas y 99% de coverage, tanto para PCTRSM y PCTRF, son las que mejores resultados dan
frente a las muestras sin remuestreo, como ocurre para el Balanced Accuracy. Para el PCTRF
resulta ligeramente mejor el 50% de los atributos..

Figura 89: Gráfica AUC PCTRF - Segunda Fase

Por último en la tercera gráfica, ver figura 90, se toman los resultados obtenidos de la mejor
versión del PCTRSM y PCTRF para compararlos con el resto de los competidores elegidos. Se
utiliza en PCTBagging con 100 muestras Bootstrap debido a ser la versión con mejores resultados.

Figura 90: Gráfica AUC General - Segunda Fase
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Para el AUC, el J48 obtiene los peores resultados de todos los algoritmos seguido del
J48Consolidated. El PCTRF y el PCTRSM consiguen superar al PCTBagging en este medida con
valores superiores al 30% de consolidación, que aunque con los porcentajes de consolidación
menores consiga igualarles, a medida que va aumentando se va alejando. El Bagging se coloca en la
parte superior siendo igualado solamente con porcentajes de consolidación del 0%.

Kappa

En la primera gráfica, como se puede observar en la figura 91, se comparan las 4 versiones
posibles del PCTRSM en función del porcentaje de consolidación. Las versiones con 100 muestras
sin remuestreo son las que mejores resultados proporcionan con una notable diferencia. También
hay una ligera mejora con el 50% de los atributos.

Figura 91: Gráfica Kappa PCTRSM - Segunda Fase

Como se puede ver en la segunda gráfica, en la figura 92, ahora se comparan las 4 versiones
posibles del PCTRF con las mismas opciones que en el PCTRSM. Las versiones de 100 muestras
sin remuestreo, tanto para PCTRSM como para PCTRF, son las que mejores resultados dan frente a
las que usan muestras balanceadas. En ambos PCTEnsembles también resulta ligeramente mejor
utilizar el 50% de atributos en vez de el 75%.
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Figura 92: Gráfica Kappa PCTRF - Segunda Fase

Por último en la tercera gráfica, ver figura 93, se toman los resultados obtenidos de la mejor
versión del PCTRSM y PCTRF para compararlos con el resto de los competidores elegidos. Se
utiliza en PCTBagging con 100 muestras Bootstrap debido a ser la versión con mejores resultados.

Figura 93: Gráfica Kappa General - Segunda Fase
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Para Kappa, Bagging obtiene los mejores resultados de todos los algoritmos seguido del
PCTBagging. El PCTRF se mantiene muy similar al J48 en todos los porcentajes de consolidación,
a diferencia del PCTRSM que mejora a medida que el porcentaje aumenta, igualándose a partir del
50% de consolidación. El J48Consolidated, a pesar de mejorar al PCTRSM con un 0% y 10% de
consolidación, se sitúa en la parte inferior con los peores resultados.

Capacidad Explicativa

En estas medidas, los algoritmos que requieran de un menor número de nodos serán los
mejores, ya que el objetivo es aportar una explicación a la clasificación de la manera más sencilla y
fácil de comprender para el usuario.

Número de nodos

En la primera gráfica, como se puede observar en la figura 94, se comparan las 4 versiones
posibles del PCTRSM en función del porcentaje de consolidación. Las versiones con muestras
balanceadas y un coverage del 99% son las que mejores resultados proporcionan con una clara
diferencia.

Figura 94: Gráfica Número de nodos PCTRSM - Segunda Fase
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Como se puede ver en la segunda gráfica, en la figura 95, ahora se comparan las 4 versiones
posibles del PCTRF con las mismas opciones que en el PCTRSM. Las versiones de muestras
balanceadas con un coverage del 99%, tanto para PCTRSM como para PCTRF, son las que mejores
resultados dan frente a las que usan muestras sin remuestreo. Aunque en las gráficas no se pueda
apreciar correctamente debido a los valores prácticamente iguales entre versiones con el mismo tipo
de muestras, para ambos PCTEnsembles el 50% de los atributos proporciona una mínima mejoría.

Figura 95: Gráfica Número de nodos PCTRF - Segunda Fase

Por último en la tercera gráfica, ver figura 96, se toman los resultados obtenidos de la mejor
versión del PCTRSM y PCTRF para compararlos con el resto de los competidores elegidos. Se
utiliza en PCTBagging muestras balanceadas y un coverage del 99% debido a ser la versión con
mejores resultados.

Figura 96: Gráfica Número de nodos General - Segunda Fase
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En la figura 97 se muestran los valores de los resultados para el número de nodos del árbol
para verlos de una manera más clara:

Figura 97: Tabla de valores del número de nodos del árbol

En cuanto al número de nodos, Bagging obtendría el peor de los resultados, ya que al
generar un árbol distinto para cada muestra, no aporta ninguna explicación al resultado. Entre los
algoritmos PCT, el PCTRF obtiene los mejores resultados con el menor número de nodos para los
árboles, seguido del PCTRSM, con el PCTBagging como el último. Tanto el PCTRF y el
PCTRSM, cosiguen mejorar al J48Consolidated en un 100% de consolidación. En último lugar se
coloca el J48, con el mayor número de nodos.

Número de nodos hoja

En la primera gráfica, como se puede observar en la figura 98, se comparan las 4 versiones
posibles del PCTRSM en función del porcentaje de consolidación. Las versiones con muestras
balanceadas y un coverage del 99% son las que mejores resultados proporcionan con una diferencia
notable.

Figura 98: Gráfica Número de nodos hoja PCTRSM - Segunda Fase
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Como se puede ver en la segunda gráfica, en la figura 99, ahora se comparan las 4 versiones
posibles del PCTRF con las mismas opciones que en el PCTRSM. La versión que mejores
resultados proporciona para el número de nodos sería el PCTRF con muestras balanceadas y un
coverage del 99%, tanto para PCTRSM como para PCTRF, son las que mejores resultados dan
frente a las que usan muestras sin remuestreo. Aunque en las gráficas no se pueda apreciar
correctamente debido a los valores prácticamente iguales entre versiones con el mismo tipo de
muestras, para ambos PCTEnsembles el 50% de los atributos proporciona una mínima mejoría.

Figura 99: Gráfica Número de nodos hoja PCTRF - Segunda Fase

Por último en la tercera gráfica, ver figura 100, se toman los resultados obtenidos de la
mejor versión del PCTRSM y PCTRF para compararlos con el resto de los competidores elegidos.
Se utiliza en PCTBagging muestras balanceadas y un coverage del 99% debido a ser la versión con
mejores resultados.

Figura 100: Gráfica Número de nodos hoja General - Segunda Fase
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En la figura 101 se muestran los valores de los resultados para el número de nodos hoja del
árbol para verlos de una manera más clara:

Figura 101: Tabla de valores del número de nodos hoja del árbol

En cuanto al número de nodos hoja, se repite la misma situación que para el número de
nodos. PCTRF consigue mejorar al resto de los algoritmos con explicación, seguido del PCTRSM y
PCTBagging. Bagging no nos aporta ninguna explicación y el J48 se coloca en último lugar.

Coste Computacional

Tiempo de construcción del clasificador

En la primera gráfica, como se puede observar en la figura 102, se comparan las 4 versiones
posibles del PCTRSM en función del porcentaje de consolidación. Las versiones que mejores
resultados proporcionan para el coste computacional son aquellas con muestras balanceadas y un
coverage del 99%. También hay que resaltar, que como era de esperar, usar el 50% de atributos
frente al 75% siempre reduce el tiempo de construcción del clasificador.

Figura 102: Gráfica Tiempo de construcción del clasificador PCTRSM - Segunda Fase

100



Como se puede ver en la segunda gráfica, en la figura 103, ahora se comparan las 4
versiones posibles del PCTRF con las mismas opciones que en el PCTRSM. De la misma manera
que para PCTRSM, las versiones que mejores resultados proporcionan para el coste computacional
son aquellas con muestras balanceadas y un coverage del 99%, al igual que la mejora que supone el
50% de los atributos ante el 75%.

Figura 103: Gráfica Tiempo de construcción del clasificador PCTRF - Segunda Fase

Por último en la tercera gráfica, ver figura 104, se toman los resultados obtenidos de la
mejor versión del PCTRSM y PCTRF para compararlos con el resto de los competidores elegidos.
Para el coste computacional, el PCTBagging con muestras balanceadas es la versión con los
mejores resultados por lo que será la elegida para la comparación.

Figura 104: Gráfica Tiempo de construcción del clasificador General - Segunda Fase

101



Tal como se ve en la figura 105, se muestran los valores de los resultados para tiempo de
construcción del clasificador para verlos de una manera más clara:

Figura 105: Tabla de valores del tiempo de construcción del clasificador

En cuanto al tiempo de construcción del clasificador, el J48 se sitúa en la mejor posición,
debido a su sencillez en comparación al resto de algoritmos, con el menor tiempo, seguido del
J48Consolidated. El PCTRF consigue los mejores resultados de los PCTEnsembles, seguido del
PCTRSM y PCTBagging. Por último el Bagging, ya que no utiliza muestras balanceadas y
coverage, si no 100 muestras bootstrap, en este caso.

9.2.1 CONCLUSIONES FASE 2

De nuevo, al igual que en la primera fase de la experimentación, los resultados varían en
función al clasificador y los parámetros escogidos. En las medidas clasificatorias Accuracy y Kappa
los algoritmos PCTRSM y PCTRF con muestras sin remuestreo consiguen los mejores valores,
pero para el Balanced Accuracy y AUC las muestras balanceadas y coverage del 99% las superan.
También se puede observar que entre un 50% y un 75% de los atributos parece no haber gran
diferencia, aunque el 50% mejora levemente para la mayoría de las medidas, tanto para muestras
balanceadas con coverage como muestras sin remuestreo.

Teniendo en cuenta que en esta experimentación se está trabajando con bases de datos
desbalanceadas, se puede afirmar que el Balanced Accuracy y el AUC son las dos medidas
clasificatorias más adecuadas, por lo que tanto PCTRSM como PCTRF con muestras balanceadas
con un coverage del 99% serían las versiones con mejores resultados o con los resultados más
relevantes. Esto se repite de igual manera para el PCTBagging.

Para el Balanced Accuracy, el PCTRF seguido del PCTRSM obtienen los mejores
resultados, mejorando cualquiera de los otros algoritmos. En el resto de las medidas clasificatorias,
aunque no se colocan en primer lugar, mejoran ligeramente al PCTBagging y consiguen el segundo
y tercer lugar en todas ellas, exceptuando Kappa. Incluso para el AUC obtienen unos resultados
notablemente mejores al PCTBagging a partir del 30% de consolidación, siendo este uno de los
criterios más adecuados.

102



En cuanto a las medidas explicativas, tanto para el número de nodos como para el número
de nodos hoja se repiten los resultados. Bagging, al no realizar ninguna consolidación de los árboles
no aporta ninguna explicación de sus clasificaciones y no se toma en cuenta. A medida que el
porcentaje de consolidación aumenta, el número de nodos también lo hace gradualmente. A mayor
consolidación, mayor explicación, pero peores son sus capacidades clasificatorias para todas las
medidas menos Kappa. Dependiendo del problema propuesto, se necesitará priorizar si es preferible
la explicación o la mejor clasificación de los casos. Con un 0% de consolidación no se obtendrá
ninguna explicación y con el 100% se podrá visualizar el árbol completo. En cualquier porcentaje
de consolidación del árbol, el PCTRF depende de un ligero número menor de nodos, seguido del
PCTRSM y PCTBagging, por lo que sería el mejor algoritmo en este aspecto.

Para el coste computacional, como era de esperar el J48 es el algoritmo que menos tiempo
necesita, seguido por el J48Consolidated. Entre los PCTEnsembles, el PCTRF obtiene de nuevo los
mejores resultados. El Bagging por su parte, debido a las muestra bootstrap frente a las
balanceadas, requiere del mayor tiempo de entre todos ellos como se podía imaginar. También hay
que resaltar que las muestras balanceadas mejoran este coste frente las muestras bootstrap e incluso
las muestras sin remuestreo.

Como conclusión final, el PCTRF y el PCTRSM parecen obtener mejores resultados que el
PCTBagging en prácticamente todas las medidas con una leve diferencia, siendo el PCTRF el
mejor de ellos, debido a la aleatoriedad que aportan los subespacios. El PCTRF, que utiliza esta
aleatoriedad en mayor medida que el PCTRSM, es dentro de estos algoritmos el que una mejor
proporción de capacidad clasificatoria, capacidad explicativa y coste computacional ofrece.
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10. CONCLUSIONES Y LÍNEAS ABIERTAS

En este proyecto se ha logrado diseñar e integrar los algoritmos PCTRSM y PCTRF
diseñados por el grupo ALDAPA en la plataforma libre WEKA. El PCTBagging se diseñó con el
objetivo de aumentar la explicatividad de las clasificaciones afectando lo menos posible a la
capacidad clasificatoria de estas. El prefijo PCT viene de Partially Consolidated Tree, árboles
parcialmente consolidados. El objetivo era crear un híbrido entre el CTC y el Bagging, dejando al
usuario la capacidad de elegir la cantidad de explicación que se quiere obtener dependiendo de las
circunstancias. Estos dos algoritmos, PCTRSM y PCTRF, nacen desde la misma perspectiva,
basándose en las ideas del PCTBagging y añadiendo aleatoriedad al proceso, cada uno a su manera
y con sus características, como el Random Subspace Method (RSM) y Random Forest (RF)
respectivamente, comprobando así las diferencias que esto supone en los resultados.

Gracias a la experimentación que se ha llevado a cabo, se ha logrado asegurar la validez de
la implementación y al mismo tiempo se han podido comparar los resultados con otros algoritmos
considerados los competidores directos de estos, el PCTRSM y PCTRF.

Tras realizar una experimentación para obtener la mejor versión del RSM y el RF para
posteriormente ser usados en el PCTRSM y el PCTRF, se han obtenido unos resultados muy
interesantes en la segunda fase de esta experimentación. El uso de muestras balanceadas y un
coverage del 99% ha resultado ser notablemente superior frente al uso de muestras sin remuestreo
para las bases de datos desbalanceadas utilizadas. Estos dos algoritmos parecen conseguir una
ligera mejora ante el PCTBagging en la mayoría de los criterios utilizados, ya sea para la capacidad
clasificatoria, la capacidad explicativa o el coste computacional. La aleatoriedad que estos dos
algoritmos aportan parece proporcionar una cierta mejora en las clasificaciones.

Por lo que a mí se refiere, este proyecto ha sido una magnífica experiencia. Me ha ayudado
a conocer en primera persona lo que es enfrentarse a un proyecto de tales características. También
ha sido una gran oportunidad para aprender el funcionamiento de Eclipse y WEKA a un nivel más
interno, y ver cómo es el proceso de integrar un nuevo algoritmo en esta plataforma, así como
también apreciar el trabajo que hicieron los desarrolladores de la universidad de Waikato al crear
esta plataforma libre y gratuita que ayuda tanto a usuarios como a desarrolladores.

10.1 LÍNEAS ABIERTAS

Tras la realización del proyecto, quedan varias líneas abiertas:

● En las versiones de PCTRSM y PCTRF no se han usado muestras Bootstrap (como en el
Bagging, PCTBagging y CTC), se podría y ver qué resultados se obtienen con respecto a no
usar remuestreo como en el RSM y RF. Para algunos criterios de bondad utilizados estos
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tipos de muestras parecen dar buenos resultados.

● Implementar más PCTEnsembles. Cualquier ensemble que use árboles como clasificador
base, podría ser usado. Un ejemplo sería hacer un Random Forest con el C4.5 Randomized.
URL: http://dx.doi.org/10.1023/A:1007607513941. Hace lo mismo que Random Forest pero
en lugar de elegir K atributos al azar en cada nodo y luego quedarse con el mejor de esos.
Lo que hace es ordenar todos los atributos para dividir un nodo de mejor a peor y elegir uno
al azar entre los K primeros.

● También se podría haber añadido a la experimentación otro PCTEnsemble como es el
PCTBoosting, el TFG realizado por un compañero, Mikel González, aunque se ha que con
la experimentación realizada era más que suficiente.

● En este sentido, también se podría ampliar la experimentación a otras bases de datos, por
ejemplo los otros 2 conjuntos del repositorio KEEL, con bases de datos estándares (no
desbalanceadas y no sólo biclásicas) y las bases de datos biclásicas usadas aquí pero
procesadas con el SMOTE.

● Añadir las medidas explicativas a los ensembles (Bagging, RSM...), como la suma de esas
medidas para cada árbol, aunque sean valores muy-muy altos y añadir en los PCTEnsembles
una segunda versión de cada medida para medir, por ejemplo, el número de nodos hoja de
todos los árboles (como si fuera el Bagging). La otra versión de la misma medida es la que
tenemos ahora que sólo mide, por ejemplo, el número de nodos hoja de la parte consolidada
del árbol. De esta manera podremos valorar mejor, cuantitativamente, cuál es la
explicabilidad de un Ensemble y de un PCTEnsemble.
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