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Abstract

This document contains the process to complete the Master’s Thesis, which
consist in learning different One Class Classification models, from Shallow

models, to Deep Learning models, to detect failures in a crane’s axis. The data
will be prepared in different ways in order to evaluate the performance of each

technique: PCA, expert variables, automatic variables and images. The objective
is to detect anomalies and to compare both models.

Resumen

Este documento recoge el proceso seguido para la realización del Trabajo de Fin
de Máster, el cual consiste en aprender diferentes modelos de One Class

Classification para la clasificación de fallos del eje de una grúa. Se emplearán
tanto modelos Shallow como modelos de Deep Learning. Se trabajarán distintas
formas de preparar los datos para evaluar el rendimiento de los modelos según la
técnica aplicada: PCA, variables expertas, variables automáticas e imágenes. El

objetivo será detectar anomalı́as y comparar los distintos modelos.

Laburpena

Dokumentu honek Master Tesia egiteko landu den prozesua jarraitzen du. Honen
helburua, garabi baten ardatzaren akatsak sailkatzeko, One Class Classification

modeloak ikastea da. Shallow modeloak zein Deep Learning modeloak erabiliko
dira. Datuak prestatzeko modu desberdinak landuko dira, bakoitzaren etekina
ebaluatzeko (PCA, datu jakitunak, datu automatikoak eta argazkiak). Xedea,

anomaliak detektatu eta modelo ezberdinak konparatzea izango da.
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Por otro lado, quiero agradecer a Iñaki Inza, mi tutor en este proyecto, quien ha
realizado un seguimiento total mostrando interés y ayudándome en lo que hiciera
falta, siempre dispuesto. Gracias por la dedicación y cercanı́a.
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4.3 Explicabilidad de los datos automáticos.......................................... 69
4.4 Aprendizaje empleando las variables expertas.................................. 70
4.5 Experimentación con los datos expertos ......................................... 72

4.5.1 One Class SVM ................................................................... 72
4.5.2 Local Outlier Factor (LOF) .................................................... 74

4.6 Explicabilidad de los datos expertos .............................................. 76
4.7 Autoencoder convolucional .......................................................... 77
4.8 Metodologı́a para la obtención de resultados ................................... 83
4.9 Resultados ................................................................................ 85
4.10 Criterio .................................................................................... 87
4.11 Conclusiones............................................................................. 87

Bibliografı́a ....................................................................................... 88

III
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Figura 3.2 Grúa STS ........................................................................... 29
Figura 3.3 Posicionamiento de los sensores de desplazamiento [12] ............. 29
Figura 3.4 Ondas sinusoidales recogidas [13]........................................... 30
Figura 3.5 Representación polar de los sensores de desplazamiento [13] ....... 31
Figura 3.6 Tipos de outputs [12]............................................................ 32
Figura 3.7 Esquema de experimentación ................................................. 33
Figura 3.8 Diferentes tipos de curtosis.................................................... 39

IV



Figura 3.9 Arquitectura del autoencoder ................................................. 43
Figura 3.10 Arquitectura del autoencoder convolucional.............................. 44
Figura 3.11 Imagen original y reducida .................................................... 45
Figura 3.12 Fondo blanco y negro ........................................................... 45

Figura 4.1 Muestra de datos correctos .................................................... 49
Figura 4.2 Muestra de datos desalineados................................................ 50
Figura 4.3 Muestra de datos desbalanceados............................................ 51
Figura 4.4 t-SNE aplicado a nuestros datos.............................................. 52
Figura 4.5 Matriz de correlación entre pares de variables ........................... 53
Figura 4.6 Biplot ................................................................................ 54
Figura 4.7 Varianza acumulada ............................................................. 55
Figura 4.8 Matriz de confusión de los datos de Testeo (SVM) ..................... 56
Figura 4.9 Valor de anomalı́a de los datos de Testeo (One Class SVM) ......... 57
Figura 4.10 Matriz de confusión de los datos de Testeo (PCA SVM).............. 58
Figura 4.11 Valor de anomalı́a de los datos de Testeo (PCA SVM) ................ 59
Figura 4.12 Matriz de confusión de los datos de Testeo (Isolation Forest) ....... 60
Figura 4.13 Valor de anomalı́a de los datos de Testeo (Isolation Forest) .......... 61
Figura 4.14 Matriz de confusión de los datos de Testeo (Isolation Forest

PCA)................................................................................. 62
Figura 4.15 Valor de anomalı́a de los datos de Testeo (Isolation Forest

PCA)................................................................................. 63
Figura 4.16 Matriz de confusión de los datos de Testeo (LOF) ...................... 64
Figura 4.17 Valor de anomalı́a de los datos de Testeo (LOF)......................... 65
Figura 4.18 Matriz de confusión de los datos de Testeo (LOF PCA)............... 66
Figura 4.19 Valor de anomalı́a de los datos de Testeo (LOF PCA) ................. 67
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Capı́tulo 1

INTRODUCCIÓN

Una anomalı́a consiste en un cambio o desviación respecto a un comporta-
miento normal. La detección de anomalı́as o outliers, es una caracterı́stica inhe-
rente al ser humano, que ha llevado a la supervivencia a lo largo de las distintas
eras de maneras muy distintas; desde detectar alimentos en mal estado hasta loca-
lizar traidores o enemigos. Hoy en dı́a sigue siendo una llamada de atención que
ayuda a evitar problemas de todo tipo a diario. Es por ello que esta técnica se ha
extrapolado a diferentes ámbitos y se han ido desarrollado distintas herramien-
tas para detectar anomalı́as, como puede ser para detección de células tumorales,
detección de fraudes bancarios o, como en el caso de estudio que se presenta, de-
tección del deterioro para el mantenimiento de maquinaria.

La detección de outliers es una técnica que juega un papel fundamental en el
mantenimiento de equipos industriales. Esto es debido a que este tipo de manteni-
miento busca realizar el mantenimiento antes de que surja un fallo. Con la ayuda
de distintos sensores y mediciones, se busca maximizar el tiempo entre reparacio-
nes a la par que se minimiza el coste [14].

1.1 Motivación

Durante la jornada de presentación de Proyectos de Fin de Máster realizado en
la Facultad de Informática de la UPV/EHU en Donostia, se presentaron un gran
número de proyectos de diferentes empresas. En una de las presentaciones de Tec-
nalia, no se presentó un único proyecto, sino 5 de sus lı́neas de investigación.
Desde que lo vi, me resultó muy interesante la lı́nea llamada “Deep Generative
Models For Anomaly Detection”, por lo que me puse en contacto con el doctor
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Alberto Jiménez para conocer algo más acerca de dicho proyecto.

Del proyecto, me gustó especialmente el hecho de trabajar en la detección de
outliers, un tema que durante el transcurso del máster me pareció muy interesante.
Esto sumado al hecho de poder crear modelos Deep, hizo que me decantara por
este proyecto. La sorpresa fue que además, esta detección de outliers debı́a lograr-
se empleando métodos de clasificación One Class, lo cual me pareció una forma
perfecta de aprender sobre dichos modelos.

Por otra parte, siendo Tecnalia uno de los centros de investigación más grandes
y punteros, hizo que me sintiera seguro al escoger esta opción como Proyecto de
Fin de Máster.

1.2 Tecnalia

Este Proyecto de Fin de Máster ha sido realizado en Tecnalia. Tecnalia es el
mayor centro de investigación aplicada y desarrollo tecnológico de España, un
referente en Europa y miembro de Basque Research and Technology Alliance
(BRTA). Su misión es transformar investigación tecnológica en prosperidad; la
investigación de Tecnalia tiene un impacto real en la sociedad y genera beneficios
en forma de calidad de vida y progreso. Trabajan con el propósito de construir un
mundo mejor a través de la investigación tecnológica y la innovación. Concreta-
mente, el proyecto se ha desarrollado en la Unidad Operativa Digital, en el área
denominada Cores.

1.3 Facultad de Informática, UPV/EHU

Asimismo, el Trabajo de Fin de Máster ha sido realizado como aplicación en
un proyecto real de los conocimientos adquiridos durante el máster “Ingenierı́a
Computacional y Sistemas Inteligentes”de la UPV/EHU, cursado en la Facultad
de Informática.

Dicha facultad está localizada en Guipuzkoa y dispone de una larga trayectoria
investigadora. En el año 2020 diecisiete grupos de investigación trabajaban en 95
proyectos de investigación y en ellos se presentaron 14 tesis doctorales.
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1.4 Objetivos

El objetivo principal de este Trabajo de Fin de Máster, es crear un modelo
aplicable al mundo real, que ayude a mejorar y facilitar el mantenimiento del eje
de una grúa. Mediante dicho modelo, se podrá inferir el estado del eje, y en base
al grado de anomalı́a predicho, detectar modos de fallo.

Para ello se han aprendido distintos modelos y comparado para comprobar
cual de ellos realiza mejor la tarea de detección de outliers. Por un lado tenemos
modelos tradicionales (Support Vector Machine, Isolation Forest, Local Outlier
Factor), para cuyo aprendizaje se han seleccionado varias caracterı́sticas de los
datos manualmente. Por otro lado, se ha aprendido un modelo de Deep Learning
en el que se introducirán directamente los datos, sin realizar ninguna extracción de
caracterı́sticas previa, esperando que el modelo realice dicha tarea de extracción
de caracterı́sticas (Feature Extraction).

En los siguientes capı́tulos se muestran el estado del arte, donde se explican
los distintos tipos de mantenimiento y los diferentes modelos utilizados.
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Capı́tulo 2

ESTADO DEL ARTE

En este apartado se revisa la literatura existente relativa al mantenimiento in-
dustrial y a la clasificación de fallos y sus aplicaciones mediante técnicas de Ma-
chine Learning, tanto en modelos Shallow como en modelos profundos o Deep.
También se revisará documentación acerca de metodologı́as de One Class Classi-
fication.

2.1 Mantenimiento

El mantenimiento en ingenierı́a se refiere a cualquier acción técnica o admi-
nistrativa, o una combinación de ambas, que permita mantener los activos de in-
genierı́a, o devolverlos a sus estados funcionales [15]. Principalmente existen 3
tipos de mantenimiento, los cuales han ido evolucionando con el paso del tiempo
a medida que la tecnologı́a ha ido avanzando.

En los siguientes apartados se detallará cada uno de los tipos de mantenimiento
en mayor profundidad, desde el mantenimiento correctivo, que consiste en arreglar
los fallos según van surgiendo, hasta el mantenimiento predictivo, que consiste
en predecir cuándo surgirá un fallo para evitar costes mayores, pasando por el
mantenimiento preventivo, que consiste en realizar revisiones sistemáticas para
tratar de evitar el fallo.

2.1.1 Mantenimiento correctivo

El mantenimiento correctivo se refiere a aquellas actividades realizadas en un
sistema para devolverlo a la normalidad de su funcionamiento. Este tipo de man-
tenimiento se focaliza en identificar la causa de los fallos, y el mantenimiento
no se realiza hasta que la máquina muestra el fallo [16]. Generalmente se realiza
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en pequeños componentes cuyo recambio no supone un gran coste temporal ni
económico[17]. Sin embargo, el hecho de tener que parar el sistema para realizar
las reparaciones o sustituciones requeridas, aumenta los costes y produce pérdidas
por inactividad, además de la posibilidad de producir otros daños en la cadena de
producción.

2.1.2 Mantenimiento preventivo

El mantenimiento preventivo consiste en mantener las instalaciones y maqui-
narias en condiciones correctas para el funcionamiento mediante inspecciones sis-
temáticas para reducir la posibilidad de fallo de la maquinaria [18]. Además, al
tratarse de inspecciones programadas, no se suelen realizar durante las jornadas
de producción [17]. El hecho de detectar, prevenir y corregir los fallos incipientes
antes de que ocurran o de que evolucionen en algo más grave supone una ventaja
frente al mantenimiento correctivo y se corresponde con una disminución de los
costes y aumento de la productividad [19].

Sin embargo, dichas revisiones sistemáticas suponen un coste, además de que
no asegura la ausencia de fallos entre revisiones, lo que supondrı́a un coste extra.

2.1.3 Mantenimiento predictivo

El mantenimiento predictivo consiste en determinar cuándo son necesarias las
labores de mantenimiento mediante el empleo de herramientas predictivas. Se ba-
sa en la continua monitorización del proceso de una máquina, por lo que permite
la temprana detección de fallos, permitiendo ası́ actuar únicamente en caso de que
sea necesario [20]. Para indicar el momento en el que se debe actuar se debe fijar
un umbral en la probabilidad de fallo. La elección de dicho umbral en las situacio-
nes reales se estimará teniendo en cuenta numerosos factores como la seguridad
de los trabajadores, criticidad del fallo o factores económicos, por ejemplo [17].

Una vez la maquina ha sido monitorizada, se habrán recolectado una gran can-
tidad de datos. El siguiente paso consiste en preprocesar dichos datos para que se
pueda trabajar con ellos. Este paso es vital ya que la correcta detección y elimina-
ción de los datos erróneos y ruidosos mejora la calidad del dataset en su conjunto
[21]. Esta calidad del dataset indica cómo de fieles son los datos a la hora de ca-
racterizar el problema que se esté estudiando [22]. También se deben integrar de
manera que los datos se encuentren en una estructura y formato intuitivos y con
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los que se pueda trabajar correctamente.

Finalmente, resta implementar un sistema de toma de decisiones. En el caso
del mantenimiento predictivo interesa la implementación de un sistema de progno-
sis, centrado en predecir los fallos antes de que se produzcan. Para ello se emplean
técnicas de aprendizaje automático. Existe el sistema de diagnosis, que se centra
en la detección, identificación y aislamiento de los fallos cuando se producen. El
sistema de diagnosis es clave para hallar la relación entre los datos monitorizados
y el estado de salud de la maquinaria [23].

2.2 Técnicas de preprocesamiento aplicadas
al mantenimiento predictivo

2.2.1 t-SNE

El t-SNE, “t-distributed Stochastic Neighbor Embedding”[24] , es una nove-
dosa técnica de visualización de datos de alta dimensionalidad. El objetivo, es
que mediante transformaciones no lineales de las variables de un dataset de alta
dimensionalidad, se logre crear una representación fiel de los datos en dos di-
mensiones. Gracias al hecho de que se realicen transformaciones no lineales, se
pueden separar y agrupar datos que de otra forma no se podrı́a.

Figura 2.1: Datos no separables linealmente [1]
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Tratar de visualizar los datos mostrados en la Figura 2.1 realizando un Análi-
sis de las Componentes Principales (PCA) carecerı́a de sentido, ya que no son
separables linealmente. Para esta tarea, y para comprender datasets de alta dimen-
sionalidad, el t-SNE es una técnica realmente útil.

Funcionamiento

El primer paso que realiza el t-SNE es crear una distribución de probabili-
dad que represente la similitud entre los datos. Esta similitud es la probabilidad
condicional de que el punto xj escogiera al punto xi como su vecino. [24]

pi|j =
exp(

−||xi−xj ||
2

2σ2
i

)∑
k ̸=i exp(

−||xi−xk||2

2σ2
i

)

donde σi es la varianza de la distribución Gaussiana centrada en el punto xi. Se
calcula la distancia respecto a todos los puntos y se muestra en un único eje.
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Figura 2.2: Distancia entre puntos [1]

A la hora de calcular la similitud entre dos puntos tomando como referencia
el primero y después el segundo, el resultado es diferente. Esto es debido a que se
calculan mediante dos distribuciones distintas, tal y como se ve en la Figura 2.3.

8



Figura 2.3: Diferencia entre similitudes [1]

Por ello, se toma como valor de similitud pij =
pj|i+pi|j

2N
.

Perplejidad

El t-SNE es especialmente sensible a un parámetro llamado perplejidad. La
perplejidad está directamente relacionada con la varianza de los valores. Básica-
mente, t-SNE realiza una búsqueda binaria para el valor de σ que produce una
distribución de probabilidad con un valor de perplejidad especificada por el usua-
rio. [24]

Perp(Pi) = 2−
∑

pj|ilog2pj|i

Donde:

−
∑

pj|ilog2pj|i es la entropı́a de Shannon.

Reducción de la dimensionalidad

El siguiente paso del algoritmo, consiste en reducir la dimensionalidad y tra-
tar de mantener en dos dimensiones la distribución de probabilidad. Para ello, se
utilizará la distribución t student. Esto es debido a que la cola de la distribución
Gaussiana es demasiado corta, y puede provocar que varios puntos queden sola-
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pados. La distribución t student es similar a la Gaussiana solo que tiene una cola
más larga, lo que ayudará a solventar dicho problema.

En la Figura 2.4 podemos ver cómo se resolverı́a la visualización de los ejem-
plos mostrados en la Figura 2.1.

Figura 2.4: t-SNE aplicado a los ejemplos [1]

2.2.2 PCA

La PCA o Principal Component Analysis, es una técnica de reducción de la
dimensionalidad. El objetivo de dicha técnica, es crear combinaciones lineales de
las variables con el fin de simplificar espacios de alta dimensionalidad pero man-
teniendo toda la varianza posible. Cada una de estas combinaciones lineales se
denomina Componente Principal, y cada uno de los Componentes Principales ex-
plica un porcentaje de la varianza explicada.

10



Figura 2.5: Componentes principales de un dataset

Respecto a la varianza explicada, es un ı́ndice que nos indica cómo de correc-
tamente representada va a estar la información en cada Componente Principal, y
para seleccionar el número de Componentes Principales, habitualmente se tiene
en cuenta que se debe representar aproximadamente un 90 %-95 % de la varianza
explicada, esto con el fin de que la información extraı́ble de la dimensión reducida
sea lo más fidedigna posible respecto a la original.

2.3 Sistemas de toma de decisiones
aplicadas al mantenimiento predictivo

2.3.1 One Class Classification

One Class Classification [25] es una técnica que consiste en la clasificación
de muestras desconocidas habiendo entrenado el modelo con un único tipo de
muestra, todas ellas con el mismo valor de etiqueta. Este tipo de clasificación es
realmente útil especialmente en ocasiones donde los datos están tan desbalancea-
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dos que se tienen muchas muestras de un tipo de datos pero extremadamente pocas
de otro. Es decir, One Class Classification es realmente útil a la hora de detectar
anomalı́as. Esto es debido a que al estar solo entrenado con muestras de un úni-
co valor de etiquetado, empleando técnicas tanto Shallow como Deep se puede
obtener un valor que indica como de distintos son los valores de un nuevo caso
respecto a los de muestras originales con las que se ha entrenado el modelo [26].

2.3.2 Técnicas Shallow

Este apartado ofrece un resumen y explicación de algunos de los algoritmos
empleados habitualmente para la detección de anomalı́as.

One Class Support Vector Machines (OCSVM)

El objetivo de las Support Vector Machines es el de proyectar los datos en un
espacio de mayor dimensionalidad que el del dataset mediante combinaciones no
lineales. De este modo, datos de diferentes clases que no podrı́an ser separados
mediante una hiperplano en el espacio original, sı́ que se pueden separar mediante
una recta o hiperplano en el espacio de dimensionalidad superior. Ası́, al volver a
proyectar los datos en el espacio original, obtendremos una proyección no lineal
del hiperplano que separaba los datos.

Figura 2.6: Transformación de los datos a un nuevo hiperespacio [2]

Al calcular el hiperplano que separa las clases en dos grupos, el algoritmo tra-
ta de maximizar la distancia entre los datos de las diferentes clases. Sin embargo,
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a medida que las dimensiones del dataset aumentan, también lo hace la compleji-
dad y coste computacional para el cálculo de las coordenadas de los datos en ese
nuevo espacio. Es por ello que se usa el truco de Kernel o Kernel-trick. Éste nos
permite operar con los datos en el espacio original sin la necesidad de calcular las
coordenadas de los datos en el nuevo espacio de mayor dimensionalidad.

Figura 2.7: Corte del hiperplano en un nuevo hiperespacio [3]

Sin embargo, mientras que en las SVM comunes se busca un hiperplano que
maximice la distancia entre las diferentes clases, en las One Class SVM esto no es
posible, ya que únicamente existe un tipo de dato en el entrenamiento. Es por ello
que se busca maximizar los datos respecto al punto de origen. Además, en lugar
de buscar una distancia media entre ambos extremos, este hiperplano estará más
cercano a los datos de entrenamiento [27].

Finalmente, al recibir nuevos datos, estos se proyectan en el hiperespacio crea-
do, y dependiendo de si dicha proyección reside en la zona positiva del hiperplano
será considerada un dato común o normal, en caso contrario será considerado un
outlier [28].

Se ha probado que las SVM son buenas opciones para la clasificación One
Class en diferentes situaciones. Se emplearon para comparar redes convolucio-
nales, y aunque obtuvieron peores resultados, eran lo bastante buenos como para
tenerlos en cuenta [25]. También han sido previamente empleadas para la clasifi-
cación de fallos de ejes similares a los presentados en este documento. El hecho
de que obtuvieran buenos resultados empleando dicho algoritmo lo convierte en
una opción a tener en cuenta [29].
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Isolation Forest (IF)

Isolation Forest es un algoritmo no supervisado de detección de anomalı́as
basado en árboles de decisión. El algoritmo consiste en aislar mediante rectas
paralelas a los ejes en el plano cada dato. Una vez los datos han sido separados,
se observa el número de cortes que se han realizado para aislar cada dato, siendo
esto un indicador del grado de anomalı́a de cada dato.

Isolation Forest está compuesto por un conjunto de árboles de decisión bina-
rios, en el que cada árbol de decisión es denominado Isolation Tree. Durante el
entrenamiento, se escoge una muestra aleatoria de los datos a la que se le asigna
un árbol de decisión.

La ramificación comienza seleccionando una variable aleatoria del dataset y
un umbral a partir del cual aplicar la bifurcación. De este modo, los datos estarán
separados en 2 zonas. Este proceso se repite hasta que cada punto ha sido aislado
o hasta que se alcanza la profundidad máxima. Un ejemplo de este paso se puede
observar en la Figura 2.8, donde se ven los árboles de decisión que separa cada
dato. En la Figura 2.9 podemos ver las diferentes áreas que se forman. El color
indica el grado de anomalı́a y cuanto más oscuro es, más probable es que un dato
localizado en dicha área sea una anomalı́a.

Figura 2.8: Árboles de decisión de Isolation Forest [4]
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Figura 2.9: Heat map de Isolation Forest [4]

Una vez el modelo ha sido aprendido, se asigna un valor de anomalı́a a cada
dato. Este valor, nos indicará cómo de anómalo es dicho dato, y se obtiene en
función del nivel de profundidad requerido en el modelo de Isolation Forest para
alcanzar el dato. El algoritmo es muy sensible al parámetro contaminación, el cuál
indica el porcentaje de elementos anómalos que estimamos existen en el dataset.
En la Figura 2.10 se puede observar cómo un dato anómalo requiere de muchos
menos cortes en el plano que uno común [30] [4] [31].

El Isolation Forest ha sido empleado para la detección de anomalı́a en casos
industriales reales como en procesos de fabricación de semiconductores [32] o
en comparación con otros algoritmos de aislamiento [33], logrando resultados
positivos.
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Figura 2.10: Valor de anomalı́a de ejemplo de Isolation Forest [4]

Kernel Density Estimation (KDE)

Kernel Density Estimation (KDE) consiste en aprender una función de den-
sidad que represente una estimación fiel de la muestra de entrenamiento. Para
ello, en la posición de cada dato se agrega una función de densidad a elegir, por
ejemplo, Gaussiana, Exponencial o de Epanechnikov. Una vez se fija el kernel de
densidad de cada dato, se crea una función de densidad global, como se puede
observar en la Figura 2.11.

Figura 2.11: Creación de la función de densidad en KDE [5]
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Para calcular una función de densidad o kernel de un dato, se aplicará la si-
guiente fórmula:

Kh(x) =
1
h
K(x

h
)

Donde:

K indica el kernel que se haya utilizado como función de densidad.

h es un parámetro que controla la anchura de las funciones de densidad
asignadas a cada dato. La función K(h) para cada h > 0 tiene una densidad
acumulada de 1, por lo tanto, dividiremos por la anchura.

Figura 2.12: Función de densidad en KDE de un único dato [6]

Dicho valor de densidad, está centrado en 0, por lo que para poder ubicarlo en
la posición del dato, se debe restar la posición espacial respecto a la del punto.

Es por ello que para el punto xi, la función de densidad se calcula:

1
nh
K(x−xi

h
)

Donde cada xi tendrá un valor de densidad de 1
n
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Figura 2.13: Función de densidad KDE aprendida a partir de un dataset [6]

A la hora de realizar el modelo para la detección de outliers basado en KDE,
se decidirá según el valor de densidad asignado a dicho dato [34] [31].

Local Outlier Factor (LOF)

Local Outlier Factor (LOF) es un algoritmo que nos devuelve un indicador del
grado de anomalı́a de cada dato dado un número k de vecinos. Dicho algoritmo
genera para cada dato, un área cuyo centro es el dato, y cuyo extremo alcanza al
k vecino más cercano. El grado de anomalı́a se calcula a partir de la densidad de
puntos del área, siendo los datos centrados en las áreas menos pobladas conside-
rados datos anómalos.

Primero, el algoritmo calcula la distancia a k (dist(k)), siendo k el número de
datos que se incluirán en el área de cada dato, es decir, el número de vecinos de
cada dato. Esta distancia se define como la distancia hasta el k vecino más lejano.
En la Figura 2.14 se puede observar un ejemplo de dicha distancia a k. En ese
caso, al ser k = 2 y estar en un espacio de dimensión 2, se define un área cuyo
radio equivalga a la distancia a k. Al haber dos puntos a la misma distancia, ambos
son incluidos.
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Figura 2.14: Ejemplo distancia a K para K=2 [7]

Dicha distancia a k es usada para calcular la Distancia de Accesibilidad. Esta
Distancia de Accesibilidad devuelve la distancia entre los dos puntos en caso de
que esté fuera del vecindario. Si no, devuelve la distancia a k.

DistAccesibilidad(xi,xj) = max(K − dist(xj), dist(xi,xj))
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Figura 2.15: Ejemplo distancia de accesibilidad[7]

Finalmente, la Distancia de Accesibilidad se utiliza para calcular la Densidad
de Accesibilidad Local (LRD). Esta se calcula realizando la inversa de la media
de las Distancias de Accesibilidad de todos los puntos del vecindario. Este valor
indica cómo de cerca está el dato del cluster más cercano. Un valor bajo indica
que es un dato lejano.

LRDk(A) =
1∑

xj∈Nk(A)
DistAccesibilidad(A,xj)

||Nk(A)||

Una vez se tiene este valor, se calcula el LOF de cada punto, que consiste en
el ratio entre la media de la Densidad de Accesibilidad Local de cada punto del
vecindario de un punto, y la Densidad de Accesibilidad Local del propio punto.
En caso de que el dato sea un dato común el valor de LOF será cercano a 1, ya
que la densidad de los datos de su cluster será similar a la de sus vecinos. En caso
de que el dato sea un outlier, el valor LOF será mucho más alto ya que la densidad
de los vecinos será notablemente superior a la del dato.

LOFk(A) =
∑

xj∈Nk(A)LRDk(xj)

||Nk(A)||
1

LRDK(A)

Como resumen, el indicador de anomalı́a de este método nos indica cómo de
denso es su vecindario respecto al de sus vecinos [8] [35] [31]. Es decir, si el dato
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está situado en un área con gran densidad de datos, será considerado un dato más
normal que un dato que esté situado en un área alejado del resto de datos.

El algoritmo LOF ha sido empleado en situaciones reales, como para el caso
de detectar anomalı́as en procesos quı́micos, obteniendo buenos resultados [36].
También en casos como detectar anomalı́as para detectar lavados de dinero ha
demostrado ser un algoritmo eficiente [37].

Figura 2.16: Ejemplo LOF [8]

2.3.3 Deep Learning

Autoencoder

Por otro lado, se empleará un modelo Autoencoder para la detección de ano-
malı́as. Los Autoencoders, son redes neuronales con una forma y función especı́fi-
ca. Están compuestos por múltiples capas densas de neuronas conectadas entre sı́.
Se pueden dividir en dos fases, la fase de codificación, donde el número de neu-
ronas por capa va decreciendo, y la fase de decodificación, donde el número de
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neuronas por capa va aumentando progresivamente hasta llegar al tamaño origi-
nal. Tanto la compresión como la posterior descompresión de los datos se realiza
mediante combinaciones no lineales.

Figura 2.17: Ejemplo de Deep Autoencoder [9]

En estos casos, el dato de entrada es de un tamaño igual que el de salida, ya
que el objetivo es la reconstrucción del dato [38]. A la hora de entrenar el modelo,
se le indica el dato de entrada y el dato objetivo. Esto puede usarse para entrenar
un modelo pasándole imágenes con ruido y que el objetivo de la salida sea una
imagen limpia, para que posteriormente sea capaz de limpiarlas. En este proyecto,
debido a que el objetivo es la detección de anomalı́as, el modelo tratará que la
reconstrucción del dato sea lo más fiel posible. De ese modo, cuando el modelo
sea incapaz de reconstruir un dato correctamente, se podrá deducir que se trata de
un dato anómalo [39].

Figura 2.18: Ejemplo de reconstrucción del dato [9]
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Autoencoder convolucional

La principal diferencia entre los Autoencoders y los Autoencoders convolucio-
nales es que en lugar de emplear capas totalmente conectadas entre sı́, se utilizan
capas convolucionales; pero el funcionamiento y objetivo es el mismo.

Una capa convolucional es el resultado de aplicar un filtro a una imagen, y en
cada capa se puede aplicar más de un filtro. Cada filtro se compone de distintas
variables.

Cuadro 2.1: Variables usadas en los filtros de la convolución

Variable Descripción
W Forma del dato de entrada
F Tamaño del filtro
S Salto que se empleará la hora de

desplazar el filtro
P Padding que se empleará para los

bordes de las imágenes

Teniendo en cuenta las variables descritas en la Tabla 2.1, el tamaño del dato
de salida será de (W − F + 2P )/S + 1.

Figura 2.19: Ejemplo de filtro 1 [10]
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Figura 2.20: Ejemplo de filtro 2 [10]

En la Figura 2.21 se puede observar cómo al aplicar una convolución a una
imagen de 32 pı́xeles de alto por 32 pı́xeles de ancho (con una profundida de 3
debido a los canales de color RGB), se aumenta la profundidad de la imagen, ya
que se tendrán 5 capas, manteniendo el tamaño original gracias al padding.

Figura 2.21: Capa convolucional [10]

Cada capa dispone además de una función de activación, la cual devuelve un
valor en función del valor obtenido a partir del filtro. Por ejemplo, una de las
más populares es Relu, la cual devuelve 0 en caso de que el output del filtro sea
negativo, y el mismo valor en caso de que sea positivo.
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Figura 2.22: Función de activación Relu

Debido a que el tamaño aumenta de manera rápida, se aplica una técnica lla-
mada pooling, que consiste en reducir el tamaño de la imagen. Aunque pueda
parecer que esto conlleva una pérdida de información, es común usar un max poo-
ling, que consiste en seleccionar el mayor valor para la reducción. Es decir, se
logran representaciones más compactas de la imagen con un alto valor informati-
vo [40].

Figura 2.23: Max pooling [10]

Esto implica que la imagen reducida contiene la información más relevante
que el filtro ha sido capaz de extraer. Gracias a esto, se logran disminuir los costes
computacionales a la par que se agrupa la información relevante.
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Figura 2.24: Max pooling ejemplo [10]

Este proceso de capa convolucional y pooling va formando una disminución
en altura y anchura de las imágenes y un aumento en su profundidad, ya que se irán
aumentando el número de filtros. El momento en el que los datos son pequeños y
alargados, se entiende que contienen las caracterı́sticas extraı́das de las imágenes.
Posteriormente, comienza un proceso de reconstrucción, en el que se combinan
los filtros y se realizan progresivos upsamplings, que consisten en aumentar el
tamaño de la imagen, para lograr recuperar el tamaño original expandiendo los
valores que contiene.

Figura 2.25: Upsampling

Una vez se ha creado la estructura, se debe entrenar el modelo durante un
número determinado de iteraciones, en las que, utilizando un valor que nos indique
la calidad de la reconstrucción, se actualizan los pesos mediante backpropagation
del error. Se emplea un optimizador con un ratio de aprendizaje.
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Figura 2.26: Arquitectura de autoencoder convolucional [11]

Finalmente, se pueden observar las diferencias entre el dato de entrada y el
dato de salida.
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Capı́tulo 3

CASO DE ESTUDIO

3.1 Descripción del problema

El comercio por mar supone el 80 % del comercio internacional y las termi-
nales de contenedores tienen requisitos exigentes de frecuencia y estabilidad de
servicio.

Figura 3.1: Grúa en el Astillero

En este área, los incidentes de las grúas de muelle componen un 24 % de los
costes del puerto de los cuales, hasta un 25 % de los incidentes puede ser causado
por un mantenimiento incorrecto de la estructura. Además de los costes, un man-
tenimiento incorrecto puede llegar a suponer periodos de inactividad más largos,
o incluso permanentes, y hasta ser un riesgo para la salud de las personas.

Para ello, se desea monitorizar el giro de un eje de una grúa STS (Ship To Sho-
re), localizada en el astillero de Bilbao, con el fin de validar su correcto funcio-
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namiento. Una grúa STS es una grúa pórtico montada sobre carriles para realizar
labores de carga y descarga de contenedores de barco a muelle y viceversa. Dicha
grúa se muestra en la Figura 3.2.

Figura 3.2: Grúa STS

Debido a que el eje gira a una velocidad muy lenta, la sensórica tradicional ba-
sada en acelerómetros no es la más adecuada para recabar datos útiles. Por ello se
han colocado dos sensores de desplazamiento. Ambos colocados perpendicular-
mente al eje vertical con una diferencia de 90º entre ellos. Un esquema de dichos
sensores se muestran en la Figura 3.3.

Figura 3.3: Posicionamiento de los sensores de desplazamiento [12]

Estos sensores miden la distancia respecto al cilindro que gira perpendicular a
ellos, concretamente respecto a una placa de metal ubicada en el cilindro, por lo
que las señales capturadas tienen un desfase de 90º. Debido a que ningún proceso
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es perfecto, esta distancia varı́a en el tiempo en forma de sinusoide con cierto
ruido. Este efecto se produce por la imposibilidad de crear un cilindro perfecto, ya
que al estar levemente desalineado, el cilindro se acerca y se aleja periódicamente
del sensor, obteniendo ası́ una señal sinusoidal. Como se puede ver en la Figura
3.4, en el eje vertical se encuentra la distancia en milı́metros y en el eje horizontal
el tiempo en milisegundos [13].

Figura 3.4: Ondas sinusoidales recogidas [13]

Al graficar la representación polar de ambas distancias, se observa que se ge-
nera un cı́rculo con dichas señales, tal y como se ve representado en la Figura
3.5.
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Figura 3.5: Representación polar de los sensores de desplazamiento [13]

Estas figuras serán los datos con los que se trabajará en el proyecto. En la
Figura 3.5 se puede observar que se forma un cı́rculo casi perfecto. Idealmente,
ese será el output que devolverán los sensores de desplazamiento. Sin embargo,
existen problemas en el eje que pueden desfigurar la señal.

El primero de los fallos es el desbalanceo del motor, en el cual la distribución
de la masa en el centro de rotación del motor se desequilibra. Por otro lado, es
posible que el eje esté desalineado. Esto provoca una vibración más alta de lo nor-
mal, haciendo que se acelere el deterioro de la máquina [12]. Dichos errores se
observan en la Figura 3.6, en la que se ve cual es el caso correcto y los casos de
desbalanceo, desequilibrio y desequilibrio extremo.
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Figura 3.6: Tipos de outputs [12]

3.2 Generación de los datos

Debido a la imposibilidad de obtener datos reales, se ha obtenido la fórmula
matemática con la que simular una generación de datos cercana a la realidad.

Los datos que se generan son dos ondas sinoidales con un desfase de 90º, a
partir de las cuáles se obtiene la representación polar. En la Tabla 3.1 se muestran
las variables empleadas en la generación de datos.

Cuadro 3.1: Variables usadas en la generación de datos

Variable Descripción
a1, b1 Valores de amplitud
x1, x2 Valores de fase de onda
w Velocidad angular
t Puntos de muestreo

Las fórmulas empleadas para los datos correctos muestran dos ondas sinusoi-
dales con las mismas variables con un desfase de 90º.

axis1 = a1 ∗ np.sin(w ∗ t)
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axis2 = a1 ∗ np.cos(w ∗ t)

Los datos de desbalanceo sin embargo, muestran que cada onda dispone de
una amplitud distinta.

axis1 = a1 ∗ np.sin(w ∗ t+ x1)

axis2 = b1 ∗ np.cos(w ∗ t+ x1)

Finalmente, los datos de desalineación muestran como una de las ondas varı́a
más que la otra, dando lugar a un tipo de error más grave.

axis1 = a1 ∗ np.sin(w ∗ t+ x1) + a2 ∗ np.sin(2 ∗ w ∗ t+ x2)

axis2 = b1 ∗ np.cos(w ∗ t+ x1)

3.3 Esquema de experimentación

Figura 3.7: Esquema de experimentación

En el proyecto se pueden diferenciar diferentes ramas de actuación, por un
lado (1) una extracción de caracterı́sticas automáticas, por otro lado (2) una ex-
tracción de caracterı́sticas expertas, y finalmente (3) el empleo de un algoritmo
profundo sin extracción de caracterı́sticas y trabajando con las propias imágenes.

Primeramente se propuso realizar una extracción de caracterı́sticas, por lo que
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se realizó una extracción automática mediante la librerı́a Tsfresh [41] con la que
se extrajeron las caracterı́sticas listadas en la sección 3.4: “Extracción de carac-
terı́sticas automáticas”. Con estas variables automáticas se aprendieron modelos
Shallow (One Class Support Vector Machines (OCSVM), Local Outlier Factor
(LOF) e Isolation Forest(IF)) tanto con todas las variables como aplicando un
PCA. Finalmente se aprendió un modelo Deep, siendo este un autoencoder, con
todas las variables, ya que a pesar de que se ha realizado un extracción de carac-
terı́sticas, esta es muy amplia, por lo que se espera que el autoencoder sea capaz
de extraer caracterı́sticas a partir de las variables.

Debido a las razones explicadas en la sección 4.3: “Explicabilidad de los datos
automáticos”, se llevó a cabo una extracción de variables expertas o de alto nivel,
con las que se aprendieron modelos Shallow (One Class Support Vector Machines
(OCSVM) y Local Outlier Factor (LOF)).

Por último, se implementó un modelo Deep empleando un autoencoder con los
datos raw o de bajo nivel, es decir, utilizando como datos de entradas las propias
imágenes.

3.4 Extracción de caracterı́sticas automáticas

En esta sección se mostrarán en la Tabla 3.3 las caracterı́sticas extraı́das para
el aprendizaje del primer modelo. Se añadirá una breve descripción acompañada
de la fórmula matemática a partir de la cual se extrae la caracterı́stica concreta.
Además, en la Tabla 3.2 se mostrarán las variables que usaremos para describir
las ondas.
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Cuadro 3.2: Variables usadas

Variable Descripción
X Onda sinusoidal
Xi Valor del eje vertical de la onda en

el punto i
X1, X2 Primera y segunda onda

respectivamente
X1i, X2i Valor del eje vertical de las ondas

X1 y X2 en el punto i
n Tamaño

{i}th El i-ésimo elemento

Cuadro 3.3: Caracterı́sticas extraı́das

Caracterı́stica Descripción Fórmula
Valor máximo El valor máximo que cada

onda alcanza en el eje
vertical

max(X)

Valor mı́nimo El valor mı́nimo que cada
onda alcanza en el eje

vertical

min(X)

Media El valor medio del eje
vertical para cada onda

µ = 1
n

∑n
i=1 Xi

Diferencia entre
máximos en el

eje vertical

La diferencia entre el
máximo de la primera onda y

la segunda

diffY =
max(X1)−max(X2)

Diferencia entre
máximos en el
eje horizontal

La diferencia entre la pri-
mera localización del

máximo entre las dos ondas.
Esto puede resultar real-

mente útil ya que para que
las ondas generen datos
correctos deben tener un

desfase de 90º

diffX = posX(max(X1))−
posX(max(X2))
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Curtosis La curtosis nos aporta
información acerca de la

forma de distribución. Por un
lado tenemos las

distribuciones Leptocúrticas,
que son las distribuciones

con un alto valor de curtosis.
Una curtosis alta implica

mayor valor en la moda que
en las colas de la

distribución. Por otro lado
tenemos las distribuciones

Platicúrticas con un valor de
curtosis negativo. Una

curtosis negativa implica que
la moda será menos picada y

habrá unos valores más
uniformemente distribuidos
en las colas y en las modas.

Finalmente, las
distribuciones Mesocúrticas

son las que tienen un valor de
curtosis cercano a 0, es decir,

más equilibradas, como
podrı́a ser la distribución
normal. Estos casos se

muestran en la Figura 3.8,
donde podemos observar

cada tipo de curtosis con su
valor asociado.

β2 =
µ4

σ4

Donde:
µk = E[(X − E[X])k]

36



Skewness La función de asimetrı́a
estadı́stica o skewness nos

indica cómo de simétrica es
la onda. Un valor cercano a 0
nos indica que es simétrica,
mientras que si el valor es
cercano a 1, la señal tendrá

valores superiores en el lado
izquierdo. En caso de tener
un valor cercano a -1, los

valores altos estarán
localizados en la derecha

µ̃3 =
µ3

σ3

Donde:
µk = E[(X − E[X])k]

Desviación
estándar

Nos indica cuánto se desvı́a
cada onda de la media.

σ =
√∑n

i=1(Xi−µ)2

n

Complejidad Para cada onda se devuelve
un valor de complejidad. Un

alto nivel de complejidad
indica que la onda tendrá más
picos y valles, mientras que

un bajo nivel de complejidad
implica una onda más llana.

Esta caracterı́stica puede
resultar útil en casos de

desalineado grave, ya que
pueden surgir más picos que
en una onda sinoidal común.

complexity =√∑n−1
i=1 (Xi −Xi−1)2

Mediana El valor de la mediana de
cada onda.

mediana = {(n+ 1)2}th

Root Mean
Square

Nos devuelve el valor de
RMS para cada onda. La

media cuadrática es un tipo
de media estadı́stica en el

que se toma la media de los
valores elevados al cuadrado

y se le aplica una raı́z
cuadrada.

RMS =

√∑n
i=1 X

2
i

n
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Root Mean
Square Error

A pesar de que se suele
utilizar para comprobar
diferencias entre valores
predichos y observados,

nosotros lo usaremos para
ver la diferencia entre las dos
ondas. Cuanto más cercano

sea el valor a 0, más
similares serán las ondas.

RMSE =
√∑n

i=1(Xi−Yi)2

n

Número de
veces que cruza
el eje de abscisa

Nos indica el número de
veces que la onda cruza el eje

de abscisas.

f(X) = 0

Número de picos Nos indica el número de
picos de cada onda,

basándonos en un parámetro
de 5 vecinos a tomar en

cuenta.

Xi

cuando:
Xi > Xi−2, Xi−1, Xi+1, Xi+2

Energı́a Nos indica el valor absoluto
de la energı́a de cada onda.

La energı́a está directamente
relacionada con la amplitud y

la frecuencia de la onda. A
mayor amplitud y frecuencia,

mayor energı́a.

E =
∑n

i=1X
2
i

Diferencia entre
energı́as

La diferencia ente las
energı́as de las ondas.

diffE =∑n
i=1X12i −

∑n
i=1X22i

Autocorrelación La autocorrelación, es la
correlación entre la onda y la

misma onda a la que se le
aplica un delay temporal.
Función empleada para la

detección de patrones cuando
hay ruido, por lo que puede

ser útil si introducimos ruido
en las funciones.

Autocorrelacion =
1

(n−l)σ2

∑n−l
t=1(Xt −

µ)(Xt+l − µ)
Donde

l representa el lag que tiene
una onda respecto a la otra

Correlación
entre dos ondas

La correlación entre dos
ondas nos sirve para

comprobar el grado de
similitud entre dos ondas.

z[k] = (X ∗Y )(k−N +1) =∑||X||−1
i=0 XiYi−k+N−1
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Sample entropy Indica el valor de entropı́a
para cada onda.

Entropia = −logA
B

Donde:
A = d[Xm+1(i), Xm+1(j)] <

r

B = d[Xm(i), Xm(j)] < r

d[Xm(i), Xm(j)] es la
distancia de Chebyshev

m representa la longitud de
un nuevo vector

r representa la tolerancia

Figura 3.8: Diferentes tipos de curtosis

3.5 Modelos

Esta sección recogerá los modelos aprendidos para la clasificación de los datos
con sus respectivos parámetros.
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3.5.1 One Class Classification

Para la clasificación de los datos del proyecto, se escogieron los algoritmos
One Class Support Vector Machine, Isolation Forest, Local Outlier Factor y Au-
toencoders.

One Class Support Vector Machine (OCSVM)

Los hiperparámetros recogidos en la Tabla 3.4 serán los seleccionados para
implementar modelos de One Class Support Vector Machine.

Cuadro 3.4: Parámetros del SVM

Parámetro Descripción Valor
Kernel El tipo de

kernel que
se empleará
para pasar
al espacio
de dimen-
sionalidad

mayor

Polinomial

Gamma El
coeficiente
del kernel

0.007

Nu El lı́mite
para el

error en el
entrena-
miento

0.007

Isolation Forest (IF)

Los hiperparámetros recogidos en la Tabla 3.5 serán los seleccionados para
implementar un modelo de Isolation Forest.
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Cuadro 3.5: Parámetros del IF

Parámetro Descripción Valor
Número de
estimadores

El número
de árboles

que se
generarán

en el forest

250

Número de
muestras
máximas

El número
de muestras
con las que

entrenar
cada

estimación

Automático

Contaminación El
porcentaje
de outliers
que hay en
el dataset

0.1

Número de
caracterı́sticas

máximas

El número
de carac-
terı́sticas

con las que
entrenar

cada uno de
los árboles

8

Local Outlier Factor (LOF)

Los hiperparámetros recogidos en la Tabla 3.6 serán los seleccionados para
implementar modelos de Local Outlier Factor.
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Cuadro 3.6: Parámetros del Local Outlier Factor

Parámetro Descripción Valor
Número de

vecinos
El número
de datos a
tener en

cuenta a la
hora de

calcular la
densidad
del dato

30

Algoritmo El
algoritmo a

emplear
para

computar
los vecinos

más
cercanos

kd tree

Leaf size Profundidad
del árbol

del kd tree

30

Metric El tipo de
distancia

con la que
medir la
distancia

entre
puntos

Euclı́dea
(Distancia

de
Minkowski
con p=2)

3.5.2 Deep Learning

Autoencoder con caracterı́sticas extraı́das manualmente

La red neuronal se compone de 1 capa de entrada, 1 capa de salida y 5 capas
ocultas. Debido a que el tamaño tanto de entrada como de salida es de 37, las 3
primeras capas ocultas comprimirán la información teniendo 16, 8 y 4 neuronas
respectivamente. Para la descompresión, las 2 capas ocultas se compondrán de 8
y de 16 neuronas, respectivamente, tal y como se puede observar en la Figura 3.9.
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Figura 3.9: Arquitectura del autoencoder

La función de activación de la capa de salida es sigmoidal mientras que las
del resto son Relu. El ratio de aprendizaje es constante con un valor de 0.001.
Finalmente, el optimizador empleado es Adam y la función de pérdida es el Error
Cuadrático Medio.

El entrenamiento se compondrá de 250 iteraciones con un tamaño de batch de
8.

Autoencoder convolucional

Durante la experimentación con el autoencoder convolucional, se observó que
a medida que se aumentaba la profundidad del modelo, disminuı́a drásticamente
la eficacia de la reconstrucción. Por ello, se decidió no usar un autoencoder muy
profundo, en concreto, se creó un modelo con la estructura resumida en la Tabla
3.7 y representada en la Figura 3.10.
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Cuadro 3.7: Estructura autoencoder convolucional

Capa Forma
Entrada 224x224x1

Convolucional 224x224x16
Max pooling 112x112x16

Convolucional 112x112x8
Upsampling 224x224x8

Convolucional 224x224x16
Salida 224x224x1

Figura 3.10: Arquitectura del autoencoder convolucional

Inicialmente se le aplica una capa convolucional en la que se le añaden 16
filtros. Una vez la convolución ha sido realizada, se disminuye el tamaño mediante
un max pooling, y a esa reducción se le aplican 8 filtros. Después, se aumenta el
tamaño mediante un upsampling y se le vuelven a aplicar 16 filtros. Finalmente,
esos filtros se agrupan y se deja aislada la capa de salida.

Las imágenes con las que se ha trabajado tienen unas proporciones de 3000
pı́xeles por 3000 pı́xeles, una cantidad demasiado grande como para trabajar con
ella. Es por ello que el primer paso que se llevó a cabo fue una redimensiona-
lización de las mismas. Las imágenes se redujeron a un tamaño de 224 pı́xeles
por 224 pı́xeles, disminuyendo en gran medida el tamaño a aproximadamente un
7.46 % del tamaño original y manteniendo la información de la imagen.
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Figura 3.11: Imagen original y reducida

Cabe destacar además que los datos originales consistı́an en cı́rculos negros
sobre fondo blanco. Sin embargo, se han invertido dichos colores para que mues-
tren cı́rculos blancos sobre fondo negro. Esto es debido a que durante la expe-
rimentación se obtuvieron mejores resultados aplicando los mismos modelos te-
niendo un fondo negro.

Figura 3.12: Fondo blanco y negro
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Como optimizador se ha empleado Adam con un ratio de aprendizaje de 0.01.
Como función de pérdida se ha utilizado el Error Cuadrático Medio, para compa-
rar la similitud entre la imagen y su reconstrucción, calculando la diferencia entre
cada pı́xel y sumando dichas diferencias al cuadrado.
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Capı́tulo 4

EXPERIMENTOS Y RESULTADOS

4.1 Preparación de los datos

4.1.1 División en sets de entrenamiento, testeo y
validación

Para el entrenamiento de los modelos, se han realizado 3 particiones de los
datos. La primera partición corresponde al conjunto de datos de entrenamiento y
representa el 80 % de los datos. Al estar trabajando con clasificación One Class,
los 1000 elementos de este conjunto están etiquetados como correctos. La segun-
da y tercera partición corresponden al conjunto de validación y de test, y cada
uno representa el 10 % de los datos. En estos conjuntos de datos de 125 elemen-
tos cada uno, se encuentran muestras de tipos de fallo y correctas, 42 muestras
de desalineación (el primer tipo de fallo), 42 de desbalanaceo (el segundo tipo de
fallo) y 42 correctos.

Cuadro 4.1: Partición del conjunto de datos

Conjunto Número de
datos

Porcentaje
del

conjunto
global

Tipo de datos

Total 1252 100 % Muestras correctas,
desbalanceadas y

desalineadas
Entrenamiento 1000 80 % Muestras correctas
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Validación 126 10 % Muestras correctas,
desbalanceadas y

desalineadas
Testeo 126 10 % Muestras correctas,

desbalanceadas y
desalineadas

4.1.2 Datos

Empleando el método explicado en la sección 3.2: “Generación de los datos”,
se han creado los datos con las proporciones explicadas previamente. Para la si-
mulación se seleccionaron 10 revoluciones por minuto y 1 hercio de frecuencia
como parámetros para la generación de las ondas.

De este modo se obtuvieron los datasets necesarios para el entrenamiento, tes-
teo y validación. En la Figura 4.1 se observa una muestra de 9 datos correctos.
Como se puede observar, son todos cı́rculos perfectos. Si bien algunos son de ta-
maño mayor o menor, todos tienen cada punto de su circunferencia a la misma
distancia del centro.
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Figura 4.1: Muestra de datos correctos

En la Figura 4.2 se observa una muestra de 9 datos desalineados. Se observa
en este caso que los datos tienden a la elipsoicidad, y en los casos más extremos
apenas se distingue una elipse de una recta. Cabe destacar que tienden a tener un
tamaño menor.
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Figura 4.2: Muestra de datos desalineados

Finalmente, en la Figura 4.3 se observa una muestra de 9 datos desbalancea-
dos. Al igual que en los casos de desalineación, tienden a la elipsoicidad pero
tienen un tamaño mayor por lo general.

50



Figura 4.3: Muestra de datos desbalanceados

4.1.3 Aplicación del t-SNE: Visualización en 2D

En nuestro caso, se trabajará con un dataset de 37 variables, por lo que resul-
tarı́a demasiado complejo representar dicho dataset en un espacio de dimensiona-
lidad 2. Por ello, se va a aplicar la técnica t-SNE para poder visualizar los datos.
Se empleará una perplejidad de 75 durante 10000 iteraciones.
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Figura 4.4: t-SNE aplicado a nuestros datos

Como se puede observar en la Figura 4.4, se muestran dos grupos claramen-
te diferenciados. Por un lado, en el de abajo a la derecha se encuentran todos
los datos correctos (mostrados en verde y etiquetados con la letra “G” indican-
do “Good”). Sin embargo, se observan también algunos datos de desalineación
(mostrados en rojo y etiquetados con la letra “M” indicando “Misalignment”),
muy cercanos a los datos correctos. Finalmente también se pueden distinguir da-
tos de desbalanceo (mostrados en azul y etiquetados con la letra “U” indicando
“Unbalance”), algo más separados de los correctos.

Por otro lado, podemos percibir que en el grupo de arriba a la izquierda hay un
cluster con datos de fallo, aunque se podrı́a defender que hay dos grupos en vez
de uno.

Los datos que aparecen junto a los correctos se corresponden con datos de
desalineación o desbalanceo que aún no presentan daños muy grandes por lo que
su forma es aún bastante circular, pese a estar algo “achatados”.
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4.1.4 Aprendizaje de modelos tras PCA

Para realizar el análisis PCA, primero se analizará la correlación entre los
pares de variables.

Figura 4.5: Matriz de correlación entre pares de variables

Como se puede observar en la Figura 4.5, hay una gran cantidad de variables
que están correlacionadas de manera notable entre sı́. Esto tiene mucho sentido,
debido a que, observando por ejemplo el máximo valor en el eje vertical y la
energı́a de la primera onda, se muestra que tienen una correlación total, porque,
por definición, la energı́a depende de la amplitud. Como este caso hay varios, pero
en vez de eliminar dichas variables, se realizará un análisis por PCA para observar
qué resultados se obtienen y en qué medida se puede reducir la dimensionalidad
[42].

Mediante una técnica llamada “biplot”, se puede representar en un gráfico de
dos dimensiones una proyección de los datos, en nuestro caso las dos primeras
Componentes Principales. Mediante este gráfico se puede observar que datos son
parecidos entre sı́ además de la influencia que ejerce cada variable [43].

Para que esta representación se pueda considerar fiel a la realidad, las dos
componentes empleadas para representar los datos deberı́an recoger al menos el
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90 % de la varianza total. Sin embargo, nuestras dos Componentes Principales so-
lo recogen un 56 %, tal y como podemos comprobar en la Figura 4.7. El gráfico
biplot mostrado en la Figura 4.6, aún no siendo capaz de recoger gran parte de la
variante explicada, sirve para visualizar los datos de manera superficial.

Figura 4.6: Biplot

En dicho gráfico, se puede observar la influencia que ejerce cada variable.
Cuando dos variables son ortogonales, significa que su correlación es 0, mientras
que si apuntan a una dirección similar u opuesta, implica una positiva o negativa
correlación, respectivamente.
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Figura 4.7: Varianza acumulada

Tal y como acabamos de explicar, para que la proyección sea representativa
mediante PCA de los datos originales, se debe alcanzar alrededor de un 90 % de
varianza explicada, por lo que elegiremos quedarnos con las 8 primeras Compo-
nentes Principales.

4.2 Experimentación con los datos
automáticos

4.2.1 One Class Classification

Respecto a la clasificación de los datos, se han creado dos tipos de modelos
por cada algoritmo: uno con las variables originales, y otro con las componentes
principales. Cabe destacar que el set de validación se ha empleado para el ajuste
de los parámetros del modelo, mientras que el set de testeo únicamente ha sido
usado para probar el modelo y obtener las métricas de rendimiento finales. De
este modo, el umbral se ha elegido únicamente teniendo en cuenta los datos de
validación, más concretamente, eligiendo el valor del outlier menos anómalo. Los
resultados de precisión y matrices de confusión son el resultado de aplicar dicho
umbral en el set de testeo.
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Respecto a las matrices de confusión, se considerarán positivos los datos con
comportamiento normal, a los que se les asignará un “1”. Los datos negativos
serán los datos que muestran desalineación o desbalanaceo, y se les asignará un
“0”.

One Class SVM

Aprendiendo el modelo con los parámetros mostrados en la Tabla 3.4, se en-
trenó el modelo con los datos de entrenamiento. Los datos de validación se uti-
lizaron para ajustar dichos parámetros. Finalmente, observamos los resultados en
la matriz de confusión mostrada en la Figura 4.8. Se puede observar que los 42
datos de comportamiento normal los ha clasificado correctamente, mientras que 4
de los outliers los ha clasificado como correctos.

Figura 4.8: Matriz de confusión de los datos de Testeo (SVM)

En la Figura 4.9 se observa el valor de anomalı́a de cada dato, basado en la
distancia al plano que separa los datos en el espacio de dimensionalidad superior
respecto a los datos de entrenamiento. Los datos de color verde muestran los datos
correctos, mientras que los rojos muestran las anomalı́as. La lı́nea horizontal roja
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muestra el umbral a partir del cual se considera un dato outlier o no. Además, el
eje x muestra un identificador para cada dato, es decir, para poder localizar cada
dato.

Figura 4.9: Valor de anomalı́a de los datos de Testeo (One Class SVM)

One Class SVM PCA

En este apartado se muestran los resultados obtenidos a partir de las variables
a las que se les ha aplicado un PCA. El modelo aprendido ha sido el One Class
SVM.
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Figura 4.10: Matriz de confusión de los datos de Testeo (PCA SVM)

En la Figura 4.11 se observa el valor de anomalı́a de cada dato, basado en la
distancia al plano que separa los datos en el espacio de dimensionalidad superior
respecto a los datos de entrenamiento. Los datos de color verde muestran los datos
correctos, mientras que los rojos muestran las anomalı́as. La lı́nea horizontal roja
muestra el umbral a partir del cual se considera un dato outlier o no.
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Figura 4.11: Valor de anomalı́a de los datos de Testeo (PCA SVM)

Isolation Forest

Aprendiendo el modelo con los parámetros mostrados en la Tabla 3.4, se en-
trenó el modelo con los datos de entrenamiento. Los datos de validación se utiliza-
ron para ajustar dichos parámetros. Finalmente, vemos los resultados en la matriz
de confusión mostrada en la Figura 4.12. Se puede observar que de los 42 datos
correctos, 3 los ha clasificado como outliers, mientras que 2 de los outliers los ha
clasificado como correctos.

59



Figura 4.12: Matriz de confusión de los datos de Testeo (Isolation Forest)

En la Figura 4.13 se observa el valor de anomalı́a de cada dato, basado en el
número de cortes necesarios para aislar dicho dato respecto a los datos de entre-
namiento. Los datos de color verde muestran los datos correctos, mientras que los
rojos muestran las anomalı́as.
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Figura 4.13: Valor de anomalı́a de los datos de Testeo (Isolation Forest)

Isolation Forest PCA

En este apartado se muestran los resultados obtenidos a partir de las variables
a las que se les ha aplicado un PCA. El modelo aprendido ha sido el Isolation
Forest.
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Figura 4.14: Matriz de confusión de los datos de Testeo (Isolation Forest PCA)

En la Figura 4.15 se observa el valor de anomalı́a de cada dato, basado en el
número de cortes necesarios para aislar dicho dato respecto a los datos de entre-
namiento. Los datos de color verde muestran los datos correctos, mientras que los
rojos muestran las anomalı́as.
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Figura 4.15: Valor de anomalı́a de los datos de Testeo (Isolation Forest PCA)

Local Outlier Factor

Aprendiendo el modelo con los parámetros mostrados en la Tabla 3.6, se en-
trenó el modelo con los datos de entrenamiento. Los datos de validación se utiliza-
ron para ajustar dichos parámetros. Finalmente, vemos los resultados en la matriz
de confusión mostrada en la Figura 4.16. Se puede observar como todos los datos
son clasificados correctamente, tanto los 84 outliers como los 42 inliers.
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Figura 4.16: Matriz de confusión de los datos de Testeo (LOF)

En la Figura 4.17 se observa el valor de anomalı́a de cada dato, basado en la
densidad de cada dato según su vecindario. Los datos de color verde muestran los
correctos, mientras que los rojos muestran las anomalı́as.
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Figura 4.17: Valor de anomalı́a de los datos de Testeo (LOF)

PCA Local Outlier Factor

En este apartado se muestran los resultados obtenidos a partir de las variables
a las que se les ha aplicado un PCA. El modelo aprendido ha sido el Local Outlier
Factor.
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Figura 4.18: Matriz de confusión de los datos de Testeo (LOF PCA)

En la Figura 4.19 se observa el valor de anomalı́a de cada dato, basado en la
densidad de cada dato según su vecindario respecto a los datos de entrenamiento.
Los datos de color verde muestran los datos correctos, mientras que los rojos
muestran las anomalı́as.
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Figura 4.19: Valor de anomalı́a de los datos de Testeo (LOF PCA)

4.2.2 Deep Learning

Se aprendieron dos modelos distintos empleando Autoencoders. Por un lado
se encuentran los Autoencoders de capas densas que recibe como input los datos
detallados en la sección 3.4: “Extracción de caracterı́sticas automáticas”. Por otro
lado, se encuentra un modelo de Autoencoder que recibe como input las imágenes
de los datos directamente.

Autoencoder con caracterı́sticas automáticas

Una vez entrenado el modelo, obtuvimos una gráfica en la que se mostraba
la función de pérdida tanto en el set de entrenamiento como en el de validación.
Dicha gráfica se puede observar en la Figura 4.20. El hecho de que la función de
pérdida en el set de validación no llegue a bajar tanto como en el de entrenamiento,
puede indicar un grado de over-fitting en entrenamiento.
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Figura 4.20: Función de pérdida del autoencoder

A la hora de la reconstrucción de los datos, en la Figura 4.21 se puede observar
que algunos datos incorrectos son reconstruidos mejor que algunos correctos. Se
estableció el umbral de outlierness en 2, como se puede observar en la Figura 4.21.

Figura 4.21: Error de reconstrucción de los datos

Finalmente, en la Figura 4.22,se puede observar que el modelo obtiene unos
resultados claramente peores que los anteriores modelos.
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Figura 4.22: Matriz de confusión del Autoencoder

4.3 Explicabilidad de los datos automáticos

Una vez obtenidos los resultados de todos los modelos, se realizó un análisis
de los datos, para comprobar su intuitividad y explicabilidad. La idea prevista de
los resultados, era que los datos de desalineo o desbalanceo con un valor de ano-
malı́a bajo, es decir, los que según el modelo son cercanos a los datos correctos,
serı́an datos practicamente circulares, mientras que los datos más lejanos, serı́an
casos de desalineado extremo.
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Figura 4.23: Umbral de anomalı́a de los datos automáticos de testeo (SVM)

Sin embargo, como se puede observar en la Figura 4.23, esto no resultó ası́,
ya que los modelos se estaban fijando en alguna de las caracterı́sticas propias de
las ondas individuales en vez de en la relación. Los datos más circulares y los más
deformes estaban indistintamente situados en la gráfica, y por ello, se contactó
con expertos en el área que indicaron cuales serı́an las variables expertas.

4.4 Aprendizaje empleando las variables
expertas

Los expertos en el área recomendaron 3 variables que contenı́an información
del cı́rculo que se forma al juntar ambas ondas, en lugar de las ondas por separado.
Dichas variables son las resumidas en la Tabla 4.2.
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Cuadro 4.2: Datos expertos

Caracterı́stica Descripción Fórmula
Shape factor Llamamos Shape Factor a la

relación entre el valor
mı́nimo y el valor máximo de

“c”, siendo “c”, la suma de
los valores al cuadrado de

ambas ondas

SF = min(c)/max(c)
donde:

c = x12 + x22

Excentricidad La excentricidad es la razón
entre la semidistancia focal

con el semieje mayor

√
| (max(x1)2−max(x2)2)

max(x2)2
|

Proporcionalidad La proporcionalidad nos
indica la elipsoidicidad del

dato: cuanto más cercano a 1
sea, más circular será

Prop = max(x2)/max(x1)

Tras cambiar las variables, se propuso repetir el trabajo realizado previamente
expuesto, esta vez con las variables expertas. Por cuestiones relativas al reduci-
do número de variables expertas, no se pudieron llevar a cabo todos los modelos
empleados con las variables automáticas. Los autoencoders dejaron de tener sen-
tido, ya que la información ya estaba lo suficientemente comprimida. El Isolation
Forest no fue capaz de generar buenos resultados, por lo que se descartó su uso.
Asimismo, la técnica PCA también carecı́a de utilidad ya que solo se disponı́a de
3 variables, y una disminución de la dimensionalidad no aportarı́a nada.

En la Figura 4.24, se puede observar que existe una diferencia notable entre
los datos correctos e incorrectos, aunque no entre los datos desalineados y los
desbalanceados. Aunque pueda parecer que se trata de una separación clara, esto
puede deberse al hecho de que sean datos sintéticos, por lo que a pesar de que
pueda parecer fácil establecer un umbral, los expertos decidieron no fijarlo, ya
que los datos podrı́an variar al pasar a la realidad.
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Figura 4.24: Datos caracterizados según sus variables expertas

En la sección 4.5: “Experimentación con los datos expertos”, se analizarán los
resultados obtenidos con las variables automáticas.

4.5 Experimentación con los datos expertos

4.5.1 One Class SVM

El modelo de Suport Vector Machine se entrenó con el dataset de entrena-
miento y se ajustó con el dataset de validación. En este caso, observando los datos
de validación, se estableció un umbral a partir del cuál se considerará un valor
anómalo o no. Mostrando los valores de testeo en la Figura 4.25, se observa que
encajan perfectamente.
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Figura 4.25: Umbral de anomalı́a de los datos expertos de testeo (SVM)

Mostrando la Matriz de Confusión de estos resultados en la Figura 4.26, se
puede observar que los resultados son muy buenos, únicamente hay un dato que
se clasifica incorrectamente.
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Figura 4.26: Matriz de confusión de los datos expertos de Testeo (SVM)

4.5.2 Local Outlier Factor (LOF)

De nuevo con el modelo LOF, se estableció un umbral a partir del cuál se
considerarı́a un valor anómalo o no. Mostrando los valores de testeo en la Figura
4.27, se observa que encajan perfectamente.
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Figura 4.27: Umbral de anomalı́a de los datos expertos de Testeo (LOF)

Mostrando la Matriz de Confusión de estos resultados en la Figura 4.28, se
puede observar que los resultados son óptimos.
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Figura 4.28: Matriz de confusión de los datos expertos de Testeo (LOF)

4.6 Explicabilidad de los datos expertos

En este caso los resultados obtenidos sı́ que resultaron ser intuitivos. Como se
puede observar en la Figura 4.29, los datos cercanos a los valores correctos, son
valores que a simple vista se dirı́a que son prácticamente correctos, mientras que
los más lejanos son claramente casos extremos.
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Figura 4.29: Valores de anomalı́a de los datos (SVM)

Éste es un hecho realmente importante, ya que teniendo en cuenta los resulta-
dos de las variables automáticas, se podı́a indicar si el estado del eje era correcto
o incorrecto, mientras que empleando los resultados obtenidos mediante las va-
riables expertas, además de si el estado del eje es correcto o incorrecto, se puede
indicar en qué medida está fallando, añadiendo ası́ una capa extra de información
y explicabilidad.

Por ello, para la validación de los modelos realizada en la sección 4.8: “Meto-
dologı́a para la obtención de resultados”, se utilizarán exclusivamente las variables
expertas.

4.7 Autoencoder convolucional

Para el aprendizaje del Autoencoder Convolucional, se seleccionó un dataset
de 800 datos de entrenamiento, 100 de validación y 100 de testeo, y se entrenó el
Autoencoder explicado en la sección 3.5.2: “Autoencoder convolucional”. Como
se puede observar en la Figura 4.30, tanto el valor de pérdida del set de entrena-
miento como del de validación decrecen de manera similar.
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Figura 4.30: Función de pérdida del Autoencoder Convolucional

Cada capa oculta extrae ciertas caracterı́sticas, resultado de aplicar un kernel
a la imagen. En este caso tendremos una primera capa oculta de 16 filtros y un
tamaño de 224x224. Un ejemplo de la extracción de caracterı́sticas de uno de los
datos correctos se puede observar en la Figura 4.31.
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Figura 4.31: Primera capa convolucional

La segunda capa oculta se compone de 8 filtros y un tamaño de 112x112. Un
ejemplo se puede observar en la Figura 4.32.

Figura 4.32: Segunda capa convolucional

Finalmente, la tercera capa oculta se compone de 16 filtros y un tamaño de
224x224. Un ejemplo se puede observar en la Figura 4.33.
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Figura 4.33: Tercera capa convolucional

Una vez se ha entrenado el modelo y las capas convolucionales son capaces de
extraer caracterı́sticas, el modelo es capaz de reconstruir las imágenes, tal y como
se puede ver en la Figura 4.34 para uno de los datos correctos y en la Figura 4.35
para uno de los datos incorrectos
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Figura 4.34: Reconstrucción de un dato correcto

Figura 4.35: Reconstrucción de un dato incorrecto

Para comprobar el nivel de fidelidad del dato original respecto a la predicción
se empleó el método de MSE. En la Figura 4.36 se puede observar el valor de
reconstrucción de cada dato. Se puede observar que no hay una clara manera de
separar ambos grupos, ya que la calidad de las reconstrucciones de todos los tipos
de datos son similares.
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Figura 4.36: Reconstrucción de los datasets

En el set de validación, los datos peor reconstruidos son los mostrados en la
Figura 4.37, mientras que los mejores son los mostrados en la Figura 4.38.

Figura 4.37: Datos peor reconstruidos
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Figura 4.38: Datos mejor reconstruidos

El principal problema observado es que no ha sido posible la reconstrucción
correcta de los cı́rculos e incompleta de los semicı́rculos, esto es debido a que
variando tanto el número de capas a emplear como el número de filtros, o bien
ambos datos se reconstruı́an correctamente o bien ambos se reconstruı́an errónea-
mente. Es importante destacar que los tiempos de ejecución de este modelo han
sido más elevados respecto a los modelos anteriores, lo cuál puede ser un factor
importante a tener en cuenta.

4.8 Metodologı́a para la obtención de
resultados

Para obtener unos valores más fiables, se ejecutaron 50 veces los algoritmos
con diferentes muestras y proporciones. Para ello, se crearon dos bolsas con datos.
La primera de un tamaño de 10000 datos, todos ellos correctos. La segunda, de
1000, la mitad siendo datos desbalanceados y la mitad restante datos desalinea-
dos. Estos tamaños tan grandes han servido para aumentar la variabilidad en los
muestras empleadas durante las iteraciones.

En cada iteración, se escogen aleatoriamente 800 de los 10000 datos correc-
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tos para crear el set de entrenamiento en formato One-Class. Posteriormente se
escogen dos números aleatorios entre 5 y 95, con los que se eligen el número de
datos incorrectos que habrá por un lado en el set de validación, y por otro lado en
el set de entrenamiento. Finalmente, ya que cada uno de estos sets debe tener un
tamaño de 100 (para mantener la proporción 80 %, 10 %, 10 %), la diferencia se
llena con datos aleatorios de la bolsa de los correctos. De este modo, existe una
gran variabilidad entre iteraciones.

Una vez se generan los datasets en cada iteración, se ejecutan los algoritmos
y se calcula la precisión, el ratio de falsos positivos, el ratio de falsos negativos y
el umbral de outlierness que se establece en cada iteración. El umbral se establece
automáticamente en el set de validación, estableciéndolo en el dato anómalo con
un valor de anomalı́a más bajo. El dataset de testeo se emplea únicamente para
calcular la precisión, el ratio de falsos positivos y el ratio de falsos negativos, pero
nunca para establecer el umbral. En la Figura 4.39 se observa cómo el valor menos
anómalo se establece como umbral, mientras que en la Figura 4.40 se observa el
resultado de aplicar dicho umbral en el set de test. Para el caso de los Autoenco-
ders, al estar los datos entremezclados, se seleccionó el umbral como la moda de
los datos correctos en el set de validación.

Figura 4.39: Valores de anomalı́a en el set de validación
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Figura 4.40: Valores de anomalı́a en el set de testeo

4.9 Resultados

Una vez realizadas dichas iteraciones, se calculó la media de las métricas que
calculábamos. Se observa que debido al cambio en la selección del umbral para
este apartado, sumado a la variabilidad de emplear distintos datasets en 50 itera-
ciones distintas, varios de los resultados son peores.
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Cuadro 4.3: Resultados de los modelos

Modelo Precisión FP FN Umbral Desviación
estándar

del
umbral

Desviación
estándar

de la
precisión

OCSVM
(Variables

automáticas)

81 % 1.32 % 17.68 % 4.11e10 7.22e09 0.1906

LOF
(Variables

automáticas)

96.74 % 1.26 % 2 % -3.654 3.189 0.05557

IF (Variables
automáticas)

73.96 % 23.54 % 2.5 % -0.586 0.023 0.2035

PCA -
OCSVM

(Variables
automáticas)

63.16 % 1.9 % 34.94 % 1.11e09 2.51e09 0.2916

PCA - LOF
(Variables

automáticas)

96.92 % 1.28 % 1.8 % -3.973 3.181 0.0560

PCA - IF
(Variables

automáticas)

87.64 % 10.2 % 2.16 % -0.597 0.030 0.1521

OCSVM
(Variables
Expertas)

98.18 % 1.82 % 0 % 1.66e-06 3.07e-07 0.0398

LOF
(Variables
Expertas)

98.26 % 1.74 % 0 % -2.71e09 1.79e08 0.0392

Autoencoder
(Variables

automáticas)

66.46 % 14.18 % 19.36 % 5.775 0.572 0.0957

Autoencoder
convolucional

56.44 % 41.86 % 0.7 % -0.9996 0.01 0.2232
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4.10 Criterio

A la hora de comparar los datos, es importante aclarar qué métrica es más im-
portante. La precisión es una gran forma de saber a rasgos generales qué método
es más certero a la hora de clasificar los datos. Sin embargo, cometer falsos po-
sitivos (FP) es más grave en este caso que cometer falsos negativos (FN). Esto
es debido a que en el caso de un falso negativo, se ordenarı́a realizar un mante-
nimiento y se comprobarı́a que todo funcionaba correctamente. Mas, en el caso
de un falso positivo, la maquinaria continuarı́a funcionando sin saber que un fallo
puede estar causando daños.

Si bien esto puede ser cierto, también puede ser preferible ser peor en las
métricas, siempre y cuando se puedan explicar los resultados.

4.11 Conclusiones

Para concluir, tomando en cuenta la explicabilidad de los datos y no solo la
precisión, se ha escogido el Local Outlier Factor (LOF) con las variables expertas
como el modelo que mejor lleva a cabo la tarea de clasificación de fallos mediante
One Class Classification. Por una parte, es el modelo que mayor precisión alcanza,
teniendo además un valor bajo de desviación estándar en las precisiones. Por otra
parte, a pesar de que los fallos que produce son falsos positivos, esto carece de
la importancia que tendrı́a con las variables automáticas, ya que tal y como se
ha explicado en la sección 4.5: “Experimentación con los datos expertos”, los
datos que son incorrectos clasificados erróneamente son datos muy parecidos a
los correctos. En ese caso, indicar que el dato es correcto cuando la etiqueta indica
lo contrario no es una situación conflictiva en la realidad, ya que se puede indicar
cómo de correcto o incorrecto es el dato.

Además de este modelo, serı́a muy seguro emplear el One Class Support Vec-
tor Machine (OCSVM) por las mismas razones, ya que su precisión es ligeramente
más baja, una diferencia apenas perceptible.

Respecto al resto de modelos, en estrictos términos de clasificación, podrı́a
emplearse con cierto grado de fiabilidad el LOF con variables Automáticas o el
PCA-LOF, sin embargo, para un caso real, la falta de explicabilidad de los resul-
tados hace que se pierda parte de la información. Esto causa que la al clasificar un
dato incorrecto como correcto no se conozca el grado de deformidad del cı́rculo.

Finalmente, no se recomienda el uso del resto de modelos, ya que se han obte-
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nido resultados altamente inferiores no siendo capaces de ofrecer ninguna ventaja
frente al resto.
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With Integral Max-Pooling of CNN Activations. In ICLR 2016 - Internatio-
nal Conference on Learning Representations, International Conference on
Learning Representations, pages 1–12, San Juan, Puerto Rico, May 2016.

[41] Maximilian Christ. TSfresh, a Python library for systematic feature extrac-
tion from time-series data, 2016. https://tsfresh.readthedocs.io/e
n/latest/index.html.

92

https://benjoe.medium.com/anomaly-detection-using-pytorch-autoencoder-and-mnist-31c5c2186329
https://benjoe.medium.com/anomaly-detection-using-pytorch-autoencoder-and-mnist-31c5c2186329
https://tsfresh.readthedocs.io/en/latest/index.html
https://tsfresh.readthedocs.io/en/latest/index.html


[42] Sanskar wagavkar, Medium. Correlation matrix. https://medium.com/a
nalytics-vidhya/correlation-matrix-5e764bcee34.

[43] Steven M Holland. Principal components analysis (pca). Department of
Geology, University of Georgia, Athens, GA, pages 30602–2501, 2008.

93

https://medium.com/analytics-vidhya/correlation-matrix-5e764bcee34
https://medium.com/analytics-vidhya/correlation-matrix-5e764bcee34

	INTRODUCCIÓN
	Motivación
	Tecnalia
	Facultad de Informática, UPV/EHU
	Objetivos

	ESTADO DEL ARTE
	Mantenimiento
	Mantenimiento correctivo
	Mantenimiento preventivo
	Mantenimiento predictivo

	Técnicas de preprocesamiento aplicadas al mantenimiento predictivo
	t-SNE
	Funcionamiento
	Perplejidad
	Reducción de la dimensionalidad

	PCA

	Sistemas de toma de decisiones aplicadas al mantenimiento predictivo
	One Class Classification
	Técnicas Shallow
	One Class Support Vector Machines (OCSVM)
	Isolation Forest (IF)
	Kernel Density Estimation (KDE)
	Local Outlier Factor (LOF)

	Deep Learning
	Autoencoder
	Autoencoder convolucional



	CASO DE ESTUDIO
	Descripción del problema
	Generación de los datos
	Esquema de experimentación
	Extracción de características automáticas
	Modelos
	One Class Classification
	One Class Support Vector Machine (OCSVM)
	Isolation Forest (IF)
	Local Outlier Factor (LOF)

	Deep Learning
	Autoencoder con características extraídas manualmente
	Autoencoder convolucional



	EXPERIMENTOS Y RESULTADOS
	Preparación de los datos
	División en sets de entrenamiento, testeo y validación
	Datos
	Aplicación del t-SNE: Visualización en 2D
	Aprendizaje de modelos tras PCA

	Experimentación con los datos automáticos
	One Class Classification
	One Class SVM
	One Class SVM PCA
	Isolation Forest
	Isolation Forest PCA
	Local Outlier Factor
	PCA Local Outlier Factor

	Deep Learning
	Autoencoder con características automáticas


	Explicabilidad de los datos automáticos
	Aprendizaje empleando las variables expertas
	Experimentación con los datos expertos
	One Class SVM
	Local Outlier Factor (LOF)

	Explicabilidad de los datos expertos
	Autoencoder convolucional
	Metodología para la obtención de resultados
	Resultados
	Criterio
	Conclusiones

	Bibliografía

