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Esker-ematea
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beraietako askorekin lankidetzak oraintsu arte iraun baitu: Emilio Chuvieco eta M.
Lucrecia Pettinari doktoreak, Rubén, Joshua, Gonzalo, etab.

Eta are urrunago joanez, Txileko Hémera ikerguneko kideak ere eskertu nahi nituzke,
Patricia Oliva doktorea bereziki, bertan eginiko egonaldietan emandako laguntzagatik eta
harrera onagatik, eta herrialde berri batean eroso sentitzea errazteagatik.

Nola ez, Gasteizko Ingeniaritza Eskolako Geomatika eta Topografia saileko kideei ere bai:
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Eta azkenik, last but not least, etxekoei. Betidanik ondoan izan eta babesa eman
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Laburpena

Doktorego-tesi hau suteek erretako azalerak satelite-irudien bidez detektatzean datza,
teledetekzio-teknikak erabiliz. Aurrez hainbat ikerketatan detektatu dituzte jada erretako
azalerak, baina bereizmen espazial baxuko (250 m-ko pixelak edo handiagoak) irudiak
erabili dira beti eta honek sute txikienak atzematea galarazten du; tesi honen berrikuntza
nagusia Landsat eta Sentinel-2 sateliteek eskuratutako bereizmen ertaineko (10-30 m
inguruko pixelak) irudiak erabiltzea da, hedadura txikiagoko erretako azalerak ere
behatzea ahalbidetuz.

Erretako azalerak atzeman ahal izateko hainbat algoritmo automatiko sortu dira
eskualde-, kontinente- eta mundu-mailan. Lehenengo biak espezifikoki Afrikako eta
Txileko landaretza errea detektatzeko diseinatuta daude; azken algoritmoak, ordea,
mundu osoko suteak atzeman ditzake, eskualde bakoitzeko ezaugarrietara egokituz.
Gainera, erretako azalerak detektatzeko eta baliozkotzeko hainbat erreminta ere garatu
dira, erabiltzaile baten gainbegiradapean betiere. Prozesu hauetako gehienak hodeian
oinarritutako datu-prozesamendurako plataforma batean ezarri dira, azkarrago
exekutatu ahal izateko.

Suteak bereizmen ertaineko irudiekin atzemateak duen garrantzia erakutsi dute emaitza
guztiek, landaretza errea zehaztasun handiagoarekin aztertzea eta honi esker
gizartearengan eta ingurugiroan dituzten efektuak hobekiago ezagutzea ahalbidetzen
baitute; hain zuzen ere, erretako azalera osoaren zati bat bereizmen ertaineko irudiek
bakarrik detektatzen dutela ikusi da, bereizmen baxuko irudiek atzeman ahal izateko sute
txikiegiak izateagatik. Aurrerapen hauek hainbat aldizkari zientifikotan argitaratu dira
artikulu moduan, beraz, artikuluen bilduma bidezko tesia da honako hau.

Resumen

La presente tesis doctoral trata de detectar areas quemadas por incendios a partir de
imagenes de satélite, empleando técnicas de teledeteccion. Las areas quemadas ya han
sido detectadas previamente en varios estudios, pero siempre partiendo de imagenes de
baja resolucion espacial (pixeles de al menos 250 m) y esto impide detectar los incendios
mas pequenos; la novedad de esta tesis es el uso de imagenes de media resolucion
(pixeles de 10-30 m) capturadas por los satélites Landsat y Sentinel-2, pudiendo asi
observar también areas quemadas de menor extension.

Se han creado varios algoritmos automaticos para la deteccion de areas quemadas a
escala regional, continental y global. Los primeros dos estan disenados especificamente
para detectar la vegetaciébn quemada en Africa y en Chile; sin embargo, el ultimo
algoritmo tiene el potencial de detectar incendios a través de todo el planeta,
adaptandose a las caracteristicas de cada region. Ademas, también se han desarrollado
varias herramientas para la deteccién y validacién de las areas quemadas bajo la
supervision de un usuario. La mayoria de estos procesos han sido implementados en una
plataforma de procesamiento de datos en la nube, para una ejecucioén mas eficaz.

Todos los resultados han demostrado la necesidad de detectar incendios con imagenes de
media resolucion, ya que permiten analizar la vegetacion quemada con mayor precision y
asi estimar mejor sus efectos en la sociedad y en el medio ambiente; de hecho, se ha
podido observar que parte de la superficie total quemada sélo es detectada con imagenes
de media resolucion, al tratarse de incendios demasiado pequenos para las imagenes de



baja resolucion. Estos avances han sido publicados en varias revistas cientificas, por lo que
ésta es una tesis por compendio de articulos.

Abstract

The purpose of this doctoral thesis is detecting areas burned by fires from satellite images,
by employing remote sensing techniques. Burned areas have already been detected
previously by several studies, but from images at course spatial resolution {pixels at least
250 m wide and high), which prevents the detection of smallest fires; the novelty of this
thesis is employing images at medium resolution (10-30 m) obtained by Landsat and
Sentinel-2 satellites, thus allowing to observe smaller burned areas.

Several automatic algorithms were created to detect burned areas at a regional,
continental and global scale. The first two are designed specifically for the detection of
burned vegetation in Africa and Chile; however, the last one can detect fires through the
whole planet, adapting itself to the characteristics in each region. Furthermore, some
various tools were also designed with the aim of detecting and assessing burned areas
under the supervision of a user. Most of these processes were implemented in a platform
for data processing on the cloud, so that their execution is efficient.

All the results in this doctoral thesis have shown the need of images at medium resolution
when detecting fires, since these allow analysing the burned vegetation with a greater
accuracy and thus estimating better their effects on society and the environment;
actually, it has been observed that part of the total burned surface is only detected by
images at medium resolution, due to the presence of fires too small to be detected by
images at course resolution. The achieved advances were published in several scientific
journals, so this is a thesis by published papers.



1. Sarrera

Lurraren duela gutxiko historian ohiko gertakari naturalak izan dira suteak, baldintza
klimatologiko eta meteorologikoekin erlazionatuta gehienbat, baina baita faktore
geologiko eta astronomikoek eraginda ere. Ikatz-sedimentuen erregistroak analizatu
zituen ikerketa baten arabera, suteak ez ziren orain bezain ohikoak Holozenoaren
hasieran (orain dela 12.000 urte, azken glaziazioaren amaieran), baina ugaritu egin ziren
glaziarrak urtu eta planetaren tenperatura igotzean (Marlon et al., 2013). Hainbat
milurtekoren eskalan eta eremu boreal eta epeletan, landaretza gehien erretako garaiak
bat datoz klima-aldaketekin eta tenperatura altu, prezipitazio urri eta hezetasun gutxiko
aroekin; eremu tropikaletan, aldiz, suteek aurkako joera erakusten dute, landaretza
gehiago erretzen baita tenperatura freskoago eta hezetasun gehiagoko garaietan (Daniau
et al., 2013). Bi ikerketen arabera (Daniau et al., 2013; Marlon et al., 2013), ez dirudi gizakiak
sua erabiltzeak eta nekazaritzaren zabaltzeak suteengan eragin handirik izan zutenik,
gizakiak nekazaritzarako, deforestaziorako eta ehizatzeko sua erabili arren (Pyne, 1997).

Gaur egun, suteek eta landaretza erretzeak hainbat efektu negatibo dituzte ingurugiroan
eta gizartean. Batetik, suak gas- eta aerosol-kantitate handiak igortzen ditu atmosferara
landaretza erre heinean, klima-aldaketa areagotzen lagunduz; urtean batez beste 2,2-10'"
kg karbono aireratzen direla zenbatetsi dute (van der Werf et al., 2017). Suak igorritako
gas hauek eta keak jendearen osasunean eta segurtasunean ere eragina dute
(Goldammer et al., 2008; Reid et al., 2016; Roos et al., 2016). Sute katastrofikoenen kasuan,
gainera, hainbat pertsona hiltzea eta inpaktu ekonomiko garrantzitsuak eragiten dituzte
(Bowman etal., 2017).

Mundu-mailan, ez dirudi sute-Kopurua eta erretako azalera osoa gorantz doazenik (Doerr
eta Santin, 2016); izan ere, azken mende honetan suteak aurrekoetan baino urriagoak izan
direla uste da, eta azken bi hamarkadetan erretako azalera osoaren murrizketa bat behatu
da (Andela et al, 2017). Hala ere, gertatzen diren suteek larriagoak dirudite,
gizartearengan duten eragina eta inpaktu ekonomikoak handiagoak dira, eta geroz eta
maizago gertatzea espero da (Kramer, 2013; Stephens et al., 2013). Honako hauek dira
azken urteetako sute larrienetako batzuk, doktorego-tesi hau landu bitartean gertatuak:
Txileko 2017ko sute-denboraldia {National Geographic, 2018), Suediako 2018ko baso-
suteak (The Local, 2018), Kanada mendebaldeko 2018 eta 2021ekoak (Lindsay, 2018;
Kulkarni, 2021), Australiako 2019 eta 2020 arteko denboraldia (Bowman et al., 2020;
Schweinsberg et al., 2020; Yu et al., 2020), edota Siberiako 2021eko suteak, beren kea
Lurraren ipar polora lehen aldiz iritsi zelarik (Hayes, 2021). Sute hauek guztiak ezohiko
bero- eta lehorte-boladen ondoren gertatu ziren. Izan ere, suteak larriagotzearen kausa
nagusia klima-aldaketa da, honek dakartzan tenperatura-igoera eta prezipitazioak
urritzearekin batera (Forkel et al., 2017; Parmesan et al, 2022). Aldi berean, suteek
igorritako gasek eta aerosolek klima-aldaketa areagotzen dute (van der Werf et al., 2017),
biek elkar eraginez.

Hau guztia dela eta, bereziki garrantzitsua da suteek kaltetutako azalerak, hau da,
erretako azalerak (EA), behar adinako zehaztasunarekin detektatzea. Honek erretako
landaretza-kantitatea eta atmosferara igorritako gasak zenbatestea, alde batetik, eta
ingurugiroan, gizartearengan eta bere ondasunetan izandako Kkalteak balioztatzea,
bestetik, ahalbidetzen ditu. EA detektatzeko metodorik zehatzena lekuan bertan neurtzea
izango litzateke, baina honek duen kostua dela-eta urrunetik egiten da normalean
(Mouillot et al., 2014; Chuvieco et al., 2019). EA detektatzeko modurik ohikoena
teledetekzioa da, hau da, Lurraren inguruan orbitan dauden sateliteek modu
sistematikoan eskuratzen dituzten irudiak aztertuz. Komunitate zientifikoak mundu-



mailako EA teledetekzio bidez detektatuz bi hamarkada badaramatza ere, bereizmen
espazial baxuko (> 100 m) irudiak erabiltzen dira normalean, bereizmen ertaineko (10 - 100
m) irudiak globalki prozesatzeak dituen zailtasunak direla-eta. Honek tamaina guztietako
suteak detektatu ahal izatea mugatzen du, eta txikienak alde batera uztea eta gutxiestea
eragin (Randerson et al., 2012; Padilla et al., 2015; Boschetti et al., 2019).

Beraz, doktorego-tesi honen helburu nagusia EA bereizmen ertaineko irudien bidez
detektatzea da. Honetarako hainbat algoritmo sortu dira, hasiera batean herrialde eta
kontinente banatan, Txilen eta Afrikan, eta azkenik mundu-mailan EA detektatzeko
algoritmo bat diseinatuz. Bereizmen ertaineko irudiekin lan egitean gorde eta prozesatu
beharreko datu-kantitate handia dela-eta, tesi honetako lana datuak hodeian
prozesatzeko plataforma batetara lekualdatu da pixkanaka, ikerketa aurre joan ahala,
egin beharreko prozesuak asko erraztuz.



2. Marco teodrico

En este apartado se detalla el marco tedrico necesario para la comprension de esta tesis
doctoral, especialmente los principios fundamentales de la teledeteccion y del proceso de
la deteccion de areas quemadas. También se describen algunas herramientas
metodologicas utilizadas en varias publicaciones, tales como la validacion de productos y
la plataforma Google Earth Engine.

2.1. Teledeteccion

La teledeteccion (en inglés remote sensing, “percepcion remota”) es una técnica que
consiste en observar, detectar y analizar fenbmenos naturales sobre la superficie terrestre
a partir de imagenes digitales, normalmente adquiridas por sensores a bordo de satélites
espaciales (Chuvieco, 2008). Para ello, las imagenes digitales suelen estar formadas por
varias bandas espectrales, cada una representando la cantidad de luz o energia
electromagneética recibida por el sensor en las longitudes de onda correspondientes; de
este modo, se pueden diferenciar distintos objetos dependiendo de la absorcion selectiva
de las diferentes cubiertas en distintas bandas espectrales.

Principios fisicos

Para comprender el correcto funcionamiento de la teledeteccion, primero hace falta
conocer ciertos principios fisicos. El espectro electromagnético se divide en varias
regiones o dominios, segun la longitud de onda de la energia electromagnética analizada.
Entre estos dominios, son especialmente dos los que resultan importantes en
teledeteccion y para esta tesis:

e Dominio 6ptico (longitudes de onda entre 0,4 - 2,5 um). Las bandas espectrales del
dominio 6ptico pueden a su vez ser divididas en tres grupos:
- Espectro o luz visible, que corresponde a las ondas de longitudes que
nuestros ojos pueden percibir (0,4 —0,7 um).
- Infrarrojo cercano o NIR (del inglés Near Infrared), entre 0,7 - 1,2 um.
- Infrarrojo medio o MIR (del inglés Middle Infrared), con longitudes de onda
entre 1,2 — 8 um. Dentro de esta parte del espectro, cabe destacar el

infrarrojo de onda corta o SWIR {Short Wave Infrared), entre 1,2 -2,5 um de
longitud de onda.
e Dominio del infrarrojo térmico o TIR (del inglés Thermal Infrared) (longitudes de
onda entre 8 — 14 um).

La diferencia principal entre bandas de estos dos dominios del espectro es el origen de la
energia recibida por el sensor y por lo tanto la magnitud que se puede medir con ella.
Segln la ley de Planck, cualquier cuerpo de temperatura superior a 0 K emite radiacion
electromagneética, cuya intensidad depende de la temperatura de dicho cuerpo, y de la
longitud de onda a la que se emite. El Sol, con una temperatura promedio de 6.000 K en su
superficie, tiene su maxima emitancia en las longitudes de onda de la luz visible, mientras
que la superficie terrestre, a 15°C (288 K) de promedio, emite mas energia en el infrarrojo
térmico (Figura 1).
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Figura 1. Emitancia del Sol y de la Tierra segun la ley de Planck y los principales dominios del
espectro, dependiendo de la longitud de onda. Ambos ejes tienen una escala logaritmica.

Asi, el dominio 6ptico, entre los 0,4 — 2,5 um (excluyendo las longitudes de onda del MIR
que no forman parte del SWIR), cubre la parte del espectro donde el Sol emite energia con
mayor intensidad, por lo que practicamente toda la energia recogida por el sensor en
estas longitudes de onda ha sido emitida por el Sol y reflejada en la superficie terrestre.
Dado que se conoce la emitancia del Sol en cada longitud de onda, y el sensor registra en
cada banda espectral la energia recibida desde cada objeto de la superficie en las
longitudes de onda correspondientes a la banda, se calcula una variable fisica
denominada reflectividad, es decir, la proporcién de la energia reflejada en relacion a la
energia total recibida. La reflectividad de cada objeto varia segln la longitud de onda, vy
por tanto esta informacion selectiva en diferentes bandas espectrales permite analizar,
clasificar y detectar distintos fendmenos naturales.

En cambio, segln la ley de Planck, el dominio del infrarrojo térmico agrupa las longitudes
de onda donde la superficie terrestre, a una temperatura promedio de 15°C 0 288 K, emite
energia electromagnética a mayor intensidad. Este hecho lo convierte en la mejor regidn
del espectro electromagnético para detectar cambios de temperatura en la superficie, en
funcion de la energia recibida en estas longitudes de onda. Por lo tanto, del mismo modo
en que las bandas espectrales del dominio optico se usan para calcular la reflectividad de
los objetos representados en la imagen digital, las bandas térmicas se usan para estimar
sus temperaturas.

Signaturas espectrales

Tal y como se ha mencionado en los parrafos anteriores, cada objeto responde de una
forma especifica ante la energia electromagnética recibida, ya que la proporcion de
energia reflejada por un objeto, o su reflectividad, depende de la longitud de onda de la
energia y del tipo de objeto. Asi, cada objeto tiene una signatura espectral, es decir, una
curva que indica la reflectividad de ese objeto dependiendo de la longitud de onda de la
energia electromagnética recibida. Conocer y diferenciar las signhaturas espectrales de la
vegetacion antes y después de quemarse es crucial para poder detectar areas quemadas
(AQ).

Las firmas espectrales de la vegetacion antes y después de un incendio estan
representadas en la Figura 2. En las longitudes de onda de la luz visible, la vegetacion suele
tener su maxima reflectividad en el centro, en el color verde, aunque sin llegar a valores
altos; al quemarse, sin embargo, la reflectividad baja por debajo del 0,1 en todas las
longitudes de esta region (Pereira et al, 1999). Las reflectividades mas altas de la



vegetacion sana se dan en el NIR donde, después de una subida repentina en la frontera
con la luz visible, se mantiene bastante constante; al quemarse, en cambio, pierde gran
parte de su reflectividad. Y por ultimo, las reflectividades en el SWIR se encuentran
invertidos con respecto al NIR, ya que la vegetacion quemada refleja mas energia que la
no quemada. La informacidon mas valiosa para detectar AQ suelen ser las regiones
espectrales del NIR y SWIR.

o
w

Reflectividad
o
N

o
i

¥ = Quemado

= No quemado

0.4 0.7 12 2,5
Longitud de onda (um)

Figura 2. Signaturas espectrales de la vegetacion quemada y no quemada en el dominio éptico
del espectro. Las longitudes de onda seihaladas marcan las fronteras entre la luz visible, el NIRy
el SWIR.

Un problema comun en la identificacion de AQ suele ser la presencia de otros fendmenos
que tienen una sighatura espectral similar a las AQ, tales como bordes de nubes y
sombras. Una confusion habitual en la literatura consultada es la de los campos de cultivo,
ya que el cambio espectral que sufren estas cubiertas al recoger la cosecha es muy similar
al de la vegetacion quemada, y es un problema muy recurrente en muchos estudios
(Goodwin y Collett, 2014; Vanderhoof et al., 2017; Giglio et al., 2018; Long et al., 2019;
Hawbaker et al., 2020; van Dijk et al., 2021).

Satélites y sus imagenes

Las imagenes digitales que se usan en teledeteccion suelen ser capturadas por sensores
instalados en satélites que orbitan alrededor de la Tierra. Hay dos tipos de sensores:
activos y pasivos. Los sensores activos emiten la energia electromagnética que una vez
reflejada por los objetos de la superficie terrestre retorna al propio sensor, registrando
datos como su intensidad, la fase de la onda electromagnética y su polarizacion; a partir
de estos datos, se pueden calcular variables como la rugosidad, la geometria y la altitud
del terreno. Los sistemas activos funcionan con microondas con longitudes de onda que
varian entre 1 mm y 1 m, lo que permite atravesar las nubes y asi no depender de las
condiciones meteorolégicas para observar la superficie de la Tierra. Aunque hay trabajos
recientes que utilizan sensores activos para la deteccion de AQ (Ban et al., 2020;
Belenguer-Plomer et al., 2019, 2021), la literatura existente con sensores pasivos es mucho
mas frecuente (Roy et al., 2008; Giglio et al., 2009; Alonso-Canas y Chuvieco, 2015; Long et
al., 2019; Hawbaker et al., 2020; Lizundia-Loiola et al., 2020). Estos no emiten ningun tipo
de energia, sino que soélo reciben y registran la energia electromagnética proveniente de la
superficie de la Tierra, en bandas concentradas en dos dominios del espectro
electromagnético: el 6ptico y el infrarrojo térmico. Por lo tanto, las magnitudes que se
miden con los sensores pasivos son la reflectividad y la temperatura.

En la actualidad hay muchos satélites orbitando alrededor del planeta con sensores
disenados para la observacién de la Tierra. Cada uno tiene sus propias caracteristicas
dependiendo del objetivo particular para el que se ha disefiado, pero se pueden distinguir



3 tipos de resoluciones a la hora de hablar de las imagenes digitales capturadas por estos
sensores:

e Resolucidon espacial: consiste en el tamano de cada pixel de la imagen digital, si
ésta es proyectada sobre la superficie terrestre. Varia desde alrededor de 1 km,
hasta la orden de unos pocos metros, y depende en gran medida de la altitud a la
que orbita el satélite alrededor del planeta: a menor altitud, mayor resoluciéon y
mayor detalle en laimagen.

e Resolucion espectral: se refiere a la cantidad de bandas espectrales que registra el
sensor, y la posicion de cada una de esas bandas en el espectro electromagnético
(el rango de longitudes de onda que cubre).

e Resolucion temporal: la frecuencia con la que el sensor adquiere una imagen de la
misma region. Normalmente la resolucion temporal hace referencia a la
frecuencia medida sobre el Ecuador, ya que el satélite cubre las regiones de
latitudes altas con mayor frecuencia.

De entre todos los tipos de sensores disponibles, son tres los que mas se usan para la
deteccién de AQ: MODIS (Moderate Resolution Imaging Spectroradiometer), los distintos
sensores de los satélites Landsat (TM, ETM+ y OLI), y el sensor MSI (Multispectral
Instrument) de Sentinel-2 (S2). Todos ellos tienen en comin las siguientes bandas
espectrales: una banda por cada color primario del espectro visible {azul, verde y rojo), una
banda en el infrarrojo cercano (NIR), y dos bandas en el infrarrojo de onda corta (SWIR).
Combinando los valores de reflectividad de cada objeto en estas seis bandas se obtiene su
signatura espectral (Figura 3). El analisis de las signaturas espectrales de las cubiertas de
vegetacion sana y afectada por el incendio permiten deducir el cambio esperable de la
vegetacion al quemarse, ya que su reflectividad en el infrarrojo cercano (NIR, banda 8 de
las imagenes MSI de Sentinel-2) disminuye drasticamente, por ejemplo.
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Figura 3. Signaturas espectrales de cuatro coberturas (vegetacion quemada, vegetacion no
quemada, agua y suelo) segun las seis bandas principales del sensor MSI (Sentinel-2); la
distribucion de las bandas de los sensores MSI, OLI (Landsat-8) y MODIS en el dominio éptico del
espectro; y sus resoluciones espaciales.



De entre los 3 grupos de sensores mencionados, el sensor MODIS fue el primero en ser
usado sistematicamente para detectar AQ. Este sensor esta instalado en los satélites Terra
y Aqua de la Administracion Nacional de Aeronautica y el Espacio o NASA (del inglés
National Aeronautics and Space Administration), que orbitan la Tierra a una altura de 700
km desde el principio del siglo XXI. Adquiere imagenes diarias de todo el planeta, con una
baja resolucion espacial de 250 m, 500 m o 1 km, dependiendo de la banda espectral;
todas las bandas principales necesarias para la deteccién de AQ tienen 250 o 500 m de
resolucion (Figura 3).

La mision Landsat es anterior al sensor MODIS (comenz6 en 1972), desarrollado también
por la NASA junto con el USGS (United States Geological Survey), y consta de un total de 9
satélites, la mayoria de ellos ya fuera de servicio (USGS, s.f.); la altitud de la 6rbita es de
alrededor de 700 km. La mision ha ido avanzando poco a poco y los sensores de los
satélites mas recientes son mas completos aun manteniendo las caracteristicas iniciales
para estudios histéricos: todos cubren cualquier parte del mundo cada 16 dias a una
resoluciéon espacial media de 30 m (mejor resoluciéon espacial que MODIS, con 250-1.000 m
segln la banda); la frecuencia aumenta a una imagen cada 8 dias cuando hay dos satélites
operativos. Los primeros tres satélites tenian a bordo el sensor MSS (Landsat-1, -2 y -3)
que no tenia ninguna banda espectral en la region SWIR del espectro, lo que no los hace
muy Utiles para la deteccion de AQ. A partir del cuarto satélite, sin embargo, todos los
sensores tienen bandas en los tres colores del espectro visible (azul, verde y rojo), una
banda en el NIR, y dos en el SWIR (Figura 3). Los satélites Landsat-4, Landsat-5 y Landsat-7
completaron su ciclo de vida y ahora estan fuera de servicio, el Landsat-6 sufrid un fallo
técnico antes de alcanzar su Orbita, pero el satélite Landsat-8 esta todavia operativo en el
momento de escribir este texto; recientemente se ha lanzado un noveno satélite
(Landsat-9), con el mismo sensor OLI que el Landsat-8 (Tabla 1). En un principio las
imagenes Landsat eran de uso comercial, pero el archivo histérico completo se abrid a la
comunidad en 2008 de manera gratuita y pulblica, lo que facilita el empleo de estas
imagenes en la realizacion de estudios que cubren regiones mas extensas.

Satélite Fecha de inicio .Fec'ha q? Sensor
finalizacion
Landsat-4 Julio 1982 Diciembre 1993
Thematic Mapper (TM)
Landsat-5 Marzo 1984 Junio 2013
. - Enhanced Thematic
Landsat-7 Abril 1999 Abril 2022 Mapper Plus (ETM+)
Landsat-8 Febrero 2013 - Operational Land Imager
Landsat-9 Septiembre 2021 . (oLh
Sentinel-2A (52A) Junio 2015 i Multispectral Instrument
Sentinel-2B (S2B) Marzo 2017 - (MS])

Tabla 1. Sensores habituales de media resolucion espacial en AQ: misiones Landsat, a partir del
Landsat-4, y Sentinel-2, con sus periodos operativos y los sensores a bordo.

La Agencia Espacial Europea o ESA (del inglés European Space Agency) ha desarrollado en
la dltima década una misién para la observacion de la Tierra dentro de su ambicioso
programa Copernicus, similar a la mision estadounidense Landsat y denominada Sentinel-
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2 (ESA, s.f.). Dicha misidon consta de dos satélites, Sentinel-2A (S2A) y Sentinel-2B (S2B),
lanzados en junio de 2015 y marzo de 2017 respectivamente (Tabla 1), a una o6rbita
promedio de 780 km de altitud, y obtienen una imagen de la misma region cada 10 dias,
disminuyendo a 5 dias a partir de marzo de 2017 al entrar en funcionamiento el segundo
de los satélites. Ambos satélites llevan a bordo el sensor MSI, similar a los sensores de los
satélites Landsat, pero con un mayor nimero de bandas espectrales y con mayor
resolucion espacial (10, 20 o0 60 m dependiendo de la banda) (Figura 3).

Ademas de las bandas originales adquiridas por los sensores, resultan muy utiles los
indices espectrales, es decir, nuevas bandas calculadas a partir de operaciones aritméticas
entre las bandas originales disefiadas para resaltar alguna caracteristica. Hay varios tipos
de indices, y muchos de ellos consisten en diferencias normalizadas entre dos bandas,
como el NDVI (Normalized Difference Vegetation Index), un indice que describe la
vigorosidad de la vegetacion (Rouse et al., 1973) y es ampliamente utilizado en estudios a
partir de imagenes de teledeteccion. En esta tesis doctoral se han usado profusamente
tres indices especificos para la deteccion de AQ: el NBR (Normalized Burn Ratio), también
llamado NDII (Normalized Difference Infrared Index) (Key y Benson, 2003); NBR2
(Normalized Burn Ratio 2) (Garcia y Caselles, 1991); y MIRBI (Mid-Infrared Burned Index)
(Trigg y Flasse, 2001). La Figura 4 ilustra la mejora de estos indices a la hora de discriminar
las areas quemadas (e-d), ya que resultan mas faciles de identificar mediante los indices
que con las bandas originales (b-d) o incluso la composicion de color (a). En una de las
publicaciones aportadas en esta tesis doctoral también se ha usado el indice RANBR (del
inglés relative delta NBR), que consiste en la relativa diferencia temporal del indice NBR
(Miller y Thode, 2007).

Figura 4. Representaciones de bandas de reflectividad e indices espectrales a partir de una
imagen del sensor MSI (Sentinel-2) adquirida el 28 de febrero del 2019, en una zona de muestra
ubicada en la tesela 30TXN, en el sur de Francia: a) composicion en falso color SWIR-NIR-Rojo,
con las AQ en color granate; b) banda 8 o NIR; c) banda 11 o SWIR corto; d) banda 12 o SWIR
largo; e) indice espectral NDVI; f) indice NBR; g) indice NBR2; y h) indice MIRBI.

2.2. Antecedentes en la deteccion de areas quemadas

Los primeros productos globales de AQ mediante teledeteccion fueron desarrollados en la
primera década del siglo XXI, todos ellos a partir de imagenes de satélite de muy baja
resolucion espacial (> 1.000 m). Los primeros fueron GBA2000 (Tansey et al., 2004) y
GLOBSCAR (Simon et al., 2004), derivados de las imagenes de los sensores SPOT-
Vegetation y ATSR-2 respectivamente, ambos con una resolucion espacial de 1 km. Mas
tarde se crearon dos productos a partir de imagenes MODIS, MCD45A1 (Roy et al., 2005) y
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MCD64A1 (Giglio et al., 2009), ambos a 500 m de resolucion. Los dos productos han sido
mejorados en varias versiones, siendo hoy en dia la coleccién 6 del producto MCD64A1
(MCD64A1c6) (Giglio et al., 2018) el producto estandar de AQ de la NASA. La Agencia
Espacial Europea también ha desarrollado varios productos globales de baja resolucion en
los ultimos afos (antes y durante el desarrollo de esta tesis) dentro del proyecto Fire_CCl,
cuyos objetivos son la deteccion de AQ, la estimacion de los gases invernadero durante los
incendios y su impacto en el cambio climatico (https://climate.esa.int/en/projects/fire/,
visitado por ultima vez en marzo de 2022). El primero de estos productos fue FireCCl41
(Alonso-Canas y Chuvieco, 2015), basado en imagenes MERIS a 300 m de resolucion, y el
segundo es FireCCI51 (Lizundia-Loiola et al., 2020), usando sélo las bandas 1y 2 de las
imagenes MODIS, ambas a 250 m de resolucion (Figura 3); el algoritmo de este altimo
producto también ha sido adaptado a las imagenes del sensor OLCl de los satélites
Sentinel-3, creando asi el producto C3SBA10 (Lizundia-Loiola et al., 2021). FireCCI51 es en
la actualidad el producto global de AQ de baja resolucion mas preciso creado por la ESA
(Padilla et al., 2018; Franquesa et al., 2022a). Tanto MCD61A1 como FireCCI51, generados a
partir de imagenes MODIS aunque a distintas resoluciones, cubren el periodo desde el
2001 hasta la actualidad, siendo asi conocidas las areas que se han quemado en todo el
planeta casi desde que empezd el siglo XXI con una precision de 500 o 250 m,
dependiendo del producto. Ambos son productos mensuales, es decir, constan de una
imagen por cada mes donde se indica para cada pixel el dia del mes de la quema si ésta se
ha producido y el nivel de confianza de dicha deteccion.

Sin embargo, la baja resolucion de estos productos globales de AQ implica que no se
puedan detectar las areas quemadas por los incendios mas pequenos, ya que éstos no
llegan a alterar la senal suficientemente para ser detectados en un Unico pixel. Se han
realizado varios procesos de validacion global de los productos mencionados de baja
resolucion (Padilla et al., 2015; Boschetti et al., 2019; Lizundia-Loiola et al., 2020; Franquesa
et al., 2022a) que indican una omision que varia entre 55-70%, es decir, omiten mas de la
mitad de las areas realmente quemadas. En cuanto a los errores de comision (areas
detectadas como quemadas que en realidad no lo estan), esta proporcidon es menor y se
sitta entre 25-40%. Otro estudio de interés intentd estimar las AQ subestimadas por los
productos de baja resolucion analizando anomalias térmicas (Randerson et al., 2012). El
resultado fue que las AQ globales aumentarian en un 35% si se detectaran los incendios
pequenos con suficiente precision, aunque este aumento podia estar por encima del 50%
en la mayoria de las regiones, o incluso mas de un 100% en regiones como Asia ecuatorial,
Centroamérica o Europa, donde se estimd que la mayoria de las AQ correspondian a
incendios pequenos no detectados por los productos de baja resolucion. En esta linea, la
comunidad cientifica esta de acuerdo en la necesidad de productos de area quemada de
media resolucion espacial que puedan generar productos que integren los incendios de
menor tamano.

Los primeros estudios de deteccion de AQ a media resolucion espacial (10 — 100 m)
estaban basados en imagenes Landsat. Estos trabajos eran locales y a menudo estaban
limitados a una o unas pocas escenas Landsat {185 x 180 km? (Chuvieco y Congalton,
1988; Jakubauskas et al., 1990; Garcia y Caselles, 1991; White et al., 1996; Garcia-Haro et al.,
2001; Paganini et al., 2003; Hudak y Brockett, 2004; Koutsias et al., 2009). Sin embargo, en
la década del 2010, una vez las imagenes Landsat se hicieron publicas, se desarrollaron
varios estudios con el objetivo de detectar AQ sistematicamente sobre largas series de
datos y en areas de estudio mas extensos. Entre estos tenemos algoritmos aplicados
regionalmente en la provincia australiana de Queensland (Goodwin y Collett, 2014), en
Burkina Faso (Liu et al., 2018), o el producto BAECV en los Estados Unidos (Hawbaker et al.,
2017, 2020); también cabe destacar un algoritmo regional que fusiona datos Landsat con
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MODIS, también aplicado a los EEUU (Boschetti et al., 2015). Después del lanzamiento del
primer satélite Sentinel-2 en 2015, se han llevado varios trabajos de deteccion de AQ
regionales que se basan en estas imagenes aplicados en lItalia (Filipponi, 2019), India (Bar
et al., 2020), Australia (Gibson et al., 2020) o la Peninsula Ibérica (Llorens et al., 2021), o que
combinan imagenes S2 y Landsat (Roy et al., 2019). Aun asi, todos estos estudios fueron
desarrollados a escala regional, y sblo existe un producto global de AQ de media
resolucion hasta la fecha. El producto GABAM (Global Annual Burned-Area Map) consta de
mapas anuales de AQ generados a partir de imagenes Landsat, a 30 m de resolucion
espacial (Long et al., 2019); inicialmente producido sélo para el aio 2015, aunque en anos
posteriores han incluido toda la serie historica entre los afios 1985 y 2019 (Wei et al., 2021)
(https://vapd.gitlab.io/post/gabam/, visitado por Gltima vez en marzo de 2022). A pesar de
ser el primer producto global de esta resolucion, este producto indica Unicamente si un
pixel se ha quemado o no, sin detallar la fecha de la deteccion ni el nivel de confianza en el
que se produce. Ademas, al disponer de una Unica banda, tampoco permite conocer si un
pixel se ha quemado mas de una vez en el mismo ano.

2.3. Validacion de productos de areas quemadas

Segun el CEOS-LPSV (del inglés Committee on Earth Observing Satellites’ Land Product
Validation Subgroup), la validacion es el proceso que evalua la precision de un producto
por medios independientes {Justice et al., 2000). Este comité definié cuatro escenarios de
validacion dependiendo de la precision que se requiera, siendo el primero el mas
permisivo y el cuarto el mas estricto donde se valida el producto constantemente siempre
que este sufra alguna modificacion. De entre estos, el tercer escenario es el que mas se
usa para validar productos de AQ (Padilla et al., 2014b, 2015; Vanderhoof et al., 2017;
Boschetti et al., 2019; Lizundia-Loiola et al., 2020), y consiste en la evaluacion en diferentes
regiones geograficas seleccionadas de una forma estadisticamente robusta (NASA, s.f.). El
producto se valida en varias areas de validacibn normalmente seleccionadas con un
muestreo estratificado aleatorio (Padilla et al., 2014b, 2015; Boschetti et al., 2016; Padilla et
al., 2017), donde los estratos son el ecosistema predominante y la presencia de una baja o
alta actividad de incendios. En cada una de estas areas de validacion se crean perimetros o
datos de referencia a partir de imagenes independientes y de mayor resolucion espacial
que el producto a validar, normalmente entre cada par de imagenes consecutivas de una
serie temporal.

Una vez se tienen los datos de referencia, la validacion se realiza mediante una tabulacion
cruzada entre los datos de referencia y el producto de AQ (Congalton y Green, 2008), con
lo que se obtiene una matriz de error (Tabla 2); las celdas de esta tabla indican el area que
se encuentra en el cruce entre sus dos categorias correspondientes. A partir de esta tabla
se pueden calcular varias métricas, entre las cuales las mas conocidas y empleadas son el
error de comision (CE)

CE =2 (1)

E14

y el error omision (OE)
E
OE = ﬁ @)

ademas de otras como el coeficiente Dice (DC) (Dice, 1945; Fleiss, 1981; Padilla et al., 2017)

_ 2Enq
be= Ey1+E14 (3)
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y el sesgo relativo (relB, del inglés relative bias) (Padilla et al., 2014a, 2015, 2017)

relB = % (4)
Referencia
Quemado | No quemado
Quemado E E E,.
Producto = 12 !
No quemado E,, E,, E,.
E+1 E+2

Tabla 2. Matriz de error resultante de la tabulacion cruzada. Los valoresE, ., E,, E,,yE,,sonla
suma de la fila/columna correspondiente.

La Figura 5 presenta como ejemplo el proceso de validacion del producto MCD64A1 en
una zona de muestra. Tanto la composicién de color como los perimetros de referencia
tienen una resolucion espacial de 10 m, frente a los 500 m del producto de baja resolucion,
por lo que los errores del producto se ven con facilidad en la Figura 5d; las areas blancas y
grises (correspondientes a las categoria no quemada y quemada, respectivamente) fueron
correctamente clasificadas en MCD64A1. En este caso, el error de omision es del 19%, y el
de comisién de un 16%.

B Quemado [ Omisiones
No quemado [l Comisiones

Figura 5. Ejemplo del proceso de la validacion en una zona de ejemplo, en el norte de Benin: a)
composicion en falso color de las AQ al final del periodo de validacion; b) perimetros de
referencia a 10 m de resolucion, generados a partir de imagenes S2; c) AQ segun el producto
MCD64A1, a 500 m de resolucion; y d) cruce entre producto/referenciay errores resultantes.

2.4. Google Earth Engine

Google Earth Engine (GEE) es una plataforma en la nube desarrollada por Google que
incluye varios catalogos de imagenes de satélite y proporciona una capacidad de
geoanalisis a escala planetaria (Gorelick et al., 2017) (https://earthengine.google.com/,
visitado por Ultima vez en marzo de 2022). Debido a que esta basado en la nube y a sus
altas capacidades de procesamiento de datos, permite realizar analisis en un amplio
conjunto de aplicaciones como deforestacion, sequia, incendios, monitorizacion del clima,
etc. Aunque el usuario tiene la opcién de subir sus propios datos para operar con ellos, la
plataforma incorpora varios tipos de datos como imagenes de distintos satélites
(especialmente MODIS, Landsat y Sentinel), datos climatolégicos, modelos digitales del
terreno, usos del suelo y cartografia como fronteras internacionales y divisiones de paises.
Los resultados pueden ser visualizados en la interfaz de la plataforma, o exportados a la
cuenta personal del usuario en Google Drive o Cloud Storage. Asi GEE permite evitar la
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descarga, el almacenamiento y el procesamiento de datos que conlleva trabajar con
grandes series de imagenes para abarcar trabajos a escala regional, continental o global.

El primer estudio realizado en GEE fue publicado hace casi una década (Hansen et al.,
2013) pero, aunque desde entonces se haya usado la plataforma en varios trabajos (Wang
et al., 2020), ha habido pocas contadas en el campo de los incendios y las areas quemadas.
Casi todos estos estudios son de nivel regional (Soulard et al., 2016; Verheggen et al., 2016;
Petrakis et al., 2018; Crowley et al., 2019; Daldegan et al., 2019; Gaveau et al., 2021; Seydi et
al., 2021), y soélo uno se aplica a escala global, el producto GABAM anteriormente
mencionado (Long et al., 2019).
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3. Helburuak

Tesi honen helburu nagusia bereizmen ertaineko (10 - 30 m) satelite-irudien bidez EA
detektatzeko algoritmo eta prozesuak garatzea da. Aurrekariei buruzko 2.2. atalean
azaldu bezalaxe, orain arte existitzen diren EAen produktu globalak bereizmen baxukoak
dira, eta sute txikienak ez dituzte behar bezala detektatzen; produktu hauek, duten
bereizmena dela-eta, detektatzen ez duten azalera mundu-mailan urtero erretzen
denaren %26 izan litekeela zenbatetsi da (Randerson et al., 2012). Beraz, sute txikiagoak
ere barne hartuko dituzten bereizmen ertaineko EAen produktuen hutsunea betetzen
saiatzen da doktorego-tesi hau. Honetarako hainbat algoritmo diseinatu dira,
edonorentzat eskuragarri dauden Landsat eta Sentinel-2 sateliteen irudiak erabiliz, 10-30
m arteko bereizmen espazialarekin. Algoritmo hauek erabat automatikoak izan behar
dute eskualde- edo mundu-mailan modu sistematikoan exekutatu ahal izateko,
erabiltzaileak parte hartu beharrik gabe, bereizmen baxuko produktuak sortzen
dituztenean bezalaxe. Algoritmoak EA edozein ekosistema eta lurzoru-motatan
detektatzeko gai izan beharko du beraz, beste objektu batzuk (lainoen itzalak edota
nekazal-soroak) EA bezala sailkatu gabe.

Algoritmo automatikoak diseinatzeaz gain, doktorego-tesi honen bigarren helburua
komunitate zientifikoari hainbat erreminta eskuragarri jartzea da, zehaztasun handiko
EAen kartografia sortu ahal izateko eta EAen baliozkotzea eta beharrezko neurri eta
erroreak kalkulatzea errazteko. Erreminta hauek erabiltzaileak parte har dezan eskatzen
dute, aurreko algoritmoek ez bezala, baina trukean EA zehatzagoak lortzen dituzte
erabiltzailearen erabateko gainbegiratzeari esker.

AzKkenik, tesi hau landu ahala, hodeian oinarritutako plataformetan lan egitearen
garrantzia nabarmenduz joan da, Google Earth Engine bereziki. Plataforma honek aurrez
sisteman kargatuta dauden satelite-irudien bildumak azkar atzitzea ahalbidetzen du, eta
datuak prozesatzeko duen ahalmenak errendimendu handiko sistema informatiko lokal
baten beharra ekiditen du. Plataforma honetan ezarritako aplikazioak komunitate
zientifikoari zabaltzea errazagoa ere bada, ez baitu liburutegi espezifiko edo
espezializaturik eskatzen.

Arlo hauetan aurrerapausoak egin ahala, hainbat artikulu argitaratu dira zientzia-
aldizkarietan, egindako lana komunitate zientifikoari jakinarazi eta ezagutarazteko; beraz,
artikuluen bilduma bidezko doktorego-tesia da honako hau. Lau artikulu garatu dira
guztira, eta honako hauek izan dira bakoitzaren helburuak:

e Lehen artikulua (A1) — Afrikako EA: Sentinel-2 irudien bidez eta 20 m-ko bereizmen
espazialarekin, kontinente-mailako algoritmo bat garatzea Afrikan, bereizmen
baxuko produktuek detektatu ezin dituzten EA zehaztasunez aztertzeko, bertan
baitago munduan erretako azaleraren %70a. Hau da datuak hodeian prozesatzeko
plataforma bat erabiltzen ez duen artikulu bakarra.

e Bigarren artikulua (A2) - BAMT erremintak: EAen produktuak sortzeko eta
baliozkotzeko erremintak lantzea, GEE plataforman inplementatuta. Horrela,
dagoeneko existitzen diren metodologien erabilera komunitate zientifikoari
erraztea da helburua, EAen kartografia sortzeko nahiz baliozkotzeko.

e Hirugarren artikulua {(A3) - Txileko EA: algoritmo automatiko bat GEEn

inplementatzeko lehen saiakera, Txilen Sentinel-2 irudien bidez, 20 m-ko
bereizmen espazialarekin.
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Laugarren artikulua {(A4) — EAen algoritmoa mundu-mailan: bereizmen ertaineko
Landsat edo Sentinel-2 irudietan oinarrituta GEEn mundu-mailako algoritmo
automatiko bat garatzea, Lurreko edozein lekutan bertako ekosistemarekiko
mendekotasunik gabe funtzionatuko duena. Etorkizunean mundu-mailako
algoritmo automatiko bat exekutatu ahal izateko oinarriak finkatzen ditu.
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4. Artikuluen laburpenak

Atal honetan doktorego-tesi honetan landutako artikuluak laburbiltzen dira. Hauetako
hiru aldizkari zientifikoetan argitaratu ziren: Afrikako FireCCISFD11 produktua (A1), BAMT
erremintak (A2), eta mundu-mailako algoritmoa (A4). Txileko EAen algoritmoari buruzko
artikulua (A3}, ordea, nazioarteko kongresu batera bidali zen. Gainera, beste lau artikulu
gehigarri ere (AG1, AG2, AG3 eta AG4) deskribatu egin dira modu laburrean, doktorego
hau egin bitartean berauetan parte hartzeagatik, egile nagusi bezala izan ez bada ere;
suteen detekzioari buruzkoak dira guztiak ere. Artikulu hauen izenburuak, egileak,
aldizkariak, etab. eranskinetan ikus daitezke, baita artikuluak beraiek ere.

4.1. A1 -Afrikako EA

Lehen artikulu honen helburu nagusia Saharaz hegoaldeko Afrikan (SHA) EA bereizmen
ertaineko irudiekin detektatzea izan zen. Artikulu hau idatzi zenean oraindik ez zegoen
mundu- edo kontinente-mailako eta bereizmen ertaineko produkturik, GABAM
produktua (Long et al., 2019) ez baitzen argitaratu 2019Kko otsailera arte. EAen produktu
honekin tamaina txikieneko suteak (< 25 ha) detektatu nahi ziren, horrela bereizmen
baxuko produktuek detektatzen ez duten azalera osoa zenbatetsi ahal izateko. Ikerketa-
eremu bezala SHA aukeratu zen, mundu osoan urtero erretzen den azaleraren %70 bertan
baitago, eta 2016 urtea, Sentinel-2 irudiak dituen lehen urte osoa delako. Produktu hau
ESAren Fire_CCl proiektuaren barnean garatu eta sortu zen, eta lehen SFD-a da (Small Fire
Database); bere izen ofiziala FireCCISFD11 da.

Algoritmoa

Algoritmoa Sentinel-2A satelitearen MSI sentsoreak eskuratutako irudietan oinarrituta
dago gehienbat, 20 m-ko bereizmen espazialarekin; S2 irudien bereizmen tenporala 10
egunekoa zen 2016an, artean Sentinel-2B satelitea ez baitzuten jaurti. Irudiez gain, MODIS
sentsorearen datuetatik eratorritako bero-puntuak (hotspots) ere erabiltzen ditu
algoritmoak, EAen gutxi gorabeherako kokapen bat aurkitzeko; bero-puntu hauek
espektro elektromagnetikoko MIR eta TIR eremuetan energia-kantitate handia igortzen
dutelako detektatzen dira, eta sentsoreak irudia eskuratzeko garaian aktibo zeuden
suteak adierazten dituzte. Hemen erabilitako bero-puntuen produktua MODIS sentsoretik
eratorrita dago, aurrez esan bezala, eta puntu bakoitzaren detektatze-data eta ordua, eta
kokapena (1 km-Ko bereizmenarekin) ematen ditu; bero-puntu hauen datuak FIRMS
suteei buruzko sistema  estatubatuarraren  web-orritik deskarga  daitezke
(https://firms.modaps.eosdis.nasa.gov/download/, azken aldiz 2022ko martxoan ikusia).

Algoritmoa garatu aurretik Afrikako EAen analisi espektral bat egin zen erretakoa erre
gabekotik bereizteko banda eta indize espektral egokienak zein ziren erabakitzeko. S2
irudien 52 bikote aukeratu ziren, SHA osoan zehar banatuta, bikote bakoitzeko bi daten
artean suteren bat gertatu zelarik. Bikote bakoitzeko EA detektatzeko, sailkapen
gainbegiratu batean oinarritzen den BAMS softwarearen metodologia erabili zen
(Bastarrika et al., 2014), programa aldatu egin behar izan bazen ere S2 irudiekin erabili ahal
izateko (BAMS softwareak Landsat irudiak bakarrik onartzen ditu). Ondoren, bikote
bakoitzean bi daten artean erretako 10.000 lagin eta erre gabeko beste 10.000 hartu ziren.
Banda espektral bakoitzarentzat eta hainbat indize espektralentzat, lagin hauek bi
datetan zituzten balioak eta bien arteko aldaketak aztertu ziren, eta erretako eta erre
gabeko pixelen artean bereizteko ahalmena edo banakortasun estatistikoa kalkulatu zen.
Emaitzek adierazi zutenez, MIRBI eta NBR2 indize espektralak, biak SWIR bandetan
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oinarrituta, eta NIR banda espektrala dira bi kategoriak hobekien bereizten dituztenak.
Analisi honi esker aldagai bakoitzeko atalase bat ere lortu zen.

Algoritmoaren prozesu nagusia bi datatako irudi banaren artean burutzen da, sute-aurrea
eta sute-ondorena deituak, eta bi daten artean erretako azalerak detektatzen dira.
Lehenik lurrazala ongi behatzerik izan ez zen (laino edo hauen itzalengatik) edo erre ezin
diren (elurra eta ura) pixelei maskara bat aplikatzen zaie, prozesu osoan zehar bazter
batean uzteko. Honetarako irudiaren sailkapena edo SCL (ingelesezko Scene
Classification) erabiltzen da, S2 irudi bakoitza 12 kategoriatan sailkatzen duelarik: daturik
eza, pixel saturatuak edota akastunak, eremu ilunetako pixelak, lainoen itzalak,
landaretza, lurzoru soila, ura, sailkatu gabea, probabilitate ertaineko lainoak, probabilitate
altuko lainoak, zirru motako lainoak, eta elurra. SCL honetan identifikatutako laino-itzalak
0s0 zehatzak ez direnez, SWIR luzeko B12 banda ere erabiltzen da itzalak aurkitzeko,
banda honetan erreflektibitate baxueneko pixelak baztertuz. Ondoren hainbat irizpide
erabiltzen dira erretako pixelen multzo gutxi batzuk identifikatzeko:

e Bi daten arteko MIRBI, NBR2 eta NIR diferentziak analisi espektralean lortutako
atalaseak baino handiagoak izan behar dira.

e Sute-ondoreneko MIRBI, NBR2 eta NIR balioak irudiko batez besteko balioa baino
altuagoak izan behar dira.

e Erretako pixelen multzo bakoitzak gutxieneko 30 ha-ko azalera izan behar du (750
pixel).

e Bi daten artean bero-puntu bat egon behar da pixel-multzotik 1 km baino
gutxiagora.

Bi irudien daten artean erre diren pixel-multzo hauetan eta erre gabeko pixeletan
oinarrituz, bi probabilitate-kurba sortzen dira %0 eta 100 balioen artean (erre gabe eta
erreta, hurrenez hurren), bi irudien arteko MIRBI eta NBR2 diferentzientzako bana. Eszena
osoa bi aldiz sailkatzen da honela, indize bakoitzak bi daten artean izan duen bilakaeraren
arabera; ondoren, bi balioak biderkatuz azken probabilitate-irudia lortzen da, eta atalase
baten bidez EA lortzen dira. Azkenik, hazien irudi bat ere lortzen da aurreko erretako pixel-
multzoen hainbat estatistiketan oinarrituz; haziak erre izanaren 0so seinale indartsua
erakusten duten pixelak dira. Honela, probabilitate-iruditik lortutako EA baztertu egiten
dira barnean hazirik ez badute, hau da, probabilitate altuko pixel errerik ez badute.

Prozesu osoa serie tenporal bateko hainbat irudi-bikotetan aplikatzen da, data bakoitzeko
irudia aurreko lau datetako irudiekin konparatuz; kasu honetan 2016 urteko S2 irudi
guztiak erabili ziren. Berez irudi bakoitza aurrekoarekin konparatzea nahikoa izan behar
litzateke, baina baliteke irudiaren zati bat lainoek estalita egon eta behatzerik ez izatea.
Hori dela-eta, irudi bakoitza aurreko hainbatekin konparatzen da, sute-aurreko irudi
batean behatu gabe egon daitekeen hutsunea besteekin betetzeko. Horrela, serie
tenporaleko data bakoitzeko EAen irudi bat lortzen da. Amaierako produktua hilerokoa
da, eta pixel bakoitza hilabete osoko egunen batean behatu ote zen, behatu bazen erre
ote zen, eta erre bazen hileko zein egunetan erre zen adierazten du.

Emaitzak

Algoritmo hau SHA osoan 2016ko irudi guztiekin exekutatu zen, urte horretan gertatutako
sute guztiak detektatuz; lortutako produktuak FireCCISFD11 du izena, Fire_CCl proiektuko
SFDaren lehen bertsioa (v1.1) izanik. Produktuaren baliozkotzea erreferentzia-datuekin
konparatuz egin zen, Landsat irudietatik eratorriak; normalean erreferentzia-datuek
baliozkotu beharreko produktuak baino bereizmen altuagoa behar izaten dute, baina
kasu honetan ezin izan zen hala egin, ez baitago Sentinel-2 baino bereizmen altuagoko
irudi ez-komertzialik. SHA osoan zehar banatutako 45 baliozkotze-eremu aukeratu ziren
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guztira, baliozkotze-eremuak aukeratzeko ausazko laginketa-metodologia bat erabiliz,
eremuko ekosistema nagusiaren eta sute-kopuruaren araberako estratu batzuetan
oinarrituz (Padilla et al., 2017). Baliozkotze-eremuetako irudi-bikote bakoitzaren arteko
erreferentzia-datuak sailkapen gainbegiratu baten bidez sortu ziren, ikerketa honen
hasierako analisi espektralean egin antzera. Erreferentzia-datu hauek FireCCISFD11,
MCD64A1 eta FireCCI51 produktuekin konparatuz baliozkotze-neurriak lortu ziren;
kontuan izan behar da hemen azaldutako FireCCI51 produktuaren datuak ez direla
jatorrizko artikuluan aipatzen, produktu hau ez baitzen argitaratu 2020 urtera arte.

Lortutako komisio-erroreak %19,3koak izan ziren, produktu globalenak baina apur bat
gutxixeago (%20,4 eta 25,7 MCD64A1 eta FireCCl51entzat, hurrenez hurren). Errore hauen
zati handiena uzta bildu berria den nekazal-soroetan kokatuta dago, EAekin maiz
nahasten den lurzoru-mota baita (van Dijk et al., 2021), baina baita algoritmoaren lehen
fasean maskara aplikatzean ongi baztertu ez ziren lainoen ertzetan ere. Halere, bereizmen
baxuko produktu globalekin konparatuta omisioa asko hobetu zen; erretako azalera
osoaren %26,5 bakarrik ez zuen detektatu FireCCISFD11ek baliozkotze-eremuetan, baina
%55-60 artean MCD64A1 eta FireCCI51ek. Bereizmen baxuko produktuekiko omisioaren
jaitsiera honen zergatia bereizmen espaziala da, MODIS irudien 250 (FireCCI51) edo 500 m-
ko (MCD64AT1) pixelak ez baitira sute txikienak atzemateko gai, baina S2 irudien 20 m-ko
pixelekin errazago beha daitezke.

Gure FireCCISFD11 produktuaren arabera, 2016an 4,9 milioi km? erre ziren guztira SHAnN,
sute gehienak maiatzetik urrira gertatuz hego-hemisferioan, eta azaro eta martxo artean
ipar-hemisferioan. Suteen banaketa espazial nahiz tenporala hiru produktuen artean
berdinak diren arren, FireCCISFD11ek azalera handiagoa detektatzen du hilabetero (6.
irudia), MCD64A1 eta FireCCI51 produktuen arabera guztira erretako azalera txikiagoa
baita (2,7 eta 3,2 milioi km? hurrenez hurren). Halere, tamaina ezberdineko EA
konparatzean, aldeak nabarmenagoak dira produktuen artean. Sute handienek {» 250 ha)
antzeko azalera osoa eta banaketa espaziala dituzte, baina alde handiagoak ikus daitezke
produktuen artean sute txikiak bakarrik kontuan hartuz gero. EA txikienekin (< 25 ha, hau
MCD64A1 produktuko pixel baten azalera izanik), FireCCISFD11eko EAen %3 bakarrik
detektatu zuen bereizmen baxuko MCD64A1 produktuak.
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6 irudia. 2016an Saharaz hegoaldeko Afrikan erretako azalera osoa, hilabeteka, FireCCISFD11,
MCD64A1 eta FireCCI51 produktuen arabera.
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Azkenik, EA detektatzeko zehaztasun tenporala ere aztertu zen, algoritmoen sarrera-datu
bezala erabilitako irudiek bereizmen tenporal ezberdinak baitituzte: egun bakarra
MODISek baina 10 egun S2 irudiek. Bero-puntuen datak erreferentzia bezala erabiliz,
MCD64A1ek EAen %70 erre ondorengo lehen egunean detektatzen duela ikusi zen, eta
%80 lehen lau egunetan. FireCCISFD11 produktuak, ordea, denbora gehiago behar du EA
detektatzeko: 10 egun %75 detektatzeko (erre zenetik lehen S2 irudia), eta 20 egun
%89rentzat (bi irudi).

FireCCISFD11 produktu hau kontinente-mailan bereizmen ertainarekin sortutako lehena
izan zen, eta bereizmen ertaineko produktuak zenbat sute txiki gutxiesten ari ziren
jakiteko oso baliagarria izan zen. Hain zuzen ere, MCD64A1ek erretako azalera osoaren
%55 ez zuela detektatzen ikusi zen; gure produktu berriak honekiko %80ko igoera
erakusten zuen, beraz. Honek eragin zuzena du mundu-mailako EAengan eta hauek
igorritako gasengan, lan honen ikerketa-eremuan, SHAn, baitago munduko suteen %70
inguru. Algoritmoa Afrikako suteen ezaugarri espektraletara egokituz diseinatu zen
hasieratik, eta baliteke hain ongi ez funtzionatzea bertatik kanpora probatuz gero.

4.2. A2 - BAMT erremintak

FireCCISFD11 produktua garatzeko aurreko artikulua (A1) lantzean, hainbat arazo edota
gabezia nabaritu ziren EAen detekzioaren arloan. Honako hauek dira aurkitutako gabezia
nagusiak:

1. Eskualde-, kontinente- edo mundu-mailan, bereizmen ertaineko irudi-multzo
baten bidez, EAen kartografia bat lortzen lagunduko duten erreminta batzuen
hutsunea. Kasu honetan BAMS (Burned Area Mapping Software) softwarea
bazegoen aurretiaz (Bastarrika et al, 2014), EA detektatzeko sailkapen
gainbegiratu bat egiten duelarik, baina hainbat muga ditu. Batetik, bere erabilera
GIS (Geografia-Informazioko Sistemak) software komertzial bati lotuta dago,
ArcGIS  (https://www.esri.com/en-us/arcgis/products/arcgis-desktop/overview,
azken aldiz 2022ko martxoan ikusia); gainera, honek BAMS softwarea etengabe
eguneratzea eskatzen du, ArcGlSen bertsio berrien ongi funtzionatzen jarrai
dezan. Eta, bestetik, BAMSek Landsat irudiak bakarrik onartzen ditu (S2 sateliteak
oraindik ez ziren existitzen software hau garatzean), eta aldiko eszena bakarraren
(path-row) prozesamendura mugatuta dago, eremu handiagoetako kartografia
sortzea zailduz. EA detektatzeko algoritmoa ere nahiko mugatuta dago, erretako
pixelen kategoria bakarrik entrena baitaiteke, eta erre gabekoen kategoria
kontrolatzea nahiko zaila da, nekazal-soroetan batez ere.

2. Baliozkotze-eremuen aukeraketa estratu bidezko eta ausazko laginketa-
metodologia baten bidez egitea komeni da (Padilla et al., 2017), bertan
beranduago erreferentzia-datuak sor daitezen. Hasierako elementuak Landsat
edo S2 eszenak direnean, metodologia honek eszenako Olsonen ekosistema
nagusiaren (Olson et al., 2001), espero den sute-Kkopuruaren eta erabilgarri dauden
lainorik gabeko irudi-kopuruaren arabera hainbat estratutan sailkatzen ditu
elementu guztiak; ondoren, estratu bakoitzean elementu-kopuru jakin bat ausaz
lagintzen da. Metodologia hau ezartzea korapilatsua izan daiteke erabiltzaile
askorentzat, erabilgarri dauden lainorik gabeko irudiak aztertzea batez ere.

3. EAen kartografia edo bere baliozkotzerako beharrezko erreferentzia-datuak
sortzeko irudi-kantitate handia deskargatu eta prozesatu behar izaten da sistema
informatiko batean, eta honek biltegiratzeko eta prozesatzeko ahalmen handia
eskatzen du, ikertzaile askok agian izango ez duena: Aleko FireCCISFD11
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produktuaren kasuan, adibidez, deskargatutako S2 irudiak biltegiratzeko bakarrik
63 TB edukiera behar izan zen, eta beste 87 TB sortu ziren tarteko datuetan azken
produktua lortu aurretik.

Gabezia hauei konponbide bat emateko, hainbat erreminta inplementatu ziren Google
Earth Enginen, hau da, hodeian lan egiten duen eta erabiltzaileari datu-kantitate
handiekin lan egitea saihesten laguntzen dion plataforma batean. Erreminta hauei Burned
Area Mapping Tools (BAMT) izena eman zitzaien, eta EA detektatzeko eta baliozkotzeko
prozesu osoa betetzen dute, erabiltzaileari bere EAen kartografia sortzea, estatistikoki
adierazgarriak diren baliozkotze-eremuak aukeratzea eta hauetan erreferentzia-datuak
sortzea ahalbidetuz. Eskakizun bakarrak Google Earth Enginen kontu bat (doakoa da) eta
internetera konexio on bat dira; prozesu osoa hodeian burutzen da, eta azken emaitzak
soilik esportatzen dira, erabiltzailearen Google Drive kontu pertsonalera. Erreminta
hauetarako loturak https://github.com/ekhiroteta/BAMT web-orrian aurki daitezke.

Erremintak

BAMT erremintekin egin daitezkeen prozesuak erakusten ditu 7. irudiak, bi bloketan
zatituta. Batetik, BA Cartography erremintak eremu handi bateko EAen mapak sortzea
ahalbidetzen du, sailkapen gainbegiratu baten bidez (erretako eta erre gabeko lagin
batzuk entrenatuz). Bestetik, gainerako erremintak EAen edozein Kkartografia
baliozkotzeko dira, BA Cartography erremintak sortutako mapak nahiz beste edozein
produktu (FireCCISFD11 edo MCD64A1, adibidez). Artikulu honetan VA, VA Dates eta RP
erremintak bakarrik aurkeztu ziren; hauek baliozkotze-eremuak aukeratzea eta bertan
erreferentzia-datuak sortzea ahalbidetzen dute, baina baliozkotzea bera sistema
informatiko lokal batean egin behar zen, erreferentzia-datuak deskargatu ondoren. Tesi
honetan beste erreminta bat ere aurkezten da ordea, artikulua argitaratu ostean garatu
zena: Assessment. Honek baliozkotzea, erreferentzia-datuak sortu eta gero, GEE
plataforman bertan burutzea ahalbidetzen du, datuak deskargatu eta baliozkotu
beharreko kartografiarekin sistema lokal batean konparatu gabe.
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7 irudia. BAMT erremintekin EAen kartografia sortzeko eta baliozkotzeko prozesuaren fluxu-
diagrama.

BA Cartography erremintak Landsat edo S2 irudi baten eszena baino zabalagoak diren
eremuetan EAen mapak sortzea ahalbidetzen du sailkapen gainbegiratu baten bidez.
Elkarren segidako bi periodo definitu behar zaizkio, sute-aurreko eta sute-ondoreneko
bezala erabiliko direnak; lehenengoan oraindik erre gabe baina bigarrenean jada erreta
azaltzen diren azalerak bakarrik atzemango ditu erremintak. Emaitzaren bereizmen
espaziala erabilitako datuen araberakoa da: 30 m-koa Landsat irudiak erabiltzen badira,
edo 20 m-koa S2 irudiekin.
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EA detektatzeko prozesua sailkapen gainbegiratu baten bidez egiten da. Erabiltzaileak
hainbat poligono definitu behar ditu, erretako nahiz erre gabeko kategorien barruan.
Algoritmoak Random Forest sailkatzaile bat (Breiman, 2001) entrenatzen du, aurrez
definitutako poligonoetako pixelen balioak erabiliz. Behin sailkatzailea entrenatuta, EA
aurkitu nahi diren eremu osoa sailkatzen da, eta emaitza interfazeko mapan erakusten da;
emaitza oraindik ez dela egokia baderitzo, erabiltzaileak poligonoak ezabatu, aldatu edo
berri batzuk defini ditzake, eta prozesua errepikatu behin eta berriz nahi duen emaitza
lortu arte. Azken emaitza erabiltzailearen Google Drive kontura esportatzen da geruza
bektorial moduan, poligono bakoitzak atributu bat duelarik zein datatan erre den
adieraziz.

Bigarren blokeko lehen erreminta, VA, aurrez aipatutako ausazko laginketa-
metodologiaren inplementazio bat da (Padilla et al, 2017), baliozkotze-eremuak
aukeratzeko hainbat estratutan eta irizpide estatistikotan oinarrituz. Honako sarrera-datu
hauek behar ditu: ondoren erreferentzia-datuak sortzeko erabiliko diren irudi-motak
(Landsat edo S2), baliozkotu beharreko EAen produktuaren edo kartografiaren hedadura
eta periodoa, erretako azaleraren erreferentzia bezala MCD64A1 edo FireCCI51 produktua
erabiliko den, eta baliozkotze-eremu bakoitzean lainorik gabeko nahiko irudi egongo dela
ziurtatzeko hainbat parametro. Erremintak, trukean, aukeratutako baliozkotze-eremuak
ematen ditu, baita bakoitzean lainorik gabeko nahiko irudi zein periodotan dauden ere.
Zoritxarrez GEEk prozesamendurako dituen mugek nahiko baldintzatzen dute erreminta
hau, eta hedadura handietan blokeatu egin daiteke. Lainorik gabeko irudiak nahiko
maiztasunekin zein garaitan dauden bai, baina data konkretuak oraindik ezagunak ez
direnez, VA Dates erreminta erabili behar da ondoren irudi hauek aurkitzeko.

Baliozkotze-eremu bakoitzean erabilgarri dauden irudiak eta beren datak ezagutzean, VA
eta VA Dates erremintei esker, erreferentzia-datuak sor daitezke RP erreminta erabiliz. BA
Cartography erremintaren prozesu bera da, ezberdintasun gutxi batzuekin. Batetik, bi
irudiren artean bakarrik detekta daitezke EA eta, beraz, eremuaren hedadura oso
mugatua da (100 x 100 km?), EAen produktuak baliozkotzeko erabilia izan dadin. Bestalde,
EA 10 m-ko bereizmen espazialarekin ere detekta daitezke, S2 irudiak erabiltzen direnean,
baliozkotzeko benetan erabilgarria izan daitekeena (baliozkotze-prozesuan bereizmen
handiagoko datuak behar baitira, aurrez esan bezala).

Erreminta hauek EAen kartografia bat eta, gainera, kartografia hau edo beste
produkturen bat baliozkotzeko beharrezko erreferentzia-datuak sortzea ahalbidetzen
dute. Ondoren, bien arteko konparaketa eta baliozkotze-neurrien kalkulua (komisio- eta
omisio-erroreak, adibidez) sistema informatiko lokal batean egin behar ditu erabiltzaileak.
Artikulu honen ondoren, ordea, beste erreminta bat diseinatu da, Assessment,
baliozkotzea GEEn bertan egitea ahalbidetzen duena. Erreminta honek EAen produktu bat
eta erreferentzia-datuak, raster formatuan nahiz bektorialean, behar ditu baliozkotzea
egin ahal izateko; sarrera-datu guztiak aurrez GEEn kargatuta egon behar dira,
plataformako berezko produktuak direlako edo erabiltzaileak berak igo dituelako.
Emaitza bezala baliozkotze-eremu bakoitzean kalkulatutako neurriak ematen ditu, eta
baita produktu osoarenak ere. Erreminta hau ez zen argitaratutako artikuluan azaldu,
ordea, gaur egun jada erabilgarri egon arren.

Kasu praktikoak

BAMT erreminta hauek bi kasu praktikotan baliatu ziren beraien erabilgarritasuna
egiaztatzeko. Lehen kasua 2019 eta 2020 artean Australia hego-ekialdean gertaturiko
sute-denboraldia izan zen, ohiz kanpoko lehorte luze batek hainbat sute eragin baitzituen
(Bowman et al., 2020; Schweinsberg et al., 2020; Yu et al., 2020). BA Cartography
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erremintarekin milioi bat km? baino hedadura handiagoko eremu batean 2019ko irailaren
eta 2020ko apirilaren artean erretako azalerak detektatu ziren, denboraldi osoa bi
hilabeteko lau periodotan zatituz. 86 entrenamendu-poligono definitu ziren guztira, eta
GEEK hiru egun baino gutxiago behar izan zituen 3.600 Landsat irudi prozesatzeko, 30 m-
ko bereizmenarekin. Ikerketa honen arabera, 52.700 km? inguru (aztertutako eremuaren
%5) erre ziren sute-denboraldi honetako zortzi hilabeteetan; sute guztiak ekialdeko
itsasertzean izan ziren, itsasotik 250 km baino gertuago. Lortutako EAen kartografia
baliozkotzeko 10 eremu aukeratu ziren VA erreminta erabiliz, eta hauetako bakoitzean
erreferentzia-datuak sortu ziren RP erremintarekin elkarren segidako S2 irudien artean, 20
m-ko bereizmenarekin. Baliozkotzean lortutako emaitzen arabera %11,8 eta %8,9ko
komisio- eta omisio-erroreak, hurrenez hurren, zituen sortutako kartografiak.

Bigarren kasu praktikoak Kanadako probintziak hartzen ditu, iparraldeko hiru lurraldeak
(Yukon, Ipar-mendebaldeko Lurraldeak eta Nunavut) alde batera utziz; 6 milioi km?
inguruko eremua, beraz. Australiako ikerketa-eremua baino askoz handiagoa zenez,
periodo bakarra prozesatu zen, 2018ko uztailetik irailera arteko suteak bakarrik
detektatuz. 19 entrenamendu-poligono bakarrik behar izan ziren, eta GEEk Sentinel-2
sateliteen 255.000 irudi baino gehiago prozesatu zituen, 20 m-ko bereizmen
espazialarekin, 10 egunez. Ikerketa honen arabera, 16.000 km? baino gehiago erre ziren
aztertutako periodoan, horietatik erdia baino gehiago Columbia Britainiarrean (10.000
km?) baina erretako azalera handiekin Ontario, Alberta, Manitoba, Saskatchewan eta
Quebec probintzietan ere (800-1.800 km? artean bakoitzean). EAen mapa hau baso-suteen
zerbitzu kanadarraren datu ofizialekin konparatu zen, baliozkotze moduan. Datu hauen
arabera erretako azalera osoa 0so antzeko bazen ere (16.500 km?), hauetatik 10.000
km2tan bakarrik zetozen bat espazialki, gainerakoa kokapen ezberdinetan baitzegoen.
Bisualki eginiko alderaketa batek, ordea, BA Cartography erremintarekin detektatutako
EA zehatzagoak zirela eta datu ofizialek baino detaile gehiago zituztela erakutsi zuen.

BAMT erremintak erabilgarriak direla ikusi da hedadura handietan EA detektatzeko,
milaka irudi egun gutxi batzuetan prozesatuz, nahiz EAen mapak edo produktuak
baliozkotzeko. Australian detektatutako suteek FireCCISFD11 edo MCD64A1 bezalako
produktu global askok beren baliozkotzeetan baino errore gutxiago zituztela ikusi zen, eta
Kanadako suteak ere perimetro ofizialak baino zehatzagoak ziren, bisualki behintzat.
Doktorego-tesi honetan garatutako erreminta hauek, beraz, komunitate zientifikoari
bereizmen ertaineko EAen detekzioa eta baliozkotzea nabarmen erraztea espero da.

4.3. A3 -Txileko EA

Ikerketa honen helburua bereizmen ertaineko irudiekin EA detektatzeko algoritmo
automatiko bat sortzea da, Alean bezala, baina GEEn inplementatuta eta Txilen
aplikatuta oraingo honetan, prozesu guztia hodeian automatizatuz eta burutuz.
FireCCISFD11 produktuaren algoritmoa espezifikoki kontinente afrikarrerako diseinatuta
zegoen bezalaxe, algoritmo hau Txileko ingurugiro-baldintzetara egokituta dago, eta
2017ko urtarrilaren eta martxoaren arteko sute-denboraldian aplikatu zen, bereziki
bortitza izan baitzen eta normalean erretzen den azalera bost aldiz erre baitzen (5.000 km?
normalean izaten ziren 1.000 kmZ2en aldean).

Algoritmoa

GEEn inplementatutako algoritmo hau oso prozesu erraz batean oinarrituta dago,
Random Forest sailkatzaile baten bidez (Breiman, 2001) Txile osoko EAen kartografia
sortzen baitu; honetarako 20 m-ko bereizmeneko S2 irudiak erabiltzen ditu, sute-aurre eta
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sute-ondoren bezala balio duten bi periodotan banatuta. Random Forest
sailkatzailearentzako  entrenamendu-laginak ausaz aukeratzen dira hainbat
entrenamendu-eremutako erreferentzia-perimetroetatik (ausazko 1.000 puntu kategoria
bakoitzeko, 2.000 puntu entrenamendu-eremu bakoitzeko), A2ko RP erreminta erabiliz.

Algoritmo honen zatirik konplexuena herrialde osoa ordezkatuko zuten entrenamendu-
datuak lortzea izan zen, Txilek hainbat ekosistema baititu latitudearen arabera:
Atacamako basamortua iparraldean; klima mediterraneo eta epeletako basoak
erdialdean, EA gehienak gertatzen diren inguruan; eta baso borealak hegoaldean.
Herrialde osoa algoritmo berarekin sistematikoki prozesatu nahi denez, entrenamendu-
datuek ekosistema hauek guztiak izan behar dituzte kontuan. Beraz, algoritmoaren hiru
bertsio sortu ziren, pixkanaka entrenamendu-puntu gehiago erabiliz eta herrialdearen
baldintzetara hobeto egokituz. Lehen bertsioan 10 entrenamendu-eremutako puntuak
erabili ziren, guztiak herrialdearen erdialdean kokaturik. Bigarren bertsioan lau eremu
gehiago hartu ziren kontuan: bi nekazal-soroetako komisio-erroreak zuzentzeko, eta
beste bana basamortuan eta baso borealean. Azken bertsioan zortzi entrenamendu-
eremu gehitu ziren, errore gehien aurkitu ziren eskualdeen artean banatuta.

Emaitzak

Hiru bertsioetan aurkitutako errore gehienak uzta bildu-berria zuten nekazal-soroetan
(EAekin maiz nahasten den lurzoru-mota hau) eta lainoen eta erliebearen itzaletan aurkitu
ziren. Halere, erroreak gutxiagotu egin ziren arazo hauek konpontzeko entrenamendu-
eremu gehiago erabili ahala. EA detektatzeko erabilitako aldagai guztien artean, bertsio
bakoitzean entrenatutako Random Forest sailkatzailearen arabera, RANBR indizea izan
zen aldagai garrantzitsuena, NBR eta NBR2 indizeen aurretik.

Algoritmoaren azken bertsioaren (v3) emaitzak Txileko baso-korporazio nazionalaren edo
CONAFen (gaztelerazko Corporacion Nacional Forestal) datu ofizialekin konparatu ziren
bisualki. lkerketa honetako emaitzek zehaztasun handiagoa zutela egiaztatu zen,
CONAFen perimetroek bereizmen espazial baxuagoa baitzuten eta EAen barruan erre
gabeko uharteak ere ez baitzituzten adierazten. Hala ere, gure emaitzetan omisio-
erroreak ere aurkitu ziren, erre gabeko zuhaitzen adaburuek oihanpe errearen seinalea
behatzea oztopatzen zuten basoetan batez ere.

Algoritmo honen arabera, 2017 hasieran Txilen 5.460 km?ko azalera erre zen guztira,
gehiengoa 10 km? baino gehiagoko sute handietan. Azalera honen %41, 2.240 km?, Maule
eskualdean kokatuta zegoen, O'Higgins, Biobio, Araucania, Nuble eta Santiago eskualdeek
jarraituta, bakoitzak 300-750 km? arteko azalera errea zuelarik; eskualde hauek guztiak
herrialdearen erdialdean kokatuta daude.

4.4. A4 -EAen algoritmoa mundu-mailan

Azken artikulu honen helburua mundu-mailan funtzionatuko duen bereizmen ertaineko
algoritmo automatiko bat sortzea da; gainera, BAMT erremintak (A2) eta Txileko
algoritmoa (A3) bezalaxe, GEEn diseinatuta eta inplementatuta dago. EA hiru bereizmen
espazialetan detekta ditzake, erabiltzen dituen irudien arabera: 10 edo 20 m {(Sentinel-2),
eta 30 m (Landsat). Baliozkotze-eremuetan nahiz hiru proba-eremu handitan emaitza
onak lortu arren, artikulu honetan aurkeztutakoa lehen bertsio bat baino ez da oraindik,
eta hobekuntza batzuen beharra izan dezake mundu-mailan modu sistematikoan
aplikatzen hasi aurretik.
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Algoritmoa

Aurreko artikuluetako algoritmoak zegozkien inguruneetako ezaugarri espektralentzat
diseinatuta zeuden: lehena (A1), Afrikan, MIRBI eta NBR2 indizeetan eta NIR bandan
bakarrik zegoen oinarrituta, atalase finko batzuk erabiliz; Txilekoa (A3) bertan kokatutako
entrenamendu-eremuetara egokitutako sailkatzaile bat zen; eta BAMTen parte diren BA
Cartography eta RP erremintak (A2), malguagoak badira ere, erabiltzaileak definitutako
entrenamendu-poligonoen menpe eta beraz tokiko baldintza espektraletara egokituta
daude. Litekeena da hiru algoritmo hauetako bakar batek berak ere dagokien eremutik
kanpo behar bezala ez funtzionatzea, EAen seinale espektrala asko alda baitaiteke
ekosistemaren, lurzoru-motaren edota sutea gertatu zenetik igaro den denboraren
arabera. Algoritmo berri honek, beraz, edozein kasutako tokiko ezaugarrietara
moldatzeko behar bezain malgua izan behar du, gero Lurreko edozein eskualdetan
aplikatu ahal izateko.

Algoritmo global hau exekuzio bakoitzean hilabete batez MGRS tesela batean
(ingelesezko Military Grid Reference System, S2 irudiak banatzeko erabiltzen den sistema)
erre diren azalerak prozesatzeko eta detektatzeko diseinatuta dago. Behar den
bereizmenaren arabera, Landsat edo Sentinel-2 irudiak erabiltzen ditu; algoritmoaren
prozesua berbera da bi kasuetan, espektro elektromagnetikoaren eremu berberetan
baitauzkate bandak eta beraz baliokideak dira. Satelite-irudi hauez gain, MODIS
sentsorearen irudietatik eratorritako bero-puntuak edo hotspot-ak ere behar ditu, 1 km-
ko bereizmen espazialarekin, Aleko FireCCISFD11 produktuaren algoritmoak bezalaxe.
Erabilgarri dauden lehen Landsat irudiak 1982koak badira ere, algoritmo hau 2000ko
azarotik aurrera bakarrik exekutatu daiteke, data honetatik aurrera bakarrik baitaude
MODISen bero-puntuak.

Algoritmoaren lehen pausuan, aurre-prozesuan, bi fase nagusietarako irudiak prestatzeaz
arduratzen da. Horretarako, prozesatu beharreko teselan bost hilabetez eskuratutako
irudiak kargatzen dira, detektatu beharreko suteak gertatu ziren hilabetearen inguruan
zentratuta; irudien seriea luzeegia bada, laino-portzentajea altueneko datak ezabatu
egiten dira GEEk bere memoria- eta prozesamendu-mugak gaindi ez ditzan. EAen
detekzioan kontuan izan behar ez liratekeen elementu guztiei ere (lainoak, itzalak, elurra
edota ura) maskara bat aplikatzen zaie, analisitik kanpo uzteko. Azkenik, hiru indize
espektral kalkulatzen dira irudi bakoitzarentzat: NBR, NBR2 eta MIRBI.

Lehen fasearen helburua hilabete honetan erre diren pixel batzuk aurkitzea da, aurrez
ezarritako irizpide batzuetan oinarrituz, gero pixel hauetatik erretako eta erre gabeko
kategorien hainbat balio lortzeko NBR, NBR2 eta MIRBI indizeentzat eta NIR bandarentzat.
Honetarako, MODISen bero-puntu baten inguruan NBR indizearen bat-bateko jaitsiera
izan duten pixelen bilakaera aztertzen da, jaitsiera hori bero-puntuaren dataren inguruan
izan bada pixela benetan erre delako izan baitaiteke; NBR indizearen jaitsiera honen alde
banatako datekin bi irudi sortzen dira, sute-aurreari eta sute-ondorenari dagozkienak. Bi
irudi hauetatik indize edo banda bakoitzarentzat hainbat atalase kalkulatzen dira, sute-
ondoreneko balioenak nahiz bi daten arteko aldaketenak. Atalase hauetan oinarritutako
hainbat baldintza aplikatuz, erretako pixelen multzo bat aukeratzen da. Lehen fase hau
amaitzeko, multzo honetatik 1.000 pixeleko lagin bat hartzen da, eta NBR indizearen
jaitsieraren aurretik eta ondoren zituzten balioak erre gabeko eta erretako kategoria
bezala hartzen dira, hurrenez hurren.

Algoritmoaren bigarren fasea aurreko laginean oinarrituz probabilitate-funtzioak sortzeaz
eta funtzio hauekin irudiak sailkatzeaz arduratzen da. Erabili beharreko aldagai
bakoitzeko (NBR, NBR2 eta MIRBI, eta NIR) %0 (erre gabe) eta %100 (erreta) arteko balioak
dituen funtzio logistiko bat sortzen da; probabilitate-funtzio hauek datu-serieko irudi
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guztiak sailkatzea ahalbidetzen dute, banda edo indize bakoitzean besteekiko
menpekotasunik gabeko probabilitate-balioak lortuz. Irudi bakoitzeko lau probabilitate-
irudi hauekin beste probabilitate-irudi bat kalkulatzen da batezbesteko haztatuaren bidez,
dagokion banda edo indizearen banakortasunaren karratua erabiliz pisu bezala; banda
baten banakortasuna aldagai batek bi kategoria bereizteko duen ahalmena da (Kaufman
eta Remer, 1994). Banakortasunaren menpeko batezbesteko haztatu honek algoritmoa
tokiko EAen seinale espektralera hobekiago egokitzea ahalbidetzen du, seinale hau
bertako ingurugiro-baldintzen araberakoa baita maiz. Azken probabilitate honi
probabilitate estatikoa deritzo, eta pixel bakoitza dagokion datan erreta zegoen ala ez
adierazten du, aurreko datetan ere erreta ote zegoen kontuan izan gabe. Ondoren, pixel
bakoitzaren probabilitate estatikoak denboran zehar duen bilakaera aztertuz,
probabilitate dinamikoa kalkulatzen da, hau da, pixela erre berria izan eta data honetan
lehen aldiz behatu ahal izan den ala ez dioen probabilitatea. Probabilitate dinamiko honek
balio altua du aurreko datetan probabilitate estatiko baxuak baina kalkulatu nahi den
datan eta ondorengoetan altuak izan baditu. Azkenik, pixel bat erretakotzat jotzen da
probabilitate dinamiko altueneko datan duen balioa %50 baino altuagoa bada. Prozesua
amaitzeko iragazki bat aplikatzen da, erretako pixel isolatuak ezabatu eta EA
konpaktuagoak lortzeko.

Algoritmoa exekutatzen den bakoitzean MGRS tesela batek mugatutako irudi bat lortzen
da, aurrez definitutako hilabetean erre diren azalerekin. Irudi bakoitzak bi banda ditu: pixel
bakoitza urteko zenbatgarren egunean erre zen, 1 eta 365 arteko balioekin (0 balioa erre
ez bazen); eta %50-100 arteko segurtasun-maila erre diren pixelentzat (%0 erre ez
direnentzat). Emaitza UTM Kkoordenatuekin georreferentziatuta dago 10, 20 (S2) edo 30
(Landsat) m-ko bereizmen espazialarekin.

Baliozkotzea

Guztira 50 baliozkotze-eremu aukeratu ziren A2ko VA erreminta erabiliz; hauetatik erdiak
Afrikan kokatuta daude, bertan gertatzen baita mundu osoko suteen %70. Eremu
hauetako bakoitzak 2-12 hilabeteko periodo bat du, 2019an hodei gutxiko irudiak behar
adinako maiztasunarekin dituena. Ondoren, eremu bakoitzeko irudi-bikote bakoitzaren
artean EAen erreferentzia-perimetroak sortu ziren, RP erremintarekin eta 10 m-ko
bereizmen espazialarekin. Aldi berean, baliozkotze-eremu hauetan guztietan algoritmo
automatikoa exekutatu zen, eremu bakoitzari zegokion periodo osoa estaltzeko
beharrezko hilabete guztiak prozesatuz. Hiru aldiz exekutatu zen algoritmoa, bakoitzean
bereizmen espazial ezberdin batekin, eta, beraz, hiru produktu lortu ziren kasu bakoitzean,
BAS2-10 (10 m), BAS2-20 (20 m) eta BAL-30 (30 m) deritzenak. Algoritmo honekin
sortutako hiru produktuak erreferentzia-perimetroekin konparatuz baliozkotu ziren, baita
GEEn eskuragarri dauden bereizmen baxuko produktu bi globalak ere (FireCCI51 eta
MCD64A1, 250 eta 500 m-ko bereizmen espazialarekin, hurrenez hurren).

Lortutako estatistikek erakusten dutenez, erroreak murritzagoak dira bereizmen
espaziala handiagotu ahala. Komisio-erroreak %18-19 artekoak dira FireCCI51 eta
MCD64A1 produktuentzat, baina %11koak BAL-30entzat eta %9 ingurukoak S2 irudietatik
sortutako produktuentzat (BAS2-20 eta BAS2-10). Modu berean, bereizmen baxuko
produktuek %50 baino gehiagoko omisioa zuten, baina %35ekoa BAL-30 produktuak eta
%27-28 artean BAS2-20 eta BAS2-10ek. Neurketa hauexek berberak lurzoru-motaren
arabera ere kalkulatu ziren, eta gure algoritmoa sabanetan eta larreetan zehatzagoa dela
ikusi zen, eta ez hainbeste sastrakadi eta basoetan; emaitza okerrenak nekazal-soroetan
aurkitu ziren. Detektatutako suteen datak VIIRS sute aktiboen (375 m-ko bereizmen
espazialarekin, MODIS hotspot-en 1 km-en aldean) datekin konparatzeak erakutsi zuenez,
bereizmen ertaineko hiru produktuek EAen %81-84 artean sutearen ondoren eskuragarri
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dagoen lehen irudian detektatzen dute (5 egun Sentinel-2 irudien kasuan, edo 8 egun
Landsat datuekin). Bereizmen baxuko produktuei dagokienez, FireCCl51ek antzeko
denbora behar du suteen ehuneko bera detektatzeko (5 egun), baina 2 egun baino ez
MCD64A1ek; azken honek, gainera, suteen %78 detektatzen du lehen egunean bertan.

Gure algoritmoak 10 m-ko bereizmenarekin detektatutako suteak 20 m-rekikoak baino
zehatzagoak izan baziren ere, hobekuntza ez zen 0so nabarmena izan. Gainera, 20 m-ko
bereizmenarekin burutzen du algoritmoak azkarren detekzioa, MGRS tesela batean
hilabete bakoitzeko 4,2 min behar baititu bataz beste; 10 m-rekin prozesatuta, aldiz, 5,9
min, eta 4,5 min Landsat irudiekin eta 30 m-ko bereizmenarekin. Hau dela-eta, EA
Sentinel-2 irudien bidez 20 m-ko bereizmen espazialarekin detektatzeak dirudi algoritmo
honen aukera hoberena.

Proba-eremuak

Baliozkotzea 50 eremutan egin arren, algoritmoak zer moduz funtzionatzen ote zuen
probatu nahi izan zen beste hiru proba-eremu handitan, bakoitzak 5x5 graduko azalera
estaltzen zuelarik. Hiru eremu hauek mundu-mailan sute gehien dituzten hiru
ekosistemetan daude: bat Afrika Erdiko Errepublikan dago, sabana tropikal eta
subtropikalez osatua; bestea, Mexiko eta Guatemala artean kokatuta, oihan tropikalek
osatzen dute gehienbat; eta hirugarrenak baso borealak ditu, Siberian, Baikal lakuaren
iparraldean. Eremu hauetako bakoitzean 2019ko 12 hilabeteetan exekutatu zen algoritmo
automatikoa, EA 20 m-ko bereizmen espazialarekin detektatuz (BAS2-20), hau baita
baliozkotzearen emaitzen eta prozesatze-denboraren artean oreka egokiena duen
bereizmena. Proba-eremuetako emaitzak bereizmen ezberdineko hiru produktu
globalekin konparatu ziren: FireCCI51 250 m-rekin, MCD64A1 500 m-rekin, eta GABAM 30
m-rekin, azken hau Landsat irudien bidez sortua. GABAM produktuak ez du erretako
pixela zein egunetan edo hilabetetan detektatu zen adierazten, zoritxarrez, baina urte
osoan erretako azalerak konparatzeko balio dezake.

Gure BAS2-20 produktuak detektatu zuen erretako azalera handiena hiru proba-
eremuetan, ondoren FireCCI51 eta MCD64A1 zetozen, eta GABAMek zituen azalera
txikienak. Erretako azaleraren ehunekoa ere kalkulatu zen lau produktuetako
bakoitzarentzat, 0,05 graduko gelaxkak dituen sare batean, horrela produktuen arteko
erregresio lineala eta korrelazio espaziala aztertuz. BAS2-20-rekiko korrelazio handiena
MODIS irudietatik eratorritako produktuek zuten (0,48 eta 0,79 arteko r? balioekin),
erregresio-zuzenen maldak 0,75 eta 1,14 artean zeudelarik, baina 1 balioaren azpitik kasu
gehienetan; honek produktu globalek azalera txikiagoak detektatzen dituztela esan nahi
du. GABAM produktuak oso korrelazio txikiak erakutsi zituen (r* < 0,54), 0,30 eta 0,44
arteko maldekin erregresio-zuzenentzat, omisio-errore altuak erakutsiz.

4.5. Artikulu gehigarriak

Aurrez esan bezala, beste lau artikulutan ere parte hartu da tesi hau burutu bitartean,
guztiak EAen detekzioari buruzkoak. Tesiaren ikerketa nagusia osatzen ez badute ere,
artikulu bakoitzaren laburpen bat irakur daiteke atal honetan.

AG1 -algoritmoen arteko konparaketa

A1 lehen artikulurako Sentinel-2 irudietan oinarritutako algoritmo bat garatu zen SHAn
EA detektatzeko. Irudi hauen banda espektralak espektroaren domeinu optikoan daude,
hodeiek energia elektromagnetikoa guztiz islatzen duten uhin-luzeretan kokaturik. Honek
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hodeien azpiko lurrazala behatzea galarazten du, uhinek ezin baitituzte zeharkatu, eta
arazo bihur daiteke eremu hodeitsuetan EA behatu nahi badira. Kasu hauetan
mikrouhinak erabilgarriagoak izan daitezke, hau da, 1 mm eta 1 m arteko uhin-luzera
duen energia, hauek hodeiak zeharkatu eta azpian dagoen beha baitezakete. Banda
espektralak uhin-luzera hauetan dituzten irudiak sistema aktiboek eskuratzen dituzte
normalean, lehenik energia igorriz eta gero lurrazalean islatu eta itzuli dena erregistratuz.
Sentinel-1 (S1) sateliteek, Sentinel-2 bezalaxe ESAren Copernicus programaren barnean
daudenek, sistema aktiboen bidez eskuratzen dituzte beren irudiak.

Artikulu honen helburua hainbat algoritmoren emaitzak konparatzea eta bakoitzak gune
hodeitsuetan EA detektatzeko duen errendimendua zenbatestea da; algoritmo hauek,
batetik, Alen S2 irudi optikoetan oinarritutakoa eta, bestetik, S1 irudiak erabiltzen
dituzten bi dira. Guztien arteko konparaketa Afrikan ekuatorearen eta Sahara
basamortuaren artean kokaturiko 10 ikerketa-eremutan egin zen, sute asko eta hodei
dezente dituztenak (baina %75etik beherako hodeitza, S2 irudietan EA behatzea gehiegi ez
oztopatzeko). Erreferentzia-datuekin buruturiko baliozkotzearen arabera, S2 irudiak
erabiltzen dituen Aleko algoritmoak komisio-errore gutxiago egiten ditu, hodei asko izan
arren. Algoritmo hau lurzoru-mota guztietan orokorki zehatzagoa izan arren, S1 irudietan
oinarrituriko algoritmoetako batek komisio-errore baxuagoa zuen larreetan eta baso
tropikaletan.

AG2 - erreferentzia-datuen datu-basea

EAen produktuak baliozkotu egin behar dira beraien errendimendua ezagutzeko, aurrez
azaldu bezala, bereizmen handiagoko erreferentzia-datuekin konparatuz. Mundu-mailako
erreferentzia-daturik ez dago, ordea, komunitate zientifikoak erabiltzeko prest, eta
berauek sortzea 0so prozesu luzea da, analisi bisual eta eskuzko edizio bidez. Hori dela-
eta, artikulu honetan datu-base bat sortzen da, Burned Area Reference Database (BARD)
deitua, hainbat ikerketatan jadanik sorturiko erreferentzia-datuak dituena, publiko eginak
edonork erabil ditzan. Erreferentzia-datu guztiak Landsat edo Sentinel-2 irudiak erabiliz
sortu ziren, 30 edo 20 m-ko bereizmenarekin, eta formatu berean jarri dira errazago erabili
ahal izateko. Honela, Aleko algoritmoa garatu aurretik eginiko analisi espektralerako
sortutako erreferentzia-datuak bertan sartuta daude, 52 eremutan bi S2 irudiren artean
detektatuak, eta baita artikulu berean FireCCISFD11 produktua baliozkotzeko erabilitako
erreferentzia-datuak ere, Landsat irudiekin 45 baliozkotze-eremutan sortuak.

AG3 - sute txikien emisioak

Alek erakutsi zuenez, bereizmen baxuko MCD64A1 produktuak Afrikan zituen EAek ez
zuten benetan erretako azaleraren zati handi bat atzematen, MODIS irudien 500 m-ko
bereizmenak ezin baitzituen sute txikienak detektatu. Hori dela-eta, artikulu berri honetan
sute txikiei esker erretako azalera osoaren igoera analizatu nahi izan zen, baita orain arte
detektatu gabeko sute hauek landaretza erretzeagatik atmosferara igorritako gasak ere.
FireCCISFD11 produktuak, 20 m-ko bereizmenarekin, ez zuen bereizmen baxuko
produktuekiko aldaketa handirik erakutsi sute handienei zegokienez, baina MCD64A1ek
baino 15 aldiz azalera handiagoa detektatu zuen 100 ha baino gutxiagoko suteak bakarrik
kontuan hartuz gero. FireCCISFD11en laguntzaz zenbatetsitako karbono-emisioak 1,44 Pg
izan ziren 2016 urtean SHAnNn; honen aldean, 0,71 Pg karbono bakarrik igorri zirela
zenbatetsi zen MCD64A1 produktuan oinarrituz, edo 1,09 Pg estatistikoki zenbatetsitako
sute txikien ekarpena kontuan hartuz.
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AG4 - Afrikako EAen bigarren produktua

Aleko FireCCISFD11 produktua ESAren Fire_cci proiektuaren barnean garatu eta sortu
zen, eta SHAN 2016 urtean erretako azalerak erakusten zituen. Proiektu honetan bertan,
beranduago, produktu honen bertsio berri bat sortu da, FireCCISFD20 deitua, eremu
bereko baina 2019 urteko EA detektatzen dituena, eta honen garapena eta emaitzak
azaltzen ditu azken artikulu honek. 2016ko produktuarekiko ezberdintasun
garrantzitsuenak bi dira: a) erabilgarri dauden S2 irudien kopurua bikoiztu egin da, 2019an
bi satelite baitaude (Sentinel-2B espazioratu gabea zen artean 2016an), eta b) bereizmen
handiagoko VIIRS sentsorearen datuetatik eratorritako sute aktiboen produktua
erabiltzen du, MODIS irudien 1 km-ko bereizmenarekin aldean 375 m dituelarik.

Bereizmen baxuko FireCCI51 eta MCD64A1 produktuek baino FireCCISFD20k nabarmen
errore gutxiago zituela ikusi zen Alean bezalaxe, omisioari zegokionez batez ere. 2019
urtean guztira erretako azalera 2016koaren berbera izan zen ia: 4,8 eta 4,9 milioi km?,
hurrenez hurren. Honek FireCCI51 eta MCD64A1ekiko %100 inguruko igoera esan nahi du,
hau da, bereizmen baxuko produktuek EAen erdia baino ez zuten detektatzen, beste erdia
sute txikiek osatzen baitzuten.
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5. Conclusiones

Esta tesis ha cumplido su principal objetivo mediante la creacion de varios procesos y
algoritmos para la deteccion de areas quemadas, basados en imagenes de media
resolucion espacial: Sentinel-2 {10-20 m) y Landsat (30 m). Los tres algoritmos creados a
escala regional (Chile, P3), continental (Africa, P1) y global (P4) son totalmente
automaticos, por lo que no exigen ningun tipo de intervencion por parte del usuario y se
pueden aplicar sistematicamente para detectar AQ de cualquier periodo a partir de las
primeras adquisiciones de imagenes de media resolucion espacial (década de los 80 para
Landsat, finales de 2015 para S2) o productos de fuegos activos {finales de 2000 para los
hotspots de MODIS, 2012 en el caso de VIIRS). Las herramientas BAMT de la P2, en cambio,
requieren de la supervision de un usuario para el entrenamiento del algoritmo, pero los
resultados son mas precisos y permiten generar perimetros de referencia suficientemente
fiables para validar otros productos de AQ.

La primera publicacién (P1) consistié en la creacidén de un algoritmo que detectara AQ en
el Africa subsahariana a partir de imagenes de Sentinel-2 a 20 m de resolucién, y aplicar
dicho algoritmo sobre datos de un aino completo (2016). El proceso consistia en comparar
la imagen de cada fecha con cada una de varias imagenes previas, para asi compensar la
falta de datos en zonas nubladas. En cada uno de estos pares de imagenes se ejecutaba el
proceso principal del algoritmo para detectar AQ. Este proceso se basa principalmente en
la banda de reflectividad del infrarrojo cercano (NIR) vy los indices espectrales MIRBI y
NBR2 de ambas imagenes S2, y en los fuegos activos derivados del sensor MODIS con 1
km de resolucién espacial. Estas bandas e indices de las imagenes fueron seleccionadas
en el analisis espectral realizado inicialmente porque mostraron mayor capacidad de
discriminar areas quemadas de las no quemadas que otras bandas, tanto en las fechas
post-incendio como en las diferencias temporales entre ambas fechas. La banda espectral
NIR vy las dos del SWIR {en las que se basan los indices MIRBI y NBR2) ya han sido
ampliamente usadas en los productos globales de AQ hasta la fecha (Simon et al., 2004;
Tansey et al., 2004; Roy et al., 2008; Giglio et al., 2018; Long et al., 2019; Lizundia-Loiola et
al., 2020). La estrategia de usar los incendios activos para elegir candidatos de pixeles
quemados segln su cercania a los hotspots tampoco es nueva y ha sido empleada en
varios algoritmos (Roy et al., 2008; Alonso-Canas y Chuvieco, 2015; Giglio et al., 2018;
Lizundia-Loiola et al., 2020), ya que ayuda a descartar posibles falsos positivos y reducir
errores de comision. El empleo del producto de incendios activos del sensor VIIRS habria
sido preferible, pero éste alin no estaba disponible cuando se desarrollo este algoritmo.

Gran parte de los errores de comision observados en la validacion del producto
FireCCISFD11 se debe a nubes y sombras de nubes que no se enmascararon
adecuadamente al principio del algoritmo, y que por tanto fueron detectadas como
qguemadas. Ademas, usar diferencias simples entre dos imagenes sin observar la evolucion
en otras fechas adyacentes facilita este tipo de comisién (este problema se soluciona
satisfactoriamente en la P4). Otro origen de comision fueron los campos de cultivo, ya que
su senal espectral antes y después de recoger la cosecha suele parecerse a los cambios
observados en la vegetacion afectada por los incendios; su confusion con las AQ es
también un problema frecuente en otros productos (Goodwin y Collett, 2014; Vanderhoof
et al., 2017; Giglio et al., 2018; Long et al., 2019; Hawbaker et al., 2020). A pesar de todo, los
errores de omision fueron mayores que los de comision, ubicados en areas quemadas de
menor severidad cuya senal espectral no era tan fuerte para detectarlos. Este trabajo
confirmé la importancia de detectar AQ a partir de imagenes de media resolucion, pero
también mostro las altas capacidades de almacenaje y procesamiento de datos que
requiere, ya que se llegd a necesitar espacio de almacenaje de hasta 150 TB para las
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imagenes iniciales y los datos intermedios creados durante la ejecucion del algoritmo.
Debido a esto, todos los siguientes trabajos estan implementados en una plataforma para
procesamiento de datos en la nube, Google Earth Engine (GEE).

La P3 fue un primer intento de implementar un algoritmo automatico regional en GEE en
Chile, a 20 m de resolucion con imagenes de S2. El algoritmo consistia en un clasificador
Random Forest aplicado sobre dos imagenes correspondientes a los periodos pre- y post-
incendio. Debido a que el proceso era muy simple, su ejecucion fue rapida y permitioé
procesar todo el territorio chileno en poco tiempo. Se crearon tres versiones diferentes,
cada una con mas areas de entrenamiento que la anterior, lo que demostro laimportancia
de entrenar bien ambas categorias para una adecuada clasificacion; la categoria mas
complicada de entrenar fue la no quemada. Al igual que en la P1, los errores de comision
mas complejos de eliminar fueron los campos de cultivo, y las nubes y sus sombras no
enmascaradas adecuadamente. Una vez mas, los errores de omision resultaron ser pixeles
quemados de menor severidad, en general ubicados en zonas boscosas.

La cuarta publicacion (P4) trata de solventar los puntos débiles de los algoritmos previos y
asi crear uno global y totalmente automatico en GEE. A diferencia de los dos algoritmos
anteriores, que se basaban en diferencias simples entre dos imagenes correspondientes a
los periodos pre- y post-incendio, en este caso se evalla la evolucion de cada pixel a lo
largo de varias imagenes de la serie temporal. Esto permite evitar errores de comision en
sombras y nubes, ya que su sefal, aunque pueda ser similar, no permanece en fechas
posteriores al contrario de las AQ; al trabajar con diferencias simples estos pixeles suelen
ser detectados como quemados. El algoritmo también es suficientemente flexible para
adaptarse a las caracteristicas espectrales de las AQ en cada ecosistema y region del
planeta: aunque utilice las mismas cuatro bandas e indices espectrales, el algoritmo
analiza la capacidad de cada una para discriminar AQ en cada caso, y otorga mas
importancia a ciertas bandas o indices dependiendo de esta capacidad de discriminacion.
Los primeros dos algoritmos eran mas rigidos en este sentido, ya que el de FireCCISFD11
empleaba umbrales fijos para toda el Africa subsahariana, y el algoritmo de Chile se
basaba en puntos de entrenamiento seleccionados exclusivamente dentro del pais.

Este dltimo algoritmo, ademas, esta disefiado para procesar imagenes de los satélites
tanto Landsat como Sentinel-2, ya que las bandas en ambas imagenes cubren similares
regiones del espectro y son por tanto relativamente comparables. Siempre que haya
imagenes disponibles, puede basarse en cualquiera de los dos conjuntos de imagenes,
detectando asi AQ a una resolucién de 10, 20 o 30 m, dependiendo del tipo de imagen que
se haya usado. Esto permite procesar toda la serie temporal desde 2016 hasta la
actualidad a 10 o 20 m de resolucidon con imagenes S2, o desde 2001 hasta la actualidad
con imagenes Landsat; en realidad hay datos Landsat anteriores a esa fecha, pero el
algoritmo también requiere el producto de incendios activos derivado de datos MODIS
que solo esta disponible a partir del ano 2001. Al estar el algoritmo directamente
implementado en GEE, resulta muy simple elegir el tipo de imagenes y la correspondiente
resolucion.

Los resultados de cada uno de los tres algoritmos han sido comparados con datos de
referencia, aunque sélo FireCCISFD11 y los productos del algoritmo global de la P4 (BAS2-
10, BAS2-20 y BAL-30) han sido comparados con productos de baja resolucion y validados
en realidad (con datos de referencia de mayor resolucion espacial). Tanto los productos de
baja resolucion como los de media resolucion presentan un mayor error de omisién que
de comision. El primer producto presenta errores de comision de 19% y de omision de 26%.
Los tres productos de la Gltima publicacion (P4), en cambio, presentan errores de comision
cercanos al 10%, pero un aumento significativo de la omision a valores entre 27-35%,
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aumentando a medida que la resolucion espacial disminuye. Los productos derivados a
partir de imagenes S2 presentan practicamente los mismos errores en ambas
resoluciones (10 y 20 m), pero las AQ a 20 m son procesadas con mas rapidez; las AQ a 30
m a partir de imagenes Landsat son las que mayores errores contienen. En comparacion,
los errores de los productos de baja resolucién (MCD64A1 y FireCCI51) son mas visibles:
comision entre 20-55% y omision superior al 50%, segun esta misma publicacion y otros
estudios (Padilla et al., 2015; Boschetti et al., 2019; Lizundia-Loiola et al., 2020; Franquesa et
al., 2022a).

El producto FireCCISFD 11 fue la primera vez que se usaban imagenes de media resolucion
en un area tan extensa (casi continental), y demostré que los Unicos productos hasta la
fecha, todos de baja resolucion, estaban omitiendo considerablemente los incendios mas
pequenos y por tanto subestimando la superficie total quemada. Segun FireCCISFD11, la
inclusion de las AQ mas pequenas supuso un aumento del 80% en comparacion con la
superficie detectada por el producto MCD64A1, o de mas de un 50% en comparaciéon con
FireCCI51, frente al aumento de tan solo 32% en el mismo continente estimado por un
estudio previo donde se simulaba la aportacién de los incendios mas pequenos a partir de
incendios activos (Randerson et al., 2012). Este es un dato importante si se tiene en cuenta
que el area de estudio, el Africa subsahariana, contiene el 70% de la superficie quemada
global. En las tres areas de prueba de la P4, el aumento del area quemada en el producto
BAS2-20, aunque menor, es del 35 0 65%, dependiendo de si se compara con FireCCI51 o
MCD64A1 respectivamente.

La Figura 8 compara, en una zona de muestra del suroeste de Mali, varios productos de
AQ: dos productos globales de baja resolucion, y los de media resolucion creados en dos
publicaciones de esta tesis. Las AQ mas grandes presentan tamanos y formas parecidas
en todos los productos, pero los incendios mas pequenos, sobre todo ubicados en el
centro y sur de la zona de muestra, no fueron detectados por FireCCI51 y MCD64A1. Entre
los productos de media resolucion, parece que FireCCISFD11 detecta mejor las AQ, siendo
estas mas compactas que en los tres productos de la P4; esto era algo esperable, ya que el
algoritmo de FireCCISFD11 esta especificamente disefiado para las caracteristicas
espectrales de los incendios africanos, mientras que el algoritmo de la altima publicacion
es global, y tiene que adaptarse a las caracteristicas locales de cada caso en la mejor
manera posible. En cuanto a las fechas detectadas de los incendios, los productos de baja
resolucion suelen detectar las AQ al mismo tiempo o antes que los productos de media
resolucion, debido a la frecuencia de imagenes de cada sensor: un solo dia para las
imagenes MODIS, pero 10 dias para Sentinel-2 (en 2016 sélo habia un satélite todavia) y 8
dias para Landsat (combinando los satélites Landsat-7 y -8). Asi, al adquirir el sensor
MODIS imagenes con mayor frecuencia, es mas probable que observe antes un area
quemada que los satélites S2 y Landsat. Cabe destacar que las areas quemadas a
principios de diciembre no fueron detectadas hasta finales del mismo mes por el producto
FireCCISFD11, aunque los mapas BAS2-10 y BAS2-20, creados a partir de las mismas
imagenes S2, no muestren este retraso.
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Figura 8. Comparacién de varios productos en una zona de muestra, ubicada en el suroeste de
Mali, con areas quemadas a finales de 2016. Las imagenes a-f muestran composiciones en falso
color para las siguientes fechas: 21 de septiembre, 11 de octubre, 31 de octubre, 20 de
noviembre, 10 de diciembre y 30 de diciembre, separadas entre si por 20 dias. A continuacion se
muestran los productos de baja resolucion FireCCI51 (g) y MCD64A1 (h), y los mapas creados
durante esta tesis: FireCCISFD11 (i) en la P1,y BAS2-10 (j), BAS2-20 (k) y BAL-30 (I) en la P4. Las
fechas de la deteccion de los incendios en la leyenda corresponden a las imagenes en color a-f.

33



Por ultimo, es importante recalcar que las herramientas BAMT de la P2 permiten a
cualquier usuario que disponga de una cuenta de Google Earth Engine crear mapas de AQ
de media resolucién espacial en regiones extensas como un pais, o incluso en un
continente, y ademas generar perimetros de referencia para validar estos mapas (o algun
otro producto de AQ). Los procesos para detectar AQ (tanto cartografias extensas de AQ
como perimetros de referencia) consisten en una supervision clasificada, y son una
continuacion del software BAMS (Bastarrika et al., 2014) con varias mejoras: se basan
exclusivamente en una plataforma no comercial, se permite trabajar con imagenes S2,y el
algoritmo se basa en un clasificador mas robusto (Random Forest) permitiendo el
entrenamiento de la categoria quemada y no quemada (en BAMS Unicamente se podia
entrenar la categoria quemada). La herramienta para la seleccion de areas de validacion
es también la primera implementacion de la metodologia de muestreo estratificado
aleatorio (Padilla et al., 2017) que se puede acceder de forma libre. La validez de estas
herramientas fue confirmada en dos casos practicos. En Australia, las AQ detectadas a
partir de imagenes Landsat a 30 m de resolucion fueron validadas con datos de referencia
creados con imagenes S2 a 20 m, y se obtuvieron errores alrededor del 10%, los mas bajos
de todos los trabajos realizados en esta tesis doctoral. En el caso de Canada, los resultados
no fueron validados pero si comparados con datos oficiales canadienses, y nuestras AQ
resultaron ser visualmente mas precisas.

Disefiar estas herramientas y aplicarlas en casos reales permitid6 comprender mejor las
limitaciones de la plataforma GEE. Por un lado, se ha demostrado que las herramientas
desarrolladas permiten generar una cartografia de AQ en una extension de varios
millones de km? procesando en unos pocos dias ingentes cantidades de imagenes
equivalentes a varios TB de datos, aunque el proceso de entrenamiento del clasificador
requiere de bastante tiempo y paciencia por la cantidad de informacion que debe
gestionar. Por otro lado, la mayoria de los algoritmos de AQ desarrollados durante esta
tesis doctoral aplica un proceso donde primero se identifican las semillas (pixeles con una
sefal fuerte de estar quemados), y luego se expanden las regiones a su alrededor hasta
llegar a cierto valor de corte. De entre todas las funciones disponibles en GEE, la mejor
opcion encontrada para implementar esta cartografia en dos fases fue vectorizar el
resultado para identificar los poligonos que no contenian ninguna semilla y eliminarlos;
sin embargo, la vectorizacion de una capa raster consume mucha memoria en GEE, y en
algunos casos excede el limite disponible para cada usuario. Por ultimo, la herramienta
para la seleccion de areas de validacion esta aln bastante limitada por las propias
limitaciones de memoria de GEE a la hora de consultar todo el catalogo de imagenes.
Conocer estas limitaciones result6 valioso para los trabajos de la Gltima publicacion (P4),
también implementada en GEE.

Como resumen, se ha logrado mejorar la deteccion de AQ a partir de imagenes de media
resoluciéon espacial, en el rango de 10-30 m. Si bien dos de los algoritmos son regionales o
continentales y el Unico algoritmo global necesita una mayor investigacion para ser
aplicado operativamente, se espera lanzar en un breve espacio de tiempo el algoritmo a
escala global. Ha quedado demostrada también la importancia de detectar AQ a estas
resoluciones espaciales, ya que los productos de baja resolucién omiten una buena
proporcion de los incendios. Segun datos extraidos de la P1, la inclusion de incendios
pequefos en Africa aumenta en un 80% la superficie quemada total con respecto a
MCD®64AT; en las tres areas de prueba de la P4, el aumento, aunque menor, es entre el 35y
el 65%, dependiendo de si se compara con FireCCI51 o MCD64A1. La inclusion de estos
incendios permitira conocer mejor los impactos que tiene en la sociedad y estimar los
gases y aerosoles emitidos a la atmosfera con mayor precision (PA3), de cara a una
modelizacion mas precisa del cambio climatico. Por ultimo, las herramientas BAMT
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permiten a cualquier usuario crear sus propios mapas de AQ, asi como validar estos
mapas u otros productos mediante la creacion de perimetros de referencia de gran
precision. Mientras se esta redactando esta tesis, este articulo lleva ano y medio
publicado, y las herramientas estan empezando a ser utilizados en otros estudios
(Chuvieco et al., 2022; Franquesa et al., 2022a, 2022b; Majdalani et al., 2022).

De esta tesis doctoral se pueden extraer dos lineas futuras principales de investigacion. La
primera gira en torno al desarrollo de las herramientas BAMT. Estas, aunque ya estan listas
para ser usadas por la comunidad cientifica, requieren de una investigacion mas profunda
de cara a mejorar su rendimiento, tanto en lo que se refiere a la seleccion de areas de
validacion, asi como en la implementacion de los algoritmos en dos fases en formato
raster y evitando asi la vectorizacion.

La segunda linea, mas importante, deberia enfocarse en finalizar el algoritmo preliminar
publicado (P4) de manera que éste pueda ser aplicado de forma sistematica y global. Por
un lado, deberia mejorarse la implementacion en dos fases, contemplada también para
las herramientas BAMT. Por otro lado, la sustitucion del producto de fuegos activos VIIRS
también podria mejorar los resultados, debido a su mayor resolucion espacial de 375 m
frente a 1 km de los hotspots MODIS que se usan actualmente. Idealmente, el algoritmo de
deteccion de AQ deberia ser independiente de los fuegos activos, siguiendo el enfoque de
GABAM, el Gnico algoritmo automatico global que no depende de ellos; el resto de
estudios que tiene dicha independencia son algoritmos locales o regionales (Liu et al.,
2018; Filipponi, 2019; Roy et al., 2019; Hawbaker et al., 2020; Llorens et al., 2021; Pinto et al.,
2021). Para prescindir de los fuegos activos, deberia utilizarse una ingente cantidad de
datos de muestra de manera que el sistema fuera suficientemente robusto como para
entender la senal de los incendios en diferentes ecosistemas y fechas, evitando la
confusion con otras cubiertas. En este sentido, métodos basados en el aprendizaje
automatico (en inglés maching learning) y el aprendizaje profundo (en inglés deep
learning) podrian resultar extremadamente Utiles; de hecho, recientemente se han
publicado varios estudios que emplean estas técnicas para la deteccion de AQ (Knopp et
al., 2020; Hu et al., 2021; Martins et al., 2022; Prabowo et al., 2022).
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7. Akronimoen zerrenda

Honako hauek dokumentu honetan erabilitako akronimo guztiak dira. Testuan zehar
euskara eta gazteleraren arteko hizkuntza-aldaketengatik akronimoa bi modutan
azaltzen denean, beste hizkuntzan dagokion forma ere adierazi egin da.

AG1 lehen artikulu gehigarria es: PA1
AG2 bigarren artikulu gehigarria es: PA2
AG3 hirugarren artikulu gehigarria es: PA3
AG4 laugarren artikulu gehigarria es: PA4
AQ areas quemadas eus: EA
A1l lehen artikulua es: P1
A2 bigarren artikulua es: P2
A3 hirugarren artikulua es:P3
A4 laugarren artikulua es: P4
BAECV Burned Area Essential Climate Variable

BAMS Burned Area Mapping Software

BAMT Burned Area Mapping Tools

BARD Burned Area Reference Database

CE Commission Error

CEOS-LPSV Committee on Earth Observing Satellites’ Land Product Validation
Subgroup

CONAF Corporacion Nacional Forestal

DC Dice coefficient

EA erretako azalerak es: AQ
ESA European Space Agency

ETM+ Enhanced Thematic Mapper Plus

FIRMS Fire Information Resource Management System
GABAM Global Annual Burned-Area Map

GEE Google Earth Engine

GIS Geografia-Informazioko Sistemak

MERIS Medium Resolution Imaging Spectrometer
MGRS Military Grid Reference System

MIR Middle Infrared

MIRBI Mid-Infrared Burned Index

MODIS Moderate Resolution Imaging Spectroradiomater
MSI Multispectral Instrument

MSS Multispectral Scanner

NASA National Aeronautics and Space Administration
NBR Normalized Burn Ratio

NBR2 Normalized Burn Ratio 2
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NDII
NDVI
NIR
OE
OLCI
o
P1

P2

P3

P4
PA1
PA2
PA3
PA4
RANBR
relB
SCL
SFD
SHA
SWIR
S2
S2A
S2B
TIR
™
USGS
UTM
VIIRS

Normalized Difference Infrared Index
Normalized Difference Vegetation Index
Near Infrared

Omission error

Ocean and Land Colour Instrument
Operational Land Imager

primera publicacion

segunda publicacion

tercera publicacion

cuarta publicacion

primera publicacion

segunda publicacion

tercera publicaciéon

cuarta publicacion

relative delta NBR

relative bias

Scene Classification

Small Fire Database

Saharaz hegoaldeko Afrika

Short Wave Infrared

Sentinel-2

Sentinel-2A

Sentinel-2B

Thermal Infrared

Thematic Mapper

United States Geological Survey

Universal Transverse Mercator

Visible Infrared Imaging Radiometer Suite

eus: Al
eus: A2
eus: A3
eus: A4
eus: AG1
eus: AG2
eus: AG3
eus: AG4
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ARTICLE INFO ABSTRACT

A locally-adapted multitemporal two-phase burned area (BA) algorithm has been developed using as inputs
Sentinel-2 MSI reflectance measurements in the short and near infrared wavebands plus the active fires detected
Msl by Terra and Aqua MODIS sensors. An initial burned area map is created in the first step, from which tile
Bur,ned Area Mapping dependent statistics are extracted for the second step. The whole Sub-Saharan Africa (around 25 M km?) was
I?ifrr;za processed with this algorithm at a spatial resolution of 20 m, from January to December 2016. This period covers
two half fire seasons on the Northern Hemisphere and an entire fire season in the South. The area was selected as
existing BA products account it to include around 70% of global BA. Validation of this product was based on a
two-stage stratified random sampling of Landsat multitemporal images. Higher accuracy values than existing
global BA products were observed, with Dice coefficient of 77% and omission and commission errors of 26.5%
and 19.3% respectively. The standard NASA BA product (MCD64A1 c6) showed a similar commission error
(20.4%), but much higher omission errors (59.6%), with a lower Dice coefficient (53.6%). The BA algorithm was
processed over > 11,000 Sentinel-2 images to create a database that would also include small fires (< 100 ha).
This is the first time a continental BA product is generated from medium resolution sensors (spatial resolu-
tion = 20 m), showing their operational potential for improving our current understanding of global fire im-
pacts. Total BA estimated from our product was 4.9 M km?, around 80% larger area than what the NASA BA
product (MCD64A1 c6) detected in the same period (2.7 M km?). The main differences between the two products
were found in regions where small fires (< 100 ha) account for a significant proportion of total BA, as global
products based on coarse pixel sizes (500 m for MCD64A1) unlikely detect them. On the negative side, Sentinel-2
based products have lower temporal resolution and consequently are more affected by cloud/cloud shadows and
have less temporal reporting accuracy than global BA products. The product derived from S2 imagery would
greatly contribute to better understanding the impacts of small fires in global fire regimes, particularly in tro-
pical regions, where such fires are frequent. This product is named FireCCISFD11 and it is publicly available at:
https://www.esa-fire-cci.org/node/262, last accessed on November 2018.

Keywords:
Sentinel-2

1. Introduction Satellite Earth observation is extensively used to detect burned areas

(BA) and active fires. BA detection is commonly based on the effects of

Biomass burning is a key element of the terrestrial carbon cycle and
a significant source of atmospheric trace gases and aerosols (Andreae
and Metlet, 2001). Depending on their size, location and timing, fires
significantly modify land surface properties, influence atmospheric
chemistry and air quality, through aerosol and gas emissions, while
modifying albedo by land use transformations (Bowman et al., 2009).
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fire on vegetation reflectance, while the detection of active fires is
mainly based on the thermal contrast between burnings and the back-
ground (Giglio et al., 2016; Schroeder et al., 2016, 2014). In recent
years, several global burned area (BA) products have been made
available to the international community. The first released were the
Global Burned Area 2000-GBA2000 (Tansey et al., 2004), and
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Fig. 1. Biome distribution for the study area according to Olson et al. (2001) for the Copernicus Sentinel-2 tiling system.

GLOBSCAR (Simon et al., 2004), both from European sensors, which
were followed by the Globcarbon (Plummer et al.,, 2006), L3JRC
(Tansey et al., 2008), and more recently by the Copernicus Land Burned
Area. The first NASA BA product was based on the MODIS sensors:
MCD45A1 (Roy et al., 2008) and more recently the MODIS MCD64,
which is now the standard NASA BA product (last version released is
collection 6: Giglio et al., 2018). From the previous version of this
product (c5), the burned component of the Global Fire Emissions Da-
tabase-GFED was delivered (Giglio et al., 2010). Within the European
Space Agency (ESA)'s Climate Change Initiative, several global BA
products have been recently releases: FireCCI31 and FireCCI41, based
on the MERIS sensor (Alonso-Canas and Chuvieco, 2015), and
FireCCI50, based on MODIS 250 m red and near infrared reflectances
(Chuvieco et al., 2018).

All currently existing global products are based on coarse spatial-
resolution sensors including MERIS (300 m), MODIS (250 m-500 m)
and AVHRR or VEGETATION (around 1000 m). With those pixel sizes,
detection of small fires (< 100 ha) becomes very challenging. Although
small fires are usually less catastrophic than large fires, they still play a
significant part in land use transformation and total emissions from
fires, particularly in tropical regions, where fires tend to be human
driven, either for agricultural expansion, grazing purposes or hunting
(Grégoire et al., 2013; Hantson et al., 2015). Extrapolating relations
between active fires and small burn patches, Randerson et al. (2012)
estimated that 26% of the global BA was the result of small fires, which

would imply increasing total BA area by 1.2Mkm?/year. The same
study estimated that 24% of African BA came from small fires
(O.78Mkm2/year). However, Hantson et al. (2013) has shown that
active fires may have missed up to 80% of all fires in tropical regions,
which add up to 50% of the total BA. Additionally, when comparing the
accuracy of different global BA products (MCD45A1, MCD64A1 and
FireCCI31) with reference perimeters derived manually from Landsat
data, omission errors showed to be higher than 65% for the tested
products (Padilla et al., 2015). All these omissions cause an under-
estimation on the greenhouse gas emissions to the atmosphere, which
should improve if small burned areas were taken into account.

The increasing availability of medium spatial resolution sensors
such as Landsat-OLI (30m) or Sentinel-2 Multi Spectral Instrument
(MSI) (10m) may soon overcome those limitations to detect smaller
fires, making possible a more accurate estimation of global BA. Several
local/regional burned area algorithms based on Landsat TM/ETM +
images were developed in the last decade (Bastarrika et al., 2011;
Goodwin and Collett, 2014; Stroppiana et al., 2015, 2012). Only recent
studies have suggested the use of medium resolution sensors to generate
global BA products. This was the case of the MODIS-Landsat data fusion
product by Boschetti et al. (2015), or the US conus BA product gener-
ated from Landsat historical archives (Hawbaker et al., 2017). One of
the main limitations of using these sensors for BA mapping is their poor
temporal resolution (8 days if both Landsat-7 and 8 are used), which
makes BA detection in tropical ecosystems challenging, due to
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significant cloud cover and short post-fire signal persistence. With the
launch of the two Sentinel-2 missions and a 5-day revisiting frequency
(at the equator), this problem will be mitigated, even more if the
Landsat-8 and Sentinel-2 data are integrated.

In this paper we present a new BA algorithm adapted to MSI char-
acteristics and its implementation on a very large area and an entire fire
season to test the operational potential for producing continental scale
BA datasets from S-2 MSI data. This algorithm was developed in the
framework of the Climate Change Initiative programme of the ESA. For
this reason, we have selected the Sub-Saharan Africa (SSA) region as
study case, as it is the most burned continent and produces the larger
gas emissions (Chuvieco et al., 2018; Van Der Werf et al., 2017). The
whole 2016 year was processed, including the whole fire season in
Southern Hemisphere Africa (SHAF), and two half fire seasons in the
Northern Hemisphere (NHAF).

2. Methods
2.1. Study area

The BA Algorithm for the MSI sensor has been tested in the SSA
(Sub-Saharan Africa) covering the latitudes from 25°N to 35°S (Fig. 1).
Although fires affect a variety of ecosystems and locations, the current/
existing global BA products showed that Africa is the most affected
continent by biomass burning, comprising up to 70% of all the area
burned worldwide (Chuvieco et al., 2016, 2018; Giglio et al., 2013).
Fires occur in the corresponding dry season in both the Northern and
Southern Hemispheres, being these seasons from October to March
north to the Equator and from May to October in the south. Although
African fires show a strong variability, particularly in seasonal and daily
cycles, most fires detected by Terra and Aqua MODIS (around 90%)
were detected during the day (Giglio et al., 2006a). Fires are also af-
fected by land cover changes as the transformation of natural vegeta-
tion to croplands, decreasing the total burned area after the conversion
(Grégoire et al., 2013).

Most fires in this region are caused by human activities for the
management of crops, grazing and hunting (Grégoire et al., 2013; Lewis
et al., 2015). This area includes several biomes (Olson et al., 2001):
tropical forest (especially around the equator), tropical and subtropical
savanna (in subtropical areas), temperate grassland and savanna,
Mediterranean forest (in southern Africa), and other residual biomes
(mainly arid regions).

2.2. Data

2.2.1. Active fire data

Several BA algorithms combine detection of hotspots and changes in
reflectance over time to better discriminate burned pixels, as the
thermal contrast of fires is often more noticeable than their impact on
reflectance changes (Alonso-Canas and Chuvieco, 2015; Boschetti et al.,
2015; Fraser et al.,, 2000; Giglio et al., 2009; Giglio et al., 2006b;
Pereira et al., 2017). Active fire data for development of the BA algo-
rithm were obtained from the Moderate Resolution Imaging Spectro-
radiometer (MODIS) sensor, comprising 1km detections from the
combined 4 overpasses of the sensor on the Aqua and Terra satellites.
The precise coordinates of the hotspots were downloaded from the Fire
Information for Resource Management System (FIRMS) (https://firms.
modaps.eosdis.nasa.gov/download/, last accessed on November 2018).
The data come from the Collection 6 Near Real Time (NRT), extracted
from the standard MCD14ML fire product produced at the MODIS Fire
Science Computing Facility (SCF). Active fires were not filtered de-
pending on the quality layer.

2.2.2. Copernicus Sentinel-2 MSI
Sentinel-2 (S2) is an Earth observation mission developed by ESA as
part of the Copernicus Programme to acquire terrestrial observations in
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support of environmental services and natural disaster management
(Drusch et al., 2012). The mission includes two identical satellites, S2-A
(launched in June 2015) and S2-B (launched in March 2017), providing
complementarity for the current SPOT and Landsat missions. The main
sensor is the MultiSpectral Instrument (MSI), a pushbroom scanner that
provides a wide spectral coverage over the visible, near infrared (NIR)
and short-wave infrared (SWIR) domains (amounting to 13 spectral
bands), with medium spatial resolution (from 10 m to 60 m depending
on the wavelength) and a wide field of view (290km) (ESA, 2011)
(https://earth.esa.int/documents/247904,/685211/Sentinel-2_User_
Handbook, last accessed on November 2018). This makes possible a
global coverage of the Earth's land surface (between 56°S and 83°N
latitudes) every 10 days with one satellite and every 5 days with 2 sa-
tellites. In this analysis only S2-A data were used because S2-B data
were not yet available when we started the processing of the BA pro-
duct.

The input data for our BA algorithm was the Level-1C product. This
product includes Top-Of-Atmosphere (TOA) reflectances with sub-pixel
multispectral registration in UTM projection and WGS84 geodetic
system in tiles of 100 X 100 km. The data were downloaded from the
Sentinel Scientific Data Hub (https://scihub.copernicus.eu, last ac-
cessed on November 2018), free of charge. The images were atmo-
spherically corrected using the algorithm ‘sen2cor’ v2.2.1 issued as part
of the standard Sentinel-2 Toolbox (downloadable from http://step.esa.
int/main/third-party-plugins-2/sen2cor/, last accessed on November
2018). This algorithm generates Bottom of Atmosphere (BOA) re-
flectance images, as well as several products such as Aerosol Optical
Thickness, Water Vapor and Scene Classification maps (SCL). From
these layers, only SCL was used to mask defective pixels and clouds.

2.3. Spectral analysis

A spectral sensitivity analysis was carried out as a first step for the
BA algorithm development to determine which bands and/or spectral
indices were the most suitable for BA detection. Reference perimeters
from 2016 located in 52 S2 tiles systematically distributed through all
Africa were visually created using BAMS (Burned Area Mapping
Software) methodology (Bastarrika et al., 2014), which consists in a
trained classification to detect burned areas between images from two
dates.

For each reference location 20,000 random sample points were
extracted from burned and unburned categories to analyze their spec-
tral distribution (10,000 samples for each category). The unburned
class contains every pixel that could not be classified as burned, water,
cloud or cloud shadow: urban areas, bare areas, unburned vegetated
areas, and even burned areas that were already burned in the pre-fire
date. The spectral sensitivity analysis was computed for 9 MSI bands
(all bands processed at 20 m by sen2cor) as well as several common
spectral indices used in BA algorithms (Bastarrika et al., 2011; Chuvieco
et al., 2002; Huang et al., 2016; Smith et al., 2007; Stroppiana et al.,
2012; Veraverbeke et al., 2011), covering the Visible/NIR, the NIR/
Short SWIR and the Short SWIR/Long SWIR spectral spaces:

e Visible/NIR space: Enhanced Vegetation Index (EVI) (Huete et al.,
1994), Normalized Difference Vegetation Index (NDVI) (Rouse
et al., 1974), Global Environment Monitoring Index (GEMI) (Pinty
and Verstraete, 1992), Burned Area Index (BAI) (Martin and
Chuvieco, 1998), Soil-Adjusted Vegetation Index (SAVI) (Huete,
1988).

o NIR/SWIR space: Modified Burned Area Index (BAIM) (Martin et al.,
2005), Normalized Burn Ratio (NBR) (Key and Benson, 1999).

e Long SWIR/Short SWIR space: Mid-Infrared Burned Index (MIRBI)
(Trigg and Flasse, 2001), Normalized Burned Ratio 2 (NBR2)
(Garcia and Caselles, 1991).

Spectral sensitivity analyses were performed for both post-fire
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values and multitemporal differences (post-fire and pre-fire values
subtraction). Both parametric and non-parametric analyses were car-
ried out, as recommended by different authors (Gomez et al., 2016;
Huang et al., 2016). The parametric separability index (M) that was
defined as follows (Kaufman and Remer, 1994; Lasaponara, 2006;
Smith et al., 2007):

— |:ub - luubl
0p + Oup (@)

where 1, and i, are the mean values of burned and unburned samples
and oy, and oy, the corresponding standard deviations. The separability
between classes is generally considered poor when the M index is lower
than 1, while M higher than 1 indicates a good separability (Kaufman
and Remer, 1994).

The non-parametric analysis was based on the Random Forest (RF)
Classifier, which provides an importance score for each input variable
(https://scikit-learn.org/stable/modules/generated/sklearn.ensemble.
RandomPForestClassifier.html, last accessed on November 2018). This
score measures the total decrease in node impurity averaged over all
tress of the ensemble and can be used to rank the importance of that
variable in relation to the others in the classification.

The results shown in Fig. 2 are the averages of the values of 52 S2
tiles where reference perimeters were generated.

The Mid-Infrared Burned Index (MIRBI, Eq. (2)) and the Normalized
Burned Ratio 2 (NBR2, Eq. (3)) were found to have the highest M value
between burned and unburned categories, and this behaviour is also
confirmed with the RF importance score.
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NBR2 = Pswirs — PswirL
Pswirs T+ PswirL 3

where pswmre and pswirs are, respectively, Short Wave Infrared Long
reflectance and Short Wave Infrared Short reflectance, both adimen-
sional, and corresponding to B12 and B11 bands of MSI sensor.

Both indices were finally selected for the BA algorithm definition,
although they rely on the same spectral bands (Short and Long SWIR
bands, B11 and B12 for S2 images) because of the different distributions
of the burned/unburned category (Fig. 3), being NBR2 much more
homogeneous; this different behaviour is important when defining the
contextual stage of the algorithm when defining background (not
burned)/foreground (burned) cut-off values to maintain low commis-
sion errors. The ability of the SWIR bands when emphasizing the
burned/unburned in African environments has previously been noted,
as they are less influenced than the visible bands by scattering and are
well associated to post-fire impacts (Pereira et al., 1999; Smith et al.,
2007).

Apart from NBR2 and MIRBI, the NIR variable was also selected
(B8A band for MSI images): adding post variables is important to re-
duce changes not related to fire (specially for differentiate from crop-
lands) and this variable is shown to be one of the most significant with
the second M higher value (after MIRBI) and the fourth higher RF score
(after the BAI index that it is highly correlated with the NIR). The NIR
spectral region is known to play an important role when mapping
burned areas and is also the most stable along ecosystems (Huang et al.,
2016; Pereira et al., 1999).
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Fig. 2. M separability index (first row) and Random Forest importance score (second row) mean values from 52 reference tiles sorted in descending order. The left
column shows the multitemporal difference variables while the right column shows the post-fire values.
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Fig. 3. Spectral distribution of burned and unburned categories for MIRBI, NBR2 and NIR multitemporal difference and post-fire values.
2.4. Algorithm 2.4.2. Hotspots confirmed burned pixels (HCBP)

2.4.1. General overview

The proposed BA algorithm compared two consecutive Sentinel-2
acquisitions by calculating burned probability using MIRBI and NBR2
spectral indices and the NIR band derived from the L2A product
(Fig. 4). The algorithm estimated an initial BA based on fixed thresh-
olds, which were overlaid with the MCD14ML hotspots detected be-
tween the time-lapse of the two MSI acquisitions in order to define the
regions with a very high likelihood of being burned. Those BA areas
confirmed by hotspots were used to obtain tile dependent statistical
thresholds for each predictive variables in a two-phase burned strategy,
following a modified method from Bastarrika et al. (2011).

A mask of ‘not burnable’ areas was produced using the Scene
Classification Layer (SCL) generated by ‘sen2cor’, corresponding mostly
to unobserved areas (clouds and cloud shadows) and water bodies. The
pixels that satisfy the following criteria were masked out for further
processing:

® No data, saturated pixels, water and snow.

e Medium-high probability clouds and thin cirrus with a dilation of
5 pixels (100 m) were used in order to obtain a more robust cloud
mask, to be applied to the image pair under consideration (low
probability clouds were not classified as not burnable, since they
included a very significant quantity of burned areas).

e Dark area pixels and cloud shadows of the SCL were not used on the
mask for the same reason as low probability clouds and because
many burned pixels in the savannas fall in these categories. A fixed
criterion based on the post-fire [to] Long SWIR band (B12) was used
instead. Burned areas and shadows were well separated by a re-
flectance value of 0.07, so pixels where B12 < 0.07 were con-
sidered cloud shadows and therefore removed from further proces-
sing.

In the first stage of the algorithm a set of burned pixels that satisfied
a fixed criteria were selected, whence tile based statistics could be used
at the second stage. To ensure initially detected pixels were in fact
burned, they had to fulfill certain conditions (described below) and had
a MODIS hotspot in the neighborhood. All the hotspots, regardless the
detection confidence and sensing angle were selected because they
were only used to confirm the spectral change observed in the Sentinel-
2 imagery.

Assuming two consecutive Sentinel 2 tiles ([t;] and [t,]), a pixel was
labeled as Hotspots confirmed burned pixels (HCBP) if it satisfied all the
following conditions:

e MIRBI ([t,]) > tile mean MIRBI ([t,])

e MIRBI difference ([t;] — [t;]1) > 0.25

® NBR2 ([t,]) < tile mean NBR2 ([t5])

o NBR2 difference ([to] — [t;]) < —0.05

e NIR ([t;]) < tile mean NIR ([t5])

e NIR difference ([t,] — [t;]) < —0.01

e It had a MODIS hotspot in between ([t;]) and ([t3]) in the 1000 m
vicinity of that pixel

e It was part of a patch larger than 30ha (750 pixels), which was
observed to be the minimum area necessary to assure that it was
actually a burned patch and no other unburned artifacts.

The thresholds for MIRBI, NBR2 and NIR multitemporal difference
(0.25, —0.05 and —0.01 respectively) were obtained analyzing the cut-
off points of the probability distributions of the burned and unburned
category at the 52 reference sites cited in Section 2.3. For the post-fire
variables, the mean of the whole tile was selected as threshold, ob-
taining and adaptive thresholds that helped reducing the commission
errors of those pixels that fulfilled the multitemporal criteria (for ex-
ample at croplands).

The aim behind this first stage of the algorithm was to obtain a set of
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Fig. 4. Flowchart of the BA algorithm applied to two time-consecutive S-2 acquisitions.

pixels highly likely to be burned given that an active fire was observed
in the vicinity, and a spectral change according to a fire event was
shown. The remaining pixels were considered as unburned pixels. This
initial classification was used to have foreground (burned) and back-
ground (unburned) probability distributions for each tile and period
that were used in a following two-stage process.

2.4.3. Burned seeds (BS)

Burned seeds (BS) were obtained assigning as thresholds the S5thand
95thpercentiles of HCBP, depending on whether a particular variable
higher or lower the values after a fire, respectively. A pixel was iden-
tified as a BS if it satisfied all the following rules:

e MIRBI ([t;]) > MIRBI 5th percentile HCBP ([t5])

e MIRBI difference ([tz] — [t;]) > MIRBI 5th percentile HCBP ([t,]-
[tD

e NBR2 ([ty]) < NBR2 95th percentile HCBP ([t5])

o NBR2 difference ([tz] — [t;]1) < NBR2 95th percentile HCBP ([t,]-
[tD

® NIR ([t,]) < NIR 95th percentile HCBP ([t,])

e NIR difference ([tz] — [t;]) < NIR 95th percentile HCBP ([t2]-[t1])

2.4.4. Second stage probability of burn (SSPB)

The second stage probability of burn (SSPB) was focused on redu-
cing the omission error (Bastarrika et al., 2011) and it was based ex-
clusively on MIRBI and NBR2 multitemporal difference variables given
that they had shown a much higher importance than the post-fire
variables according to the RF score. For the same reason the NIR
variable was not introduced either to avoid increasing omission errors.

The main purpose in this stage was to define a mathematical func-
tion that would make the transition from 0% (unburned pixels) to 100%
(burned pixels) probability. A logistic function was used for this pur-
pose, which provided a smooth transition between the two classes. This
approach was already used in other BA studies (Bastarrika et al., 2011;
Fraser et al., 2002; Koutsias and Karteris, 2000; Pu and Gong, 2004).
The logistic functions for MIRBI and NBR2 differences are s-shaped and
z-shaped, respectively, to reflect the fact that the former increases its
values when an area is burned while the latter decreases (Fig. 5). To
calculate the lower and upper boundaries on the logistic curve, corre-
sponding to 0% and 100% probabilities, different percentiles were ex-
tracted from the sets of burned and unburned pixels of HCBP. 90th
(MIRBI difference) and 10th (NBR2 difference) percentiles of unburned
pixels were set as the 0% probability, and the 50th percentile of burned
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Fig. 5. Two sample logistic curves, with the s-shape for MIRBI difference and z-shape for NBR2 difference, taken from tile 28PET, period December 22, 2015/January
11, 2016. The initial thresholds are those extracted from the spectral analysis and applied to HCBP.

pixels was used for the 100% value. There is no symmetry between the
percentiles of both categories; anomalies were found in the set of
burned pixels when it was formed by a limited number of pixels, so a
more “central” percentile (50th, the median) is used to avoid this effect.

The final second stage probability of burn (SSPB) was obtained by
multiplying them, considering MIRBI and NBR2 probabilities were in-
dependent.

2.4.5. Final burned probability map

The BS and SSPB image were used to get the Final Burned
Probability Map (FBPM) in a two-step focus trying to balance omission
and commission errors. Unlike in Bastarrika et al. (2011), the two step
process in this algorithm did not use a region growing method but a
cost-path based approach as the SSPB image is a continuous space. For
each SSPB pixel higher than O probability value, the final burned
probability was the minimum probability of the route crossing prob-
abilities as high as possible from that pixel towards the BS. If pixel near
a seed was considered, the probability was high (the minimum prob-
ability that crossed the path between both is high), while when that
pixel was far away from the seeds, that probability tended to be low
given that crossed low probability burned regions.

2.4.6. Temporal application of the algorithm

Extending the temporal application of the algorithm (the definition
until now has been limited to two consecutive scenes named [t;] and
[t2]), the final set of burned pixels was created by comparing each
image [t,] to the preceding four acquisitions [t,_1, ty_2, th—3, th—4].
The main objective was to fill unobserved areas (masked as detailed in
Section 2.4.1) in the previous images. This gap filling process is illu-
strated in Fig. 6 (although with only 3 pre-fire dates). If the acquisition
at [t,] were compared only with the first preceding image ([t,—11),
most burned pixels hidden by clouds in the [t,_;] image would have
been masked and they wouldn't be included in the final BA product.
Taking into account more preceding images as comparison source the
masked areas were filled using the latest pre-fire reference. Only the
pair of images with > 5km? (12,500 pixels) of observed (unmasked)
areas and at least one active fire between the two dates were processed
to improve the computation performance and avoid acquisitions with a
higher probability to commit commission errors; otherwise it was as-
sumed that it did not contain any burned pixel within that period.

2.4.7. Processing environment
The described BA algorithm was implemented on Calvalus proces-
sing system developed by Brockmann Consult Gmbh, Germany (http://

www.brockmann-consult.de/calvalus, last accessed on November
2018). The pre-processing consisted on running ‘sen2cor’ processor for
11,054 S2 MSI tiles, amounting for 63 TB of data. This process took
about 9 weeks. Additionally, four months were required to run the BA
algorithm for the whole 2016 year, totaling additional 87 TB of pro-
cessed data (including intermediate files). The final product was named
FireCCISFD11 (version 10, included a preliminary version covering just
the northern hemisphere of Africa, but it was only released to a few
climate users).

2.4.8. Threshold between burned and unburned areas

The confidence values for each pixel were obtained from the
probability distribution functions. Given that the result of the BA al-
gorithm was a continuous image (with confidence levels from 0% to
100%) but reference perimeters were discrete (burned/unburned), a
fixed threshold was established to convert the classification outputs into
a binary layer. Different values were tested to balance omission and
commission estimations based on the 52 tiles that were used for se-
lecting the most sensitive bands for the algorithm (see Section 2.3).
Analyzing the distribution of omission, commission and Dice coefficient
values in those 52 sites, 5% was found to be the best threshold (see
34PET example in Fig. 7). This low cut-off value was related to the
percentiles values used in Section 2.4.4, whose asymmetry caused the
logistic curves to be closer to the burned area, and to the multiplication
of MIRBI and NBR2 probabilities at the SSPB stage. No cut-off value was
used for the MCD64A1 product.

2.5. Validation

BA reference data were generated for a statistically derived sample
of validation sites, and compared with the FireCCISFD11 for its as-
sessment. The validation was also carried out with the now standard
NASA BA product: the MCD64A1 collection 6, derived from MODIS
data (Giglio et al., 2018, 2009), as this product is widely used by at-
mospheric and carbon modellers. This global product was derived from
high temporal resolution data (daily Terra and Aqua acquisitions,
compared to 10 days of S-2 acquisitions) but at much lower spatial
resolution than the FireCCISFD11 product (500 versus 20 m). Inter-
comparison of FireCCISFD11 and MCD64A1 products was also carried
out, to analyze the seasonal and spatial differences between the two
products.

Reference perimeters were generated from multi-temporal com-
parison of Landsat imagery following standard CEOS CalVal validation
protocols (Boschetti et al., 2009). Given the different temporal
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Fig. 6. Example of the temporal application of the BA algorithm in a sample area, comparing one post-fire date ([t,]) with 3 previous pre-fire dates ([t,_1], [t,—2]
and [t,_3]). The first two rows show SWIR-NIR-Red colour composites for individual dates; the third row shows resulting burned areas using three consecutive
precedent pre-fire images. The figure illustrates how cloudy areas are filled with BA detected from previous pre-fire images, being the last aggregation the final BA
detected by the algorithm for the post-fire date ([t,]). Even though the post-fire image in this example is compared with 3 pre-fire images, 4 pre-fire dates are used in
the algorithm. (For interpretation of the references to colour in this figure legend, the reader is referred to the web version of this article.)
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Fig. 7. Evolution of omission and commission errors and the Dice coefficient
depending on the threshold applied to the FireCCISFD11, in a sample tile
(34PET).

resolutions of both the product and reference perimeters, which cause
inevitable differences between dates, temporally long sampling units of
around 115days (depending on data availability) were designed to

allow a good overlap of reference perimeters with the product. Vali-
dation sites were selected from Landsat 7 and 8 scenes following similar
criteria to Padilla et al. (2015, 2014). Olson biomes (Olson et al. (2001)
and historical fire occurrence were used as stratification criteria. 45
random long sampling units were selected (Fig. 8). Every validation site
was subsampled using a 30 x 20 km window located in the centre of
the scene to increase sampling efficiency and simplify visual inspections
in the reference perimeters generation process.

Reference perimeters were created between all pairs of consecutive
images. First training polygons were digitized for burned and unburned
classes (plus cloud or cloud shadows when needed), which were used to
train a RF Classifier with NBR, SWIR and NIR of both dates and the
multitemporal NBR difference as input variables. After this semi-auto-
matic mapping of burns, a systematic quality control was performed
through visual inspection and training polygons were modified and
classification re-run where necessary. This procedure was iterated until
no errors were identified.

The validation of both FireCCISFD11 and MCD64A1 products was
carried out by estimating the error matrix for each validation site, ob-
taining the omission (OE) and commission (CE) error ratios for the
burned category. The Dice coefficient (DC), which is a measure of ac-
curacy that has a probabilistic meaning (Dice, 1945; Padilla et al.,
2015), was also computed; it is defined as the probability that given
that one product (the BA product or the reference perimeters) identifies
a pixel as burned, the other product will also identify it as burned
(Fleiss, 1981). Relative bias (relB) was also computed, as it indicates if
BA are overestimated or underestimated in the product. Since the
spatial resolution is different for each product (20 and 500 m) and
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Table 1
Estimated accuracy of the FireCCISFD11 product, in long and short sampling units. Commission error (CE), omission error (OE), Dice coefficient (DC) and relative bias
(relB) are expressed in percentages.

Commission error (CE) Omission error (OE) Dice coefficient (DC) Relative bias (relB)
Long sampling unit 19.3 26.5 77.0 -9.0
Short sampling unit 64.1 67.4 34.2 -9.0
reference perimeters (30 m), the error matrices were computed by regarding to the largest burned patches (> 250 ha) (Fig. 10), but the
comparing the results as vectors rather than raster images. differences between products increase gradually as the patch size de-

All these accuracy measures were computed twice: once for in- creases. The maximum difference was observed for the smallest fire
dividual pairs of consecutive images (called short sampling unit, up to patches (< 25ha), that were detected by FireCCISFD11 more than
16 days long), and again for temporal series with consecutive image thirty times more than by the MCD64A1 for patches equal or < 25 ha.
pairs (called long sampling unit, 100 days long at least, 45 in total). Note that the MODIS minimum detectable area (a pixel) is 25 ha.

3. Results 3.3.2. Spatial agreement
The fraction of burned area in a 0.05 x 0.05° resolution was ag-
3.1. Validation of the FireCCISFD11 gregated to compare the spatial agreement between FireCCISFD11 and
MCD64A1 products (Fig. 11). Both products are shown as well the BA

The results of the accuracy measures after comparing the fraction difference between them. Fig. 11d shows the regression be-
FireCCISFD11 product and the validation dataset are shown in Table 1. tween the BA fraction between both products (note FireCCISFD11 is in
At long sampling unit, omission error (26.5%) is higher than commission X axis, and MCD64A1 in Y axis). FireCCISFD11 tends to detect larger
error (19.3%), giving a negative relative bias (—9.0%) and a Dice burned area than the MCD64A1; the slope of the regression line is lower
coefficient of 77.0%. At short sampling unit both omission and com- than 1.0 (0.703) and Fig. 11c shows in general a blue colour that notes
mission sharply increase to over 60%, while DC decreases to 34.2%. the positive fraction difference. Higher burned fractions in the
The relative bias remains the same, since the total burned surface does MCD64A1 product were observed when the FireCCISFD11 was not able
not change between a long sampling unit and the sum of corresponding to detect burned areas because of the high cloud percentage, mostly
short sampling units. The much lower accuracy of the short sampling unit noticeable at the end of the 2016.
is related to the temporal differences of the acquisitions dates between According to Table 3, where correlation is grouped by patch size,
Landsat (validation source) and Sentinel-2 images. very low spatial correlation between the two products was found for

patches below 250 ha (R*> < 0.1), while larger patches showed a much
3.2. Validation of MCD64A1 higher correlation (R? equal to 0.571), with a regression slope of 0.871
that notes the lower BA fraction values of MCD64A1.

Table 2 shows the same accuracy measures after comparing the Figs. 12 and 13 illustrate the differences among products in two
MCD64A1 product and the validation dataset. At long sampling unit, representative sample sites. The first one (Fig. 12), located in Senegal
omissions (59.6%) were found much higher than commission (20.4%), (tropical and subtropical savanna ecosystems), affects shrublands and
with a negative relative bias (—49.2%) and Dice coefficient of 53.6%. tree cover according to the ESA CCI Land Cover map from 2015 (http://
At short sampling unit omission (66.3%) and commission (33.6%) were maps.elie.ucl.ac.be/CCI/viewer/index.php, last accessed on November
slightly higher getting 44.7% Dice coefficient. 2018). This sample site contains large BA detected with similar shapes

by both BA products, though smaller areas were only detected by the
3.3. Inter-comparison of FireCCISFD11 and MCD64A1 FireCCISFD11. Most burned patches were detected later in the Fire-
CCISFD11 than in the MCD64A1 due to its lower temporal resolution,
3.3.1. Total BA but no significant differences were observed. The second (Fig. 13)

Burned area detected by FireCCISFD11 and MCD64A1 were com- sample site, located in Zambia (temperate grassland and savanna eco-
pared in a monthly basis and taking into account the sizes of the burned systems) affects mostly irrigated croplands and tree covers (ESA CCI
patches grouped in different fire size classes: < 25ha, 25-100 ha, Land Cover map). In this case fires tend to be small size, with a very

100-250 ha and > 250 ha (Figs. 9 and 10). The total BA detected in the clear underestimation of the MCD64Al; correspondences are only
FireCCISFD11 for the whole year 2016 (4.9 Mkm?) was 80% larger found for largest patches.

than the area detected by the MCD64A1 product (2.7 Mkm?), being

larger on every month (Fig. 9). BA were concentrated between October 3.3.3. Temporal agreement

and March in the Northern Hemisphere (2.3 and 1.3 Mkm? for the The temporal accuracy of the BA detection date was analized
FireCCISFD11 and MCD64A1 products, respectively), followed by sev- comparing to de detection dates of the FireCCISFD11 and MCD64A1
eral months with a reduced fire activity, while in the Southern Hemi- against the hotspot MCD14ML acquisition dates. The date of burn
sphere the highest detection was observed between May and October chosen in the products was the earliest burned pixel around the hotspot
(2.6 and 1.4 Mkm? for the FireCCISFD11 and MCD64A1 products, re- (ina1 x 1km? window, the spatial accuracy of the active fire product)
spectively). after the hotspot's date. The overlapping of active fires and

Both FireCCISFD11 and MCD64A1 products detect a similar BA area FireCCISFD11 showed that 4.2% of the hotspots didn't detect any

Table 2
Estimated accuracy of the MCD64A1 product, in long and short sampling units. Commission error (CE), omission error (OE), Dice coefficient (DC) and relative bias
(relB) are expressed in percentages.

Commission error (CE) Omission error (OE) Dice coefficient (DC) Relative bias (relB)
Long sampling unit 20.4 59.6 53.6 —-49.2
Short sampling unit 33.6 66.3 44.7 —49.2
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Fig. 9. Distribution of burned areas by month in both FireCCISFD11 and MCD64A1 products, depending on the hemisphere.

burned area around them in the FireCCISFD11, while this percentage
was significantly higher for MCD64A1 (49.3%). Fig. 14 shows the his-
togram of the detection delay for both products. For the FireCCISFD11,
the 75.5% of the hotspots were detected in the first available image
(no > 10days after the hotspot's date), 88.7% for BA in the second
image at the latest (no > 20 days), and almost 95% earlier than the
fourth image (no > 40 days). For the MCD64A1 product the detection
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delay was much lower as due to the higher temporal resolution (1 day),
68.7% of the hotspots were detected within the first acquisition after
the fire (no > 1day), 76.0% in the second image (no > 2 days), and
80.0% in the fourth image (no > 4 days).
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Fig. 10. Distribution of burned area detected in FireCCISFD11 and MCD64A1 grouped by month and patch size.
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Fig. 11. Aggregated result for the a) FireCCISFD11 and b) MCD64A1 burned areas, representing the fraction of burned surface in a 0.05° grid cell; c¢) differences
between both products, and d) scatter plot and linear regression fitted for the relation between the FireCCISFD11 and MCD64A1 products.

Table 3

Linear regression analysis surface fractions depending on the patch size be-
tween FireCCISFD11 and MCD64A1 products.

Slope Intercept (%) R?
<25ha 0.015 0.178 0.036
25-125 ha 0.092 0.719 0.072
125-250 ha 0.023 2.343 0.001
> 250 ha 0.835 4.657 0.571
All sizes 0.703 —-5.413 0.580

4. Discussion

This paper presents an algorithm to detect burned areas based on
Sentinel-2 MSI images and the MCD14ML MODIS active fires product.

12

The algorithm was implemented operationally and used to generate a
new BA product (named FireCCISFD11) that covers the Sub-Saharan
Africa for the whole 2016 year, a vast extent of approximately 25 M km?
covering various biomes (tropical forest, tropical and subtropical sa-
vanna, temperate grassland and savanna, and Mediterranean forest,
according to Olson et al., 2001). This product involved processing 11 K
MSI images in a computation exercise that lasted approximately
6 months.

Even though previous papers have been published using medium
resolution data for mapping BA in large regions (such as Hawbaker
et al., 2017 and Boschetti et al., 2015 in the US, or Goodwin and Collett,
2014 in Queensland, Australia) this is the first BA continental product
generated from medium resolution sensors (in this case Sentinel-2 data)
covering a single year. The algorithms by Hawbaker et al., 2017 and
Goodwin and Collett, 2014 have some similarities; all of them employ a
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Fig. 12. Sample area of inter-comparison between FireCCISFD11 (left) and MCD64A1 (right) products, located in southeast Senegal.

supervised machine-learning approach based on single or multiple de-
cision trees, adjusted to sample burned data extracted mainly from
Landsat images. Both use lagged summaries of Landsat data as a re-
ference against which to measure change, in addition to a region-
growing algorithm, although the former used longer lags and also in-
corporated a wider range of spectral indices as predictors.

The algorithm presented here is more straightforward in this re-
spect: it relies on two very well-known spectral indices—NBR2 and
MIRBI- and the NIR spectral region, in a two-phase strategy dependent
on MODIS derived active fires. Exploiting the synergy of thermal
anomalies detected at the satellite pass and the longer-lasting burned
spectral signal is not new (charcoal/ash deposition and removing/al-
teration of the vegetation) and is the most common strategy used in
mapping BA throughout extensive areas globally (Chuvieco et al., 2018;
Giglio et al., 2009) as well as continental and regionally (Chen et al.,
2017; Merino-De-Miguel et al., 2011; Pereira et al., 2017); however, it
has barely been used at a regional/continental scale with higher spatial
resolution data (Boschetti et al., 2015). The VIIRS Active fire product
was not available at the time the algorithm was designed, but its in-
clusion can be worthwhile in the future, as it has better spatial re-
solution than the MODIS product and is likely to provide a greater re-
sponse over fires of relatively small areas patches (Schroeder et al.,
2014, 2008).

A crucial difference of the approach followed here is that after the
initialization with fixed thresholds, cut-off values are depending on the
individual tile of 100 x 100 km? observed between the burned and
unburned categories in each of the six predictive variables (posterior

13

and multitemporal difference MIRBI, NBR2, and NIR). Consequently,
the approach should be more adaptable to the local conditions than the
data-mining models grouped by ecosystems (Hawbaker et al., 2017).
However, this tile-based focus produces sometimes a grid effect where
some tiles showed significantly more burned area detection than their
neighbours, or the other way around. This effect is sometimes more
pronounced because the criteria that must have at least one hotspot
among the pre-fire and post-fire for being processed, resulting in un-
processed tile gaps.

The algorithm mainly relied on two spectral indices (MIRBI, NBR2)
as well as the NIR reflectance, with the latter only being used at the
seeding process. Although MIRBI and NBR2 were computed from the
same two SWIR bands (B11 and B12 on the case of MSI) they have
shown to be complementary due to the different frequency distribution
that helps reducing the commission errors working together.

The accuracy estimated for the FireCCISFD11 product was quite
encouraging, with much lower omission error and commission errors
than global products. These errors increase up to 60% for both errors
when short periods of time are considered, which reflects the effects of
the date discordance between Landsat and Sentinel acquisitions and the
low temporal resolution of Sentinel-2 acquisitions. Errors were found
similar to those obtained from other authors using medium resolution
sensors with relatively small study regions (Bastarrika et al., 2011;
Goodwin and Collett, 2014; Mallinis and Koutsias, 2012; Vanderhoof
et al., 2017).

Commission errors detected in the FireCCISFD11 are mainly related
to an inaccurate masking of clouds, cloud shadows and terrain shadows
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Fig. 13. Sample area of inter-comparison between FireCCISFD11 (left) and MCD64A1 (right) products, located in Zambia.
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Fig. 14. Detection delay of the a) FireCCISFD11 and b) MCD64A1 comparing to MCD14ML hotspots acquisition date.

that allow locating burned seeds especially in areas where the acquired
signal is a mixture of the land surface. The second stage tends to worsen
the detection, obtaining many small size burned patches, usually below
25 ha range. The Scene Classification Layer (SCL) derived from the pre-
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processing stage, when Level-1C product is converted to Level-2A data,
has shown to be complex when using to mask the scenes: cloud shadows
and low probability clouds categories detects many burned areas so they
are not used in the mask, while several clouds are still observed in the
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masked images, even applying a dilation process to high probability
clouds and medium probability cloud and thin cirrus categories. The newer
sen2cor version 2.2.1 did not improve either this critical situation. An
empirical criterion based on Long SWIR (B12) masked quite efficiently
the shadows, but a delay in the detection date of very recently burned
areas was observed -especially in the savanna biome- that showed very
low Long SWIR reflectance values (these areas are mapped at posterior
acquisitions when the burned signal is weaker and high enough to fail
the shadow criterion). Another commission source observed, also
common in BA algorithms previously published (Bastarrika et al., 2011;
Hawbaker et al., 2017; Long et al., 2018) are croplands, whose re-
flectance changes are often indistinguishable from burning, especially
in periods where these changes are coincident with fires (during the
harvest, postharvest or preplanting periods) (Korontzi et al., 2006).
Omission errors are higher than commission and they are mainly re-
lated to burned areas with low contrast with the unburned background,
due to low severity fires or the gap of time between the fire and the
acquisition where charcoal is removed and vegetation starts recovering.
In such situations, the contrast between burned and unburned back-
ground is not high enough and omissions happen since the initialization
step, and therefore the second stage criteria, consider many burned
areas as background making their detection unfeasible.

The comparison analysis between the FireCCISFD11 (20 m spatial
resolution) with the widely used MCD64A1 collection 6 (based on
500 m spatial resolution MODIS data) emphasised the importance of the
input source spatial resolution to map burned areas accurately.
MCD64A1, in the same validation dataset as that used for
FireCCISFD11, showed an omission error of approximately 60% for the
long sampling unit, 30% more than the FireCCISFD11. So the
FireCCISFD11 is more accurate in long sampling units due to its higher
spatial resolution, even if the MCD64A1 product is more accurate for
short sampling units, because of its higher temporal resolution allows the
day of detection to be very close to the day of burn. These omissions are
produced mainly in burned patches smaller than 250 ha, showing the
higher correlation among products for the larger patches, while com-
mission errors for both products were similar, around 20%. The lower
temporal resolution of Sentinel-2 data was reflected in detection date
accuracy of the products, with approximately 75% of the burned areas
were detected in the first acquisition after the fire (10 days), while in
the second acquisition (2 days) for the MCD64A1. This better temporal
accuracy of the fire date was also noted on the short sampling unit va-
lidation with only the 34% of commission error for MCD64A1 but up to
64% for the FireCCISFD11. The future use of both Sentinels 2 (A and B)
or the combined use of Sentinel-2 and Landsat-8 images may greatly
increase this temporal reporting accuracy for medium resolution sensor
BA products.

For the whole study area and period (January-December 2016),
FireCCISFD11 detected about 80% more BA than MCD64A1, which
underlines the relevance of underestimation of small fires in current
global products. This numbers must be qualified in the context of the
results obtained in the assessment of the products: commission errors in
the FireCCISFD11 are related to clouds/shadows that may impact in a
false higher burned detection in cloudy areas that have not been fully
validated, while commission errors of MCD64A1 are not common and
mainly related to the spatial resolution (Giglio et al., 2018, 2009). The
presence of commissions in cloud edges points to the significance of
refining clouds masks. Moreover, the validation sites were selected
proportionally to the BA in the MCD64A1 product (Section 2.5), so
areas where only small fires occur (with low burned area in MCD64A1)
may have been missed in the assessment process.

The BA mapping at medium spatial resolution of FireCCISFD11 is
crucial to improve the accuracy of the emission of greenhouse gases
into the atmosphere, and for many other applications as land man-
agement, environmental, climate change adaptation and land cover
change applications.
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5. Conclusions

An automatic BA mapping algorithm based on Sentinel-2 MSI data is
presented in this paper, in order to emphasize the importance of the
spatial resolution of this sensor in mapping accurately small burned
areas. The FireCCISFD11 product in Sub-Saharan Africa generated by
this algorithm is an innovation, since there were very few BA products
at high spatial resolution (30 m from Landsat data at best) covering
such a large area until now, and none derived from S2 MSI imagery (at
20 m spatial resolution).

The assessment using Landsat data shows that both commissions
and omissions are much lower than those measured for global BA
products, due to the ability of the FireCCISFD11 to detect small fires
that were at a sub-pixel scale in other products. The FireCCISFD11
detects 80% more BA than the global MCD64A1 product in 2016, most
of them being burned patches smaller than 250 ha, which signals how
much the total BA may have been underestimated in global products.
However, the FireCCISFD11 is not so accurate temporally, since the
long revisit period of the S2 satellite (10 days) and the presence of
clouds delay the detection date; the revisit period will be shorter in the
future if a product with S2 data from April 2017 onwards is produced,
when both S2-A and S2-B satellites are in orbit with a 5-day revisit.

The next step for the product is to apply the algorithm at a global
scale with necessary changes, especially improving the clouds and
cloud shadows detection, which is now the main source of commission
errors. We also think the product would improve if MODIS hotspots
from the MCD14ML were replaced by VIIRS hotspots, which have a
better spatial resolution but were not available yet when we designed
this algorithm. Creating a global BA product at 20 m would certainly
increase the amount of the total burned area. Its implications in dif-
ferent applications (greenhouse gas emissions, land cover changes, land
management, etc.) should be analysed in due time.
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Abstract: Four burned area tools were implemented in Google Earth Engine (GEE), to obtain regular
processes related to burned area (BA) mapping, using medium spatial resolution sensors (Landsat
and Sentinel-2). The four tools are (i) the BA Cartography tool for supervised burned area over
the user-selected extent and period, (ii) two tools implementing a BA stratified random sampling
to select the scenes and dates for validation, and (iii) the BA Reference Perimeter tool to obtain
highly accurate BA maps that focus on validating coarser BA products. Burned Area Mapping
Tools (BAMTs) go beyond the previously implemented Burned Area Mapping Software (BAMS)
because of GEE parallel processing capabilities and preloaded geospatial datasets. BAMT also allows
temporal image composites to be exploited in order to obtain BA maps over a larger extent and longer
temporal periods. The tools consist of four scripts executable from the GEE Code Editor. The tools’
performance was discussed in two case studies: in the 2019/2020 fire season in Southeast Australia,
where the BA cartography detected more than 50,000 km?, using Landsat data with commission and
omission errors below 12% when compared to Sentinel-2 imagery; and in the 2018 summer wildfires
in Canada, where it was found that around 16,000 km? had burned.

Keywords: burned area; Australia; Canada; tools; validation; Landsat; Sentinel-2; Google Earth
Engine

1. Introduction

Biomass burning is a significant disturbance that causes soil erosion and land-cover
changes and releases greenhouse gas emissions into the atmosphere, also affecting people’s
lives and properties [1-3]. Fires are present in most types of vegetation in the world, espe-
cially grasslands, savannas, and forest, and they occur on all continents, with a significant
incidence in Africa, which accounts for 70% of the global burned area [4-6]. Therefore,
burned areas (BAs) must be detected accurately both spatially and temporally, for which
satellite Earth observation has been much used over the last few decades, especially using
coarse spatial resolution [5-14]. Global products at coarse spatial resolutions have signifi-
cant omission errors [4,15-18], but creating products at medium resolution, although more
accurate, is also quite challenging: It implies a heavy data-processing workload, and the
temporal resolution is low (typically one image every 5 to 16 days).

Using BA mapping with medium spatial resolution had been operationally quite
limited until Landsat historic imagery became freely available in 2008, since the scientific
literature on this topic had been mainly limited to single or neighboring scenes [19-21].
In addition, since 2015, the Sentinel-2 imagery has added a large volume of imagery
that makes it possible to analyze time series at a medium spatial resolution. A few BA
automatic algorithms have been developed, using time series data, especially using Landsat
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data [22-25], albeit also using Sentinel-2 [16,26], or a combination of the two [27]. So far,
the only example of a global product based on medium-resolution data is Global Annual
Burned Area Map (GABAM) [23], obtained for 2015, using Landsat data. At the continental
level, it is worth mentioning the Landsat Burned Area Essential Climate Variable (BAECV)
covering the Conterminous United States (CONUS) [25,28], the province of Queensland
in Australia for the whole Landsat historical database [29] and the sub-Saharan Africa in
2016 [16].

Despite this effort to develop automatic algorithms, supervised multitemporal image
analysis is considered to be a superior method for the purpose of mapping burned areas.
In fact, it allows for differentiation between old and new burns, and reliably detects small
spatially fragmented low-combustion completeness burns. It also enables gross errors
that may occur in satellite data to be accommodated, and differentiates between burned
and spectrally similar unburned features [30]. For example, supervised analysis of higher
spatial resolution imagery is adopted as the validation protocol for BA mapping [31].
Although visual interpretation and delineation are generally recommended [12,30,32,33],
these processes usually take the form of a supervised semi-automatic classification that
is visually checked and manually refined [15,34]. Compared to the field-based classical
methods used to report official statistics on burned areas, remote sensing-based mapping
is more objective and efficient, less labor- and time-consuming and more repeatable [35].

In 2014, the University of the Basque Country (UPV/EHU) developed a software for
supervised BA mapping, using Landsat data: Burned Area Mapping Software (BAMS). This
software was basically designed to process a pair of Landsat images at a time, allowing
for BA mapping between the two scenes, using a two-phase mapping strategy, thus
obtaining the burned polygons in a vector layer [36]. It provided good cost efficiency,
although it relied on the processing capacity of the user’s computer and was based on a
commercial GIS software. The software was widely used to create validation areas inside
the Fire_cci project [15,37,38], as well as for the USGS Burned Product initial validation,
and many other fire science-related users, environmental techniques and the commercial
community [16,28,37,39-41]. However, several limitations were also detected and discussed
with users. Firstly, it was only applicable to Landsat data and was unable to process
Sentinel-2 data. Secondly, the software was not easily maintained as metadata and the
Landsat data format changed and its proper functioning was interrupted several times.
Finally, the BAMS mapping methodology trained only the burned category and saved time
for the user, but the user was unable to control the unburned category properly; thus, a
manual edition was often necessary to remove commission errors in agricultural areas and
cloud shadows.

Google Earth Engine (GEE) is a free cloud-computing platform for satellite data
processing, with several data catalogs at different resolutions (notably Landsat, Sentinel-2
and MODIS) and planetary-scale analysis capabilities (https:/ /earthengine.google.com
(accessed on 27 January 2021)) [42]. Since the first significant work on the topic was
published in 2013 [43], the number of studies using GEE has dramatically increased, with
more than 200 papers having been published in 2019 [44], covering all types of applications,
such as vegetation mapping and monitoring, land-cover mapping, agricultural applications,
and disaster management and Earth sciences [45]. However, there have not been so many
published papers on the fire field [23,46-48].

This study presents several tools that we have developed and released in GEE. These
tools are referred to as Burned Area Mapping Tools (BAMTs), and they cover the entire
BA mapping process: from creating a large extent BA map to creating statistically design
samples for validation studies and the actual generation of BA reference perimeters (RPs),
using both Landsat and Sentinel-2 images. The study describes these tools and provides
two case studies that were applied in the Australian fire season between 2019 and 2020,
and in the Canadian wildfires from the summer of 2018. All four tools and the user guide
are totally free and can be reached at https://github.com/ekhiroteta/BAMT (accessed on
27 January 2021).


https://earthengine.google.com
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2. BAMT Tools
Four tools have been developed for BA mapping:

1.  BA Cartography: The user can create a BA product over a large region and a long
period of time, from changes between two temporal images via a supervised classifi-
cation.

2. VA: for validation area (VA) selection based on several strata, in accordance with an
existing stratified random sampling methodology.

3. VA Dates: This tool serves as a bridge between VA and RP tools, providing the user
with information about which dates to use to generate RP, after having sampled the
best validation areas, i.e., identifying cloud-free dates.

4. RP: creates accurate burned areas within a small region, from changes between two
dates via a supervised classification. It is mostly oriented towards generating reference
perimeters (RPs) for a BA product’s assessment.

2.1. Datasets and Preprocessing

BAMT rely on the Landsat and Sentinel-2 datasets that are uploaded to the GEE
environment. The Landsat program is a NASA/USGS program for satellite imagery
acquisition and Earth observation [49], with a series of satellites that started acquiring
images in 1972 with Landsat-1, being the last satellite launched in 2013, and over 8 mil-
lion scenes of the Earth having been acquired since then. From its seven satellites, only
Landsat-4 and -5 Thematic Mapper (IM), Landsat-7 Enhanced Thematic Mapper Plus
(ETM +) and Landsat-8 Operational Land Imager (OLI) data are used in BAMT. They
provide continuous global coverage since 1982, acquiring images every 16 days (reduced
to 8 days in years where two satellites are operational) at 30 m of spatial resolution and
covering the visible, near infrared (NIR) and short wavelength infrared (SWIR) spec-
tral regions. From all available Landsat products in GEE, the Landsat Tier 1 Surface
Reflectance (SR) [50,51] product was the one selected, which includes atmospherically
corrected and orthorectified surface reflectance data for four visible and near-infrared
(VNIR) and two short wavelength infrared (SWIR) bands. These products are represented
by the following IDs in GEE: ‘LANDSAT /LT04/C01/T1_SR’ for Landsat-4 TM, ‘LAND-
SAT/LT05/C01/T1_SR’ for Landsat-5 TM, ‘TLANDSAT /LE07/C01/T1_SR’ for Landsat-7
ETM + and 'LANDSAT/LC08/C01/T1_SR’ for Landsat-8 OLI.

The European Space Agency (ESA) developed the Sentinel-2 mission (S2) as part of the
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