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Abreviaturas extráıdas del inglés.

GS Estado fundamental
ML Aprendizaje Automático
DFT Teoŕıa del Funcional de la Densidad
TD-DFT Teoŕıa del Funcional de la Densidad Dependiente del Tiempo
KS Kohn - Sham
HF Hartree - Fock
eq. Ecuación
ej. Ejemplo
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Resumen.

En este trabajo se explora una selección de descriptores moleculares que in-
cluyan información tanto espacial como electrónica. Haciendo uso de estos de-
scriptores se propone simplificar operaciones complejas como la Optimización de
Geometŕıas y la obtención del Espectro de Absorción.

Se ha estudiado la validez de los nuevos descriptores utilizando distintos mod-
elos de aprendizaje automático como el Regresión Ridge con Kernel y las Redes
Neuronales.

Se demuestra que el uso del descriptor e-State es suficiente para representar
el entorno atómico. Utilizando una unidad de representación para el entorno de
un átomo denominada bloque se predicen las coordenadas de los átomos mas cer-
canos. Pero se necesita más información para la correcta propagación de los enlaces
moleculares.

Los resultados que se presentan avalan la utilización de propiedades obtenidas
de cálculos del Estado Fundamental para la predicción de propiedades de Estados
Excitados. Las Convolutional Neural Network son capaces de emular el salto com-
plejo entre funcionales de correlación e intercambio.

Abstract.

In this work a selection of descriptors is explored molecular data that include
both spatial and electronic information. Using these descriptors it is proposed
to simplify operations complex such as Geometry Optimization and obtaining the
Absorption Spectrum.

The validity of the new descriptors has been studied using different machine
learning models such as Regression Ridge with Kernel and Neural Networks.

It is shown that the use of the e-State descriptor is sufficient to represent the
atomic environment. Using a representation unit for the environment of an atom
named block the coordinates of the closest atoms. But more information is needed
for the correct propagation of molecular bonds.

The results presented support the use of properties obtained of calculations
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of the Ground State for the prediction of properties of Excited States. The Con-
volutional Neural Networks are capable of emulating the complex jump between
correlation and exchange functionalities.
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4.1 Código para cálculos TDDFT. Octopus. . . . . . . . . . . . . . . . 36
4.2 Descripción de la solución implementada. . . . . . . . . . . . . . . . 37

4.2.1 Manejo de Datos. . . . . . . . . . . . . . . . . . . . . . . . . 38
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6.6 Conclusiones del Caṕıtulo. . . . . . . . . . . . . . . . . . . . . . . . 93

7 Conclusiones. 97

7.1 Conclusiones principales. . . . . . . . . . . . . . . . . . . . . . . . . 97
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Caṕıtulo 1

Introducción.

El uso de métodos computacionales para realizar predicciones ha cobrado mucha
fuerza en años recientes. La Teoŕıa del Funcional de la Densidad1 (del inglés Den-
sity Functional Theory DFT) y Teoŕıa del Funcional de la Densidad Dependiente
del Tiempo (del inglés Time Dependent Density Functional Theory TD-DFT) se
han convertido en las herramienta por excelencia para realizar cálculos computa-
cionales tanto en el campo de la F́ısica como de la Qúımica. La siempre creciente
necesidad de obtener resultados precisos de sistemas reales demanda de grandes
super-ordenadores.

Un abaratamiento en general de los componentes de los ordenadores unido a un
incremento sustancial en la capacidad de procesamiento, ha propiciado un entorno
muy favorable para el desarrollo de los cálculos computacionales. Por muchos años
(décadas inclusive) se vienen acumulando cálculos realizados para muchos proyec-
tos e investigaciones. Este volumen de datos empieza a ser considerable y muy
heterogéneo, por ejemplo existen cálculos redundantes sobre las mismas moléculas
o compuestos realizados con diferentes códigos y por distintos grupos de investi-
gación, existen cálculos sobre muchos compuestos con el mismo funcional, etc. A
todo esto se le suma también la publicación de grandes bases de datos con millones
de compuestos2 junto al cálculo de algunas de sus propiedades electrónicas.

Dentro de todo este océano de información resulta dif́ıcil manejarse. De aqúı
que nacieran iniciativas para organizar bajo un solo repositorio y de una man-
era homogénea todos estos datos. Este es el caso de NOMAD CoE [1] 3 (NOvel
MAterial D iscovery C entre of Excellence), proyecto patrocinado por la Unión
Europea.

NOMAD CoE busca crear un repositorio común donde se compartan de forma

1El lector encontrará una introducción al tema en la Caṕıtulo 2.
2El lector puede visitar http://www.quantum-machine.org/datasets/, donde aparecen al-

gunos ejemplos de estas bases de datos de moléculas (última visita 8 de agosto del 2020).
3El lector puede visitar https://nomad-lab.eu/ (última visita 8 de agosto del 2020).

1
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gratuita todos los cálculos realizados disponibles dentro de su base de datos.
Además, los cálculos son guardados, conservando la mayor cantidad de infor-
mación posible de como fueron realizados. El volumen de datos almacenados sigue
siendo considerable y obtener propiedades electrónicas, para los sistemas que no
la poseen o simplemente son incompletas, usando DFT o TDDFT resulta en una
tarea titánica.

Recientemente los algoritmos de Aprendizaje Automático4 (del inglés Machine
Lerarning, ML) han reaparecido con fuerza. Apoyándose en el uso de super-
ordenadores han encontrado un nicho de aplicaciones en el análisis del enorme
volumen de datos que genera la sociedad moderna.

La aplicación de ML sobre cálculos de DFT y TDDFT resulta en una poderosa
herramienta. Busca acortar los tiempos de respuesta en los cálculos DFT y
TDDFT, encontrar correlaciones entre propiedades, identificar compuestos con
posibles aplicaciones en otros campos y en general extraer información relevante
dentro de millones de valores. Algo que no resulta trivial y que enriquece los
cálculos de DFT y TDDFT.

El aprendizaje automático se vienen aplicando sistemáticamente en toda rama
de la Qúımica y F́ısica. De la literatura consultada se pueden extraer cuatro
componentes/enfoques fundamentales:

• Tipo de método utilizado para el aprendizaje: destacan, (1) basados en
procesos Gausianos y Máquinas de Vectores de Soporte (SVM por sus siglas
en Inglés) [2, 3, 4, 5, 6, 7, ?] y (2) Redes Neuronales [8, 9, 10, 11].

• Tipo de base de datos de aprendizaje: Se pueden apreciar dos tipos, (1) los
que utilizan múltiples (pueden llegar a miles) conformaciones del mismo com-
puesto [12, 13, 14, 15], (2) los que utilizan múltiples compuestos diferentes
[16, 4, 9, 17].

• Tipo de representación molecular (Descriptor): destaca el uso de información
extráıda de la Tabla Periódica de Elementos Qúımicos, tal como número
atómico, electrones en orbitales s y/o p, además de cálculos de DFT, entre
otros muchos. Esta resulta ser un área muy variada pero como factor común
se encuentra, la búsqueda de simplicidad [18, 19, 20, 21, 22, 23, 24, 25, 26,
27, 28, 29].

• Tipo de propiedades objetivas: principalmente los enfoques van a toda propiedad
atómica que necesite un cálculo DFT o TD-DFT para ser obtenida. Existe
un marcado esfuerzo en llevar cálculos de bajo coste computacional a otros de
mejor precisión sin la tediosa necesidad de realizarlos [4, 30, 31, 32]. También

4El lector encontrará una introducción a al tema en el Caṕıtulo 3.
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se han identificado esfuerzos en la búsqueda de estructuras óptimas mediante
exploración de las superficies de enerǵıa potencial [33, 34].

Aunque cada trabajo referido enfoca sus resultados en uno de estos cuatro
temas, en general todos los trabajo contienen las cuatros áreas.

Estos avances resaltan el uso de ML sobre datos obtenidos con DFT y TDDFT
es un tema con múltiples aplicaciones y ramas abiertas.

La simplicidad guió esta investigación en todo momento. Como método de
aprendizaje automático se explora las aplicaciones de SVM y y Redes Neuronales.
Para ambos métodos se busca la configuración que, consumiendo la menor can-
tidad de recursos de computo posible, ofrezca los mejores resultados. Para la
entrenamiento se optó por una base de datos compuesta por pequeñas moléculas
orgánicas. La selección de propiedades descriptoras se realizó considerando la
bibliograf́ıa consultada, teniendo en cuenta la mı́nima información necesaria que
permitiera representar una molécula y la posible extrapolación a otros sistemas
similares.

Para las propiedades objetivos se seleccionaron caracteŕısticas f́ısicas de com-
puestos qúımicos, dos temas particulares resaltan la atención del autor: Opti-
mización de Geometŕıas y Espectro de Absorción.

Para obtener buenos resultados en cualquier cálculo utilizar Geometŕıas Óptimas
es importante. La geometŕıa óptima representa donde la enerǵıa del compuesto
es mı́nima y las fuerzas entre los átomos están en equilibrio, por tanto su estruc-
tura más estable. La obtención de geometŕıas precisas es un proceso costoso en
tiempo y recursos de computo, si se quiere obtener la estructura donde la enerǵıa
es mı́nima. Implica realizar cálculos ab-initio en múltiples ocasiones hasta obtener
el mı́nimo (se ofrecerá una introducción al tema de optimizaciones de geometŕıas
en el Caṕıtulo 2). En este trabajo se propone un algoritmo para mejorar este
proceso usando ML. Partiendo de una Base de Aprendizaje basada en múltiples
compuestos, se utiliza un descriptor basado en la conectividad atómica y un método
de Regresión para la reconstrucción de los compuestos.

En la segunda parte de este trabajo persigue el uso de métodos de ML para
obtener propiedades espectroscópicas con precisión DFT/TDDFT. Espećıficamente
en el espectro de absorción el cual juega un papel central en el análisis de cómo
los compuestos reaccionan ante la luz o un láser. Existen varios trabajos que
han abordado este tema con anterioridad. Cuando se presenten los resultados (ver
Caṕıtulo 6.), se hará un análisis de esta bibliograf́ıa ofreciendo al lector perspectiva
de comparación. Utilizando una base de datos de aprendizaje basada en múltiples
compuestos, se explora la utilización de propiedades electrónicas de cálculos poco
costosos y mejorarlos mediante los métodos de Regresión y Redes Neuronales.

Este trabajo está compuesto por siete Caṕıtulos que se distribuyen en: (i)
Esta Introducción para ubicar en contexto al lector; (ii) le siguen tres Caṕıtulos

3



dedicados al marco teórico y técnico relacionado con este trabajo conceptos de
Mecánica cuántica y en particular la Teoŕıa del Funcional de la Densidad y Teoŕıa
del Funcional de la Densidad Dependiente del Tiempo (ver Caṕıtulo 2), Métodos
de Aprendizaje Automático principalmente las Máquinas de Vectores de Soporte y
las Redes Neuronales (ver Caṕıtulo 3), y Aspectos Técnicos de la Implementación
de Software utilizada (ver Caṕıtulo 4); (iii) a continuación dos Caṕıtulos cuyo con-
tenido está dedicado a la descripción de los resultados obtenidos en optimización
de geometŕıas (Ver Caṕıtulo 5) y propiedades espectroscópicas (ver Caṕıtulo 6);
(4) por último la Conclusiones generales del trabajo y Trabajo futuro (ver Caṕıtulo
7).
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Caṕıtulo 2

Elementos de Mecánica Cuántica.

... I’ve walked the surface of the sun
I’ve seen events so tiny and so fast they
hardly can be said to occurred at all ...

Dr. Manhattan, Watchmen V-12.

Contents
2.1 Teoŕıa del Funcional de la Densidad. . . . . . . . . . . . 7

2.1.1 La enerǵıa de Intercambio y Correlación . . . . . . . . . 10

2.2 Teoŕıa del Funcional de la Densidad Dependiente del
Tiempo (TD-DFT). . . . . . . . . . . . . . . . . . . . . . 14

2.3 Optimización de Geometŕıas. . . . . . . . . . . . . . . . 16

En este caṕıtulo se realizará una visita a los conceptos relevantes para este
trabajo sobre Mecánica Cuántica y su aplicación en Qúımica Cuántica. Aunque el
Autor considera que el Lector posee conocimientos de Qúımica y/o F́ısica Cúantica,
se introducirán primeramente un grupo de conceptos importantes, que ayudan en
la comprensión de los temas a tratar :

• x: Coordenada de posición y giro (del inglés Spin) (ej. (rx,y,z, s)).

• Función de Onda: Expresión matemática que depende de las coordenadas
x y representa al sistema de N part́ıculas y contiene toda la información
sobre ese sistema en un estado dado. Por tanto todas las propiedades del
sistema pueden ser extráıdas evaluando la Función de Ondas con un operador
apropiado (ej. Hamiltoniano). Será representada con la letra griega Ψ .

• Estado Fundamental: Basándose en el enerǵıa del sistema, en este trabajo
se considerará el Estado Fundamental (Del Inglés Ground State, a partir de
ahora GS) como el estado donde la enerǵıa del sistema es mı́nima.

5



• Estados Excitados: Estado en equilibrio en el que se encuentra el sistema
donde la Enerǵıa total es mayor a la del GS.

• Densidad Electrónica ρ(x): Medida de la probabilidad de encontrar un
electrón en un punto determinado del espacio. Para un estado del sis-
tema Ψ la densidad electrónica para un electrón se obtiene a través de:
ρ(x) = N

∫
Ψ(x1, x2, ..., xN)2dx32...dx

3
N

• Funcional: Se define funcional F [f(x)] a aquella función donde la variable
es otra función f(x).

• Hamiltoniano Ĥ: Operador aplicado sobre la función de ondas para medir
la enerǵıa total del sistema[35]:

Ĥ = T̂ + V̂ (2.1)

donde la enerǵıa cinética para electrones y el núcleo T̂ se define como:

T̂ = −
∑
i

ℏ2

2me

∇2
i −

∑
K

ℏ2

2mK

∇2
K (2.2)

donde los sub-́ındices e y K representan los electrones y el núcleo respec-
tivamente, m representa la masa, ℏ es la constante reducida de Plank y el
operador ∇2

i se conoce como el Operador Laplaciano

El término V̂ representa la enerǵıa potencial de interacción entre electrones,
electrones-núcleo y núcleo-núcleo. Está definida como:

V̂ =
∑
i

∑
K

e2ZK

riK
+
∑
i<j

e2

rij
+
∑
k<l

e2ZKZl

rKl

(2.3)

donde e es la carga del electrón, Z es el número atómico y ra,b es la distancia
entre a y b.

Después de expuestos estos conceptos, el Caṕıtulo se organiza de la siguiente
forma, primero se verá una introducción a la Teoŕıa del Funcional de la Densi-
dad (DFT ) y a la Teoŕıa del Funcional de la Densidad Dependiente del Tiempo
(TD-DFT ). Finalmente se tocará el tema de de la Optimización de Geometŕıas
moleculares.
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2.1. TEORÍA DEL FUNCIONAL DE LA DENSIDAD.

2.1 Teoŕıa del Funcional de la Densidad.

Entender y predecir los procesos de la Naturaleza posee un atractivo que ha cau-
tivado a la humanidad por milenios. La F́ısica enfocada en como la materia se
mueve en el espacio y el tiempo, ha llegado a entender procesos muy rápidos a
escalas muy pequeñas. Un ejemplo de esto puede ser la obtención de propiedades
electrónicas de átomos y/o sólidos puede ser calculada resolviendo la ecuación de
Shrödinger [35]:

ĤΨ = EΨ (2.4)

donde Ψ representa la función de onda del sistema multi-electrónico Ĥ es el
Hamiltoniano, E son lo valores propios del Hamiltoniano. A pesar de que la eq.
2.4 arrojaŕıa la solución exacta, resulta una tarea complicada de resolver mas allá
de un número muy reducido de part́ıculas. Damos al lector un ejemplo de cuantos
recursos computacionales se requieren para almacenar la función de onda un solo
átomo de Carbono, solo el resolver el GS sin tener nada más en cuenta. El Car-
bono contiene 6 electrones , 3 coordenadas por electrón (Cartesianas x, y, z) sobre
una maya muy modesta de sólo 10 puntos de resolución por coordenadas. Esto
arroja 1018 números, y utilizando 1 byte para cada número requiere 1018 bytes o
≈ 1 Exabyte (10N con N = ncoordenadas ∗ nátomos). En términos de discos de alma-
cenamiento disponibles comercialmente con una capacidad de 4 Terabytes, serán
necesarios 262144 discos solo para los electrones. Esto es muy costoso. Inclusive si
fuera factible, la eq. 2.4 presenta también el problema de la escalabilidad. Como
cada part́ıcula del sistema de múltiples componentes interactúa con el resto (ver
eq. 2.3), el sistema escala exponencialmente lo que resulta extremadamente dif́ıcil
para los ordenadores modernos1 [36]. Los ordenadores cuánticos podŕıan enfrentar
ambos problemas con mayor eficiencia, pero los retos técnicos que implican la con-
strucción de este tipo de ordenadores lo hace en este punto una opción inviable
[37, 38] 2.

Para lograr utilizar la eq. 2.4 de forma práctica importantes teoremas fueron
desarrollados en un lapso de varias décadas. Seguidamente se dará mención a
aquellos relevantes para este trabajo.

Teoremas de Hohenberg-Kohn.

1La mayoŕıa de los ordenadores comerciales disponibles están basados en la arquitectura
de Von Neumann. Las implicaciones técnicas y teóricas de las implementaciones para tratar
algoritmos de crecimiento exponencial, se van del ámbito de este trabajo

2Se persigue con los ordenadores cuánticos alcanzar lo que se ha denominado Supremaćıa
Cuántica [37, 38]., la cual marca el momento donde el ordenador cuántico realice una tarea
imposible para un ordenador tradicional.
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2.1. TEORÍA DEL FUNCIONAL DE LA DENSIDAD.

El primer teorema de Hohenberg-Kohn propone que todas las propiedades
definidas de un sistema de N−electrones en su estado fundamental (GS) puede ser
obtenidas a partir de la densidad electrónica ρ0(ΨGS). Por ejemplo la enerǵıa total
del sistema E en el GS puede ser calculada en función de la densidad electrónica
utilizando:

E[ρ] = T [ρ] + VNe[ρ] + Vee[ρ] (2.5)

Los términos T [ρ] representan la enerǵıa cinética. La enerǵıa potencial Vne[ρ] y
Vee[ρ] representan las interacciones Núcleo-Electrones y las interacciones Electrones-
Electrones, respectivamente. En el caso de T [ρ] y Vee[ρ] se engloban en una sola
expresión (Funcional de Hohenberg-Kohn):

FHK [ρ] = T [ρ] + Vee[ρ] (2.6)

donde FHK [ρ] solo depende de la densidad electrónica ρ y es independiente de
la cantidad de átomos en el sistema. Determinar si una densidad electrónica ρ̃ es
la del GS es el tema principal del segundo teorema de Hohenberg-Kohn (Principio
Variacional). Donde se establece que si una enerǵıa Ẽ obtenida de una densidad ρ̃
es mı́nima para el sistema de N − electrones, entonces la densidad ρ̃ corresponde
al GS, ej. EGS ≤ Ẽ[ρ̃]. De esta forma se establece que cualquier suposición de la
densidad electrónica determina la enerǵıa de GS o una enerǵıa superior [39, 35, 40].

Formulación de Levy-Lieb.

Como prueba concluyente del primer teorema de HK, el trabajo de Levy-Lieb
propone una solución a la expresión FHK [ρ] en la forma de un problema de mini-
mización definido como:

FHK [ρ] = Minρ{MinΨ→ρ[⟨Ψ |T̂ + V̂ee|Ψ⟩ +

∫
Vee(ρ)dx]} (2.7)

buscando entre todas las posibles funciones de ondas de una densidad dada
aquella que minimizara ⟨T̂ + V̂ee⟩. A pesar de la enorme contribución al teorema
de HK, esta formulación pierde atractivo en cuanto hay que resolver la función de
ondas para el sistema multi-part́ıculas pero representa un importante paso [35, 40].

Methodo de Kohn - Sham (KS) y los Campos
Auto-Consistentes(SCF).

El problema de la interacción entre todos los cuerpos del sistema fue brillante-
mente resuelta en formulación realizada por Kohn - Sham (KS). Probaron que es
posible obtener la densidad del GS ρGS del sistema interactuante (Sistema Real)
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2.1. TEORÍA DEL FUNCIONAL DE LA DENSIDAD.

a través de un sistema ficticio no interactuante (Sistema de KS). En su propuesta
establecen el uso de función de onda monoelectrónica y obtener la función de onda
del sistema no interactuante (ej. un Determinante de Slater Φ0 = |φ0, φi, ..., φN |).
El sistema de KS se define como:

(− ℏ2

2m
∇2 + veff (x))φi(x) = εiφi(x) (2.8)

La densidad electrónica del sistema no interactuante puede reformularse en
función de los orbitales de KS como:

ρ(x) =
N∑
i

|φi(x)|2 (2.9)

el término veff (x) de la eq. 2.8 se define como:

υeff (x) = υ(x) + υH(x) + υxc(x) (2.10)

donde υ(x) es el potencial externo, y que normalmente representa las interac-
ciones electrostáticas entre el núcleo y los electrones, υH(x) es el llamado potencial
de Hartree que describe las interacciones de Coulomb [35], el último término υxc
es conocido como el potencial de intercambio y correlación y se define como:

υxc(x) =
δExc[ρ]

δρ(x)
(2.11)

y Exc[ρ] es conocido como el funcional de la enerǵıa de intercambio y cor-
relación. Más adelante (Sección 2.1.1) se indagará sobre la naturaleza de esta
enerǵıa.

Con todos los términos definidos en función de la densidad del sistema no
interactuante ρ, la enerǵıa total se puede calcular utilizando:

E =
N∑
i

εi −
1

2

∫ ∫
ρ(x)ρ(x′)

|x− x′|
dxdx′ + Exc[ρ] −

∫
υxc(x)ρ(x)dx (2.12)

y
∑N

i εi son los vectores propios que se obtiene utilizando la eq. 2.8.
Estas ecuaciones tienen que ser resueltas de una manera auto-consistente. Para

la primera estimación de los orbitales φ se utiliza la Combinación Lineal de Or-
bitales Moleculares (LCAO por sus siglas en Inglés), a partir del cual se obtiene
una primera aproximación de la densidad ρ, usando eq. 2.9. El resultado es uti-
lizado para resolver la eq. 2.11, seguido por la solución de eq. 2.10 y por último
eq. 2.8 para obtener nuevos orbitales φ. Este procedimiento en el cual se empieza
con una aproximación de una propiedad y se llega a un valor según criterio de

9



2.1. TEORÍA DEL FUNCIONAL DE LA DENSIDAD.

convergencia se denomina Campos Auto-Consistentes (Self-Consistent Field SCF)
y resulta fundamental en la solución de las ecuaciones de Kohn - Sham [40, 35].
La Figura 2.1 muestra un diagrama simplificado del algoritmo SCF en la solución
del las ecuaciones de Kohn - Sham.

Inicio

Primera φ(0) usando LCAO. ρ(r) υxc(x) y υeff (x) Nuevo φ usando eq. 2.8

Es ρn similar a ρn−1

Convergió?

Fin

No

Si

Figura 2.1: Diagrama simplificado del algoritmo auto-consistente para la solución de
las ecuaciones de KS.

El esquema de KS toma un camino indirecto para la solución de la eq. 2.4
la solución que da es la exacta y no una aproximación. Sustituir el sistema de
part́ıculas interactuante por uno similar no interactuante redujo dramáticamente
la complejidad computacional de exponencial a lineal, marcando la DFT como una
herramienta sólida para realizar cálculos cuánticos consistentes. El único problema
radica en el término que separa el sistema interactuante del no interactuante Exc,
para el cual no se conoce expresión universal [40, 35, 41]. En la próxima sección se
abordarán distintas aproximaciones a la enerǵıa de intercambio y correlación Exc.

2.1.1 La enerǵıa de Intercambio y Correlación

.
El término Exc introducido en la eq. 2.11 se conoce como la enerǵıa de Inter-

cambio y Correlación (Exchange and Correlation Energy). Representa la diferencia
entre el sistema real interactuante y el sistema de KS de part́ıculas no interactu-
ante. Utilizando la eq. 2.6 como referencia, Exc se define como:

Exc[ρ] = (T [ρ] − TKS[ρ]) + (Vee[ρ] − J [ρ]) (2.13)

donde TKS[ρ] es la enerǵıa cinética del sistema no interactuante y J [ρ] repre-
senta interacciones de Coulomb que pueden calcularse de forma clásica.

La enerǵıa Exc[ρ] engloba todo lo que es desconocido y es el único término
dentro del esquema de KS que no tiene una expresión universal para calcular su
valor. Por eso se ha establecido distintos mecanismos para obtener este valor[40].
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2.1. TEORÍA DEL FUNCIONAL DE LA DENSIDAD.

En la literatura aparecen disimiles maneras de aproximar Exc. Alguna de las
cuales agregan nuevos niveles de complejidad y/o coste computacional. En la
práctica Exc es dividido en dos contribuciones en la forma de una adición simple
como: Exc = εx+εc, donde εx y εc son las enerǵıas de intercambio y correlación [42].

Hartree - Fock expresión para la enerǵıa de intercambio.

En el trabajo de Hartree - Fock (HF en adelante) se propone un método para
el cálculo de exacto de la componete de intercambio εx de esta enerǵıa. Dos
elementos escenciales hay que destacar, el potencial de repulsión electrón - electrón
de Coulomb, definido por [43, 44]:

(aa|bb) =

∫
dr1dr2|ψa(r1)|2r−1

12 |ψb(r2)|2 (2.14)

y la componente de intercambio, definido por:

(ab|ba) =

∫
dr1dr2ψ

∗
a(r1)ψb(r1)r

−1
12 ψ

∗
b (r2)ψa(r2) (2.15)

donde a y b representan a 2 electrones del sistema. De las eq. 2.14 y 2.15, esta
última resula la mas complicada computacionalmente. Requiere de la permutación
en pares de todos los electrones del sistema, algo que resulta costoso al aumentar
el tamño del sistema [45, 43, 41].

Aproximación de la Densidad Local (LDA).

La idea detrás de LDA está basada en el comportamiento de de la densidad de
un gas homogéneo. Dentro del volumen que la contiene, la densidad se considera
constante. Entonces Exc se puede expresar como:

Exc[ρ(x)] =

∫
ρ(x)υxc[ρ(x)]dr (2.16)

donde υxc es considerado como las contribuciones de intercambio y correlación
independientes de cada part́ıcula. Este término está únicamente determinado por
la densidad ρ en la posición x. Separando Exc en sus contribuciones εx y εc , la
contribución del intercambio εx se define por:

εx[ρ(x)] = −2

3

(
3

π

) 1
3
∫
ρ(x)

4
3dx (2.17)

La componente de correlación εc resulta dif́ıcil de definir. en algunas oca-
siones se le da valor 0, en otros casos se usan valores calculados previamente
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2.1. TEORÍA DEL FUNCIONAL DE LA DENSIDAD.

mediante cálculos de Monte Carlo [40]. LDA representa una buena aproximación
para sólidos conductores donde los electrones se comportan de manera similar a
un gas homogéneo. Esta solución mantiene las ecuaciones de KS dentro de una
complejidad computacional lineal [41, 40].

Aproximación del Gradiente Generalizado (GGA).

La densidad no siempre se comportar de manera uniforme, por tanto la solución
de LDA tendrá limitaciones. Para manejar cambios en una distribución no uni-
forme se agregó un gradiente a la definición [46]. De forma general Exc se expresa
por:

EGGA
xc [ρ(x)] =

∫
fGGA(ρ(x),∇ρ(x))dx (2.18)

Considerando que fGGA(s) es una corrección para LDA, y la flexibilidad para
definir s, hay toda una familia de funcionales basados en GGA [47, 40, 35, 48].

Aproximaciones Hı́bridas.

Las aproximaciones h́ıbridas agregan un nuevo nivel de complejidad al fun-
cional Exc. Aparecen en el trabajo propuesto por Becke [49], dada la dificultad de
determinar Exc, sobre todo la componente εc. Intenta corregir de esta forma los
problemas que encuentra LDA y GGA en algunas aplicaciones p.ej. en el cálculos
de propiedades en estado gaseoso de moléculas y sólidos. De forma general se
define como:

Exc = αEHF
x + (1 − α)EGGA

xc (2.19)

donde EHF
x es la enerǵıa de intercambio de Hatree-Fock definido en la eq. 2.14

y α es un parámetro de ajuste obtenido de datos experimentales.
Esta nueva aproximación tiene muchas expresiones dependiendo de cuanto de

cada parte es agregada la mezcla. También mantiene una fuerte dependencia
con los sistemas de donde α fue ajustada, dando mejores resultados con sistemas
similares.

Tanto los funcionales GGA como los Hı́bridos presentan una multitud de formas
producto de la flexibilidad en sus expresiones originales. Las virtudes y deficiencias
de cada una están muy unidas a la definiciones de estas expresiones [42, 48].

Un ejemplo de funcional basado en GGA es Perdew-Burke-Ernzerhof (PBE
por las iniciales de los autores), donde fGGA de la eq. 2.18 se define como[47]:

fGGA = 1 + k − k

(1 + µs2

k
)

(2.20)
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2.1. TEORÍA DEL FUNCIONAL DE LA DENSIDAD.

donde k y µ son restricciones f́ısica y no parámetros de ajuste. Este funcional
es tan popular que tiene su propio sub-grupo dentro de GGA como revPBE, RPBE
y PBEsol [50]. También posee su versión Hı́brida conocida como PBE0. Descrita
por Carlo Adamo y Vincenzo Barone como [51]:

EPBE0
xc = EGGA

x + a(EHF
x + EPBE

x ) (2.21)

PBE es muy utilizado en sólidos aunque presenta dificultades determinando la
enerǵıa de enlace de Hidrógeno [47]. PBE0 corrige el problema de la enerǵıa de
los enlaces de hidrógeno mientras mantiene las virtudes de PBE [51].

Alguna conclusiones sobre las aproximaciones a la enerǵıa de Inter-
cambio y Correlación.

John P. Perdew y Karla Schmidt definieron la llamada Escalera de Jacob, (Ja-
cob’s Ladder) que no es mas que una clasificación de para las aproximaciones
hechas a la Enerǵıa de Intercambio y Correlación, basado en precisión y coste
computacional. La Figura 2.2 muestra la ”Escalera” donde cada peldaño incre-
menta el coste computacional [52].

Aproximación Hartree

LDA: ρ(x)

GGA: ρ(x) y ∇ρ(x)

...

Hı́bridos : αEHF
x + (1 − α)EGGA

xc

...

Exactitud Qúımica

In
cr

em
en

to
Com

plej
id

ad

Figura 2.2: Posición de los métodos para aproximar la Exc mencionados en la Escalera
de Jacob.

Con N siendo la cantidad de electrones, LDA escala N3 ya que depende solo de
ρ, GGA también escala N3 pero computacionalmente resulta mas costoso ya que
depende de ρ y su gradiente ∇. Las aproximaciones Hı́bridas escalan N4 siendo el
cálculo de EHF

x uno de los elementos más costosos[50].

Resulta obvio que alcanzar la Exactitud Qúımica al menor costo computacional
posible es deseable. Esta premisa ha sido la inspiración para la construcción de una
impresionante cantidad de aproximaciones a Exc, dado que la expresión universal
para Exc sigue incógnita. Narbe Mardirossian y Martin Head-Gordon mencionan
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2.2. TEORÍA DEL FUNCIONAL DE LA DENSIDAD DEPENDIENTE DEL
TIEMPO (TD-DFT ).

un enorme grupo de ellos para cada uno de los peldaños de la Escalera de Jacob
mostrada en el Figura 2.2 [42].

2.2 Teoŕıa del Funcional de la Densidad Depen-

diente del Tiempo (TD-DFT).

Los métodos revisados hasta ahora, DFT y el esquema de KS, describen bien las
propiedades electrónicas de sistemas invariantes en el tiempo [43, 35]. La evolución
en el tiempo de un sistema bajo la influencia de una perturbación externa se
engloba los formalismos de la Respuesta Lineal (del inglés Linear Response LR)
[48].

Partiendo de un Hamiltoniano que representa un perturbación dependiente del
tiempo con la forma Ĥ(t) = F (t)β̂, donde F (t) representa el campo externo y β̂ es
la propiedad que activa el campo en el instante de tiempo tGS. El valor esperado
de una propiedad α queda definida dependiente del tiempo, después de aplicado
el Hamiltoniano sobre la función de onda como:

α(t) = ⟨Ψ(t)|α̂|Ψ(t)⟩ (2.22)

La diferencia α(t) − αGS es lo que se conoce como respuesta del sistema a la
perturbación del campo externo F (t), y la primera potencia del campo F (t) como
lineal. La respuesta lineal que relaciona las propiedades α̂ y β̂ se define como:

α1(t) = −i
∫ t

tGS

dt′F (t′)⟨ΨGS(t)|[α̂(t), β̂(t′)]|ΨGS(t)⟩ (2.23)

La respuesta lineal se puede expresar en función de la densidad en los que se
conoce como la Representación de Lehmann (del inglés Lehmann Representation)
donde partiendo desde el GS la componente que describe las excitaciones se define
como:

χ(α̂, β̂, ω) =
∑
I

[
⟨Ψ0|ρ̂(α̂)|ΨI⟩⟨ΨI |ρ̂(β̂)|Ψ0⟩

ω −ΩI + i0+

]
(2.24)

donde ΨI los estados excitados de enerǵıa EI = EGS+ΩI . La eq. 2.24 expresada
en plano de las frecuencias ω, asegura la obtención de la descomposición espectral
del sistema interactuante [48, 35].

La polarización dinámica es una propiedad que puede ser extráıda utilizado
la respuesta lineal. Resulta de especial interés para la espectroscopia molecular
por relacionar un potencial eléctrico externo υ con los cambios en los dipolos
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TIEMPO (TD-DFT ).

(µ = −qx). Expresando los términos usando la representación de Lehmann se
puede definir como:

αµλ(ω) =
∞∑
n=1

{
2Ωn⟨Ψ0|x̂ν |Ψn⟩⟨Ψ0|x̂λ|Ψn⟩

Ω2
n − ω2

}
(2.25)

donde x̂ν representa el operador del dipolo y x̂λ al campo eléctrico externo,
las enerǵıas de excitación se obtienen de Ωn = En − E0 y las fuerzas de oscilador
fn = 2Ωn

3

∑3
µ=1 |⟨Ψ0|x̂µ|Ψn⟩|2.

Resolver la eq. 2.25 resulta complicado, requiere tener conocimiento de la
función de onda de varios estados de un sistema interactuante. Este problema es
resuelto utilizando el esquema de Kohn - Sham dependiente del tiempo (TDDFT),
donde la respuesta lineal del sistema interactuante es obtenida a través del sistema
no interactuante definido como [48, 35]:

χKS(x,x′, ω) = lim
η→o+

∑
k,j

(fk − fj)
φ
(0)∗
j (x)φ

(0)
k (x)φ

(0)∗
j (x′)φ

(0)
k (x′)

ω − (εj − εk) + iη
(2.26)

donde φ
(0)
k son los orbitales de Kohn -Sham y (fk − fj) son los números de

ocupación.
La forma matricial de la respuesta lineal del sistema no interactuante fue prop-

uesta por Mark E. Casida en la llamada Ecuación de Casida (Casida’s equation)
y se define como [53]:

RFI = Ω2
IFI (2.27)

Las enerǵıas de excitación Ω pueden ser obtenidas como los valores propios y
las fuerzas del oscilador como los vectores propios FI usando:

fI =
2

3
(|xS−1/2FI |2 + |yS−1/2FI |2 + |zS−1/2FI |2)\|FI |2 (2.28)

y R se define como:

Rqq′ = ω2
qδqq′ + 4

√
ωqωq′

∫
d3r

∫
d3r′Φq(r)fHxc(r, r

′,ΩI)Φq′(r
′) (2.29)

donde fHxc se conoce como el kernel de intercambio y correlación, necesario
para poder resolver el sistema de Kohn - Sham y Φq = φ

(0)∗
a (x)φ

(0)
i (x). La eq.

2.27 está implementada en la mayoŕıa de los códigos de F́ısica y Qúımica Computa-
cional, porque es fácil de codificar y su solución aporta directamente las enerǵıa
de excitación y las fuerzas del oscilador. Ambas propiedades están directamente
relacionadas con el espectro de absorción del sistema [48, 35].
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2.3 Optimización de Geometŕıas.

Existen diversas formas de representación espacial de compuestos qúımicos, co-
ordenadas cartesianas, polares, etc. En este trabajo se van a considerar sólo las
llamadas coordenadas internas que consisten en distancias, ángulos y ángulos de
torsión. Usando esta representación los compuestos tienen 3N −6 grados de liber-
tad eliminando rotación y traslación [54, 55]. La Figura 2.3 se puede apreciar un
ejemplo de átomos representados usando este tipo de coordenadas.

A1

I

A1 A2

d1

II

A1 A2

III

A3

d1

d
2

θ1

A2

V I

A1 A3

A4

↷
ϕ

d 1

d
2

d 3θ1

θ2

Figura 2.3: Ejemplo de coordenadas internas para un grupo de conformaciones
atómicas. I solo un átomo, define el origen de coordenadas. II con dos átomos se
fija A1 y la posición de A2 la determina la distancia d1. III con tres átomos se fija A1,
A2 y A3 se posicionan a partir de dos distancias (d1 y d2) y un ángulo(θ1). VI con
cuatro átomos seis coordenadas son necesarias, tres distancias (d1, d2 y d3), dos ángulos
(θ1 y θ2) y un ángulo de torsión (ϕ).

El procesos de encontrar la estructura molecular que minimice la enerǵıa po-
tencial se conoce como Optimización de Geometŕıas (del inglés Geometry opti-
mization), también aparece como relajación ya que se minimizan las fuerzas inter-
atómicas. Es el primer paso antes de cualquier cálculo que garantiza minimizar las
fuerzas internas entre los elementos del compuesto. Se utiliza la enerǵıa potencial
por ser invariante a rotación y/o traslación en la ausencia de campos externos,
una caracteŕıstica necesaria si se trabaja con distintas conformaciones de átomos
[41, 56].

El espacio de posibles geometŕıas y sus correspondientes enerǵıas potenciales,
define lo que se conoce como Superficies de Enerǵıa Potencial [57] (del inglés
Potential Energy Surfaces PES) [55].

Las superficies PES proporcionan el medio en donde realizar la búsqueda de la
estructura óptima. Dentro de las PES están contenidas todas las posibles confor-
maciones para una agregación particular de átomos. La Figura 2.4 muestra una
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superficie PES para un grupo hipotético de mas de tres átomos, solo se presentan
2 dimensiones y el resto se han mantenido como constante.

d1 Å

Energy in eV

d2 Å

Figura 2.4: Ejemplo de superficie PES para un grupo hipotético de átomos y coorde-
nadas arbitrarias. La región azul marca un mı́nimo, donde la geometŕıa se encuentra
optimizada.

Los métodos para explorar las superficies PES y encontrar el mı́nimo vaŕıan
[56]. Constan de 2 pasos fundamentales: (1) calcular la enerǵıa potencial y (2)
método de búsqueda del mı́nimo en la PES. El cálculo de la enerǵıa potencial
puede realizarse utilizando varias técnicas como cálculos semi-emṕıricos donde se
utilizan datos ya tabulados obtenidos mediante procesos experimentales unido a
simplificaciones y parametrizaciones que permiten calcular grandes agrupaciones
de átomos [58, 59, 60]. Otro método es utilizar métodos ab-initio como DFT o
TDDFT, muy costosa si el número de átomos es grande, ya que para logar una
buena aproximación de la geometŕıa el uso de un funcional h́ıbrido para la enerǵıa
de intercambio y correlación es recomendable [55, 57, 61, 62].

La búsqueda del mı́nimo resulta en un problema de optimización La mayoŕıa
de los algoritmos utilizan ∇E, donde E es la enerǵıa potencial, por la garant́ıa
que ofrece de encontrar el mı́nimo y las expresiones de la enerǵıa potencial son
conocidas y por tanto posible implementar derivadas de orden n. Otros métodos no
basados en gradientes son utilizados cuando resulta imposible obtener las derivadas
correspondientes, pero solo se recurre a ellos en casos muy excepcionales ya que
no garantizan convergencia [63, 64, 65].
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Caṕıtulo 3

Elementos de Aprendizaje
Automático.

The best computer is a man, and it’s
the only one that can be mass-produced

by unskilled labor.
Wernher von Braun.
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El término Aprendizaje Automático (Machine Learning ML) se considera como
una sub-rama de la Inteligencia Artificial. Recientemente ha adquirido prominen-
cia por su habilidad de encontrar comportamientos ocultos en grandes volúmenes
de datos. También se ha aprovechado del incremento sustancial en la capacidad
de computo y la disminución del precio comercial. Algo que ha permitido im-
plementar algoritmos que asimilen mayor volumen de datos y por consiguiente
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mas exigentes computacionalmente [66]. En este trabajo se abordarán métodos
clasificados como Aprendizaje Supervisado1, donde se conocen las entradas y las
salidas y el objetivo del aprendizaje es construir la función de transformación,
que convierta las entradas en las salidas [67, 68]. Antes de describir la estructura
del caṕıtulo, se introducirán a continuación algunos acuerdos en cuanto a termi-
noloǵıa y representación de términos, aśı como también algunos conceptos básicos
relacionados con ML.

Representación de matrices, tensores y valores:

• Representación de Tensores: Todos los tensores se representaran de acuerdo
a su orden. Si el orden es mayor o igual a 2 se representará como M; si el
orden es menor de 2 como m̄; los valores escalares se representarán con uno,
dos o mas sub́ındices si perteneces a tensores de orden correspondientes o sin
ninguno si son valores constantes (ej. mi,j, mi y n).

Conceptos relacionados con ML:

• Propiedad : Las propiedades serán considerados como todo aquellos fenómenos
sobre los que se pueden hacer mediciones.

• Descriptor : Grupo de valores usados para etiquetar una medición realizada
sobre una Propiedad. Un Descriptor D̄ puede ser un tensor de orden 1 o
mayor; ej. D̄ = {d1, d2, . . . , dN} donde N es un número arbitrario finito.

• Referencia: Mediciones hechas sobre una Propiedad para un descriptor D̄.
Las mediciones de Referencia pueden ser un tensor orden 1 o mayor; ej.
R̄ = {r1, r2, . . . , rN} donde N es un número arbitrario finito.

• Base de Entrenamiento: Constituye el total de todos los datos disponibles
para realizar el entrenamiento B. Puede ampliarse en volumen de datos si
nueva información es incorporada.

• Conjunto de Entrenamiento: Conjunto de pares D̄, R̄ utilizados para ”enseñar”
(Procesos de Aprendizaje) al método de ML. El Conjunto de Entrenamiento
es T ⊆ B y se puede definir como:
T = {[D̄1, R̄1], [D̄2, R̄2], . . . , [D̄N , R̄N ]} donde N es un número arbitrario
finito.

• Conjunto de Control : Conjunto de elementos utilizados para evaluar el
método de ML después de que el Proceso de Aprendizaje concluya. El Con-
junto de Control se define usualmente como C ⊆ B, por tanto:

1El lector puede profundizar en este y otros métodos en [67] y [66]
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C = {[D̄1, R̄1], [D̄2, R̄2], . . . , [D̄N , R̄N ]} donde N es un número arbitrario
finito.

• Procesos de Aprendizaje: En general se puede ver como el grupo de paso
tomados para construir la función que satisface f(D̄T, α) = R̄T, donde α es
un conjunto de parámetros (hiperparámetros) 2.

• Predicción: Si se considera el Modelo Entrenado como F entonces la predic-
ciones pueden definirse como F (D̄C, α) = P̄ donde: P̄ = {p1, p2, . . . , pM}
donde M es un número arbitrario finito.

• Pérdida del Modelo: Métrica de cuanto la Estimación P̄ se desv́ıa de la refer-
encia del Conjunto de Entrenamiento R̄T. Se define como: L(R̄T, f(D̄T, α)).

La Figura 3.1 muestra la relación de los conceptos de ML en un diagrama simpli-
ficado. Realizadas estas aclaraciones se puede introducir al lector al contenido del

T ∪ C
B

f(D̄T, α) R̄T

FTM P̄

Modelo Entrenado

D̄T

D̄C

Figura 3.1: Relación de los conceptos involucrados en el Proceso de Aprendizaje. Para
evaluar la precisión del Modelo Entrenado FTM simplemente calcular L

caṕıtulo. Primeramente se va presentar una introducción general a las Máquinas
de Vectores de Soportes y mas detalladamente al método de Regresión Ridge con
Kernel. Seguido se detallarán una breve descripción la Redes Neuronales.

3.1 Breve introducción a las Máquinas de Vec-

tores de Soporte.

Dentro de los métodos de Aprendizaje Supervisado se encuentra los conocidos
como Maquinas de Vectores de Soporte (del inglés Support Vector Machine, en
adelante se usará SVM)[67, 66, 68, 69]. Estos métodos usualmente utilizados para
clasificación y regresión, intentan construir un hiper-plano (f(D̄)) que permita
separar o estimar valores respectivamente.

2Los hiper-parámetros aparecerán a lo largo de este caṕıtulo representados con otros śımbolos.
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SOPORTE.

Se puede utilizar un ejemplo para formular el problema. Si se considera un
conjunto de entrenamiento T, donde las referencias R̄T tienen solo 2 posibles
valores {1,−1} como etiqueta de clasificación para cada uno de los descriptores
D̄T = {d1, d2, . . . , dN} entonces:

ri ∗ [(w̄ · di) − b] ≥ 1, i = 1, . . . , N (3.1)

donde w̄ es el hiper-plano, b es una constante (bias o umbral, en adelante se
usará umbral)3 y los llamados vectores de soporte son todos aquellos di donde
la desigualdad eq. 3.1 se cumple. La eq. 3.1 presenta la dificulta de la alta
dimensionalidad del tensor D̄, para el que construir un hiper-plano que clasifique
correctamente resulta complicado desde el punto de vista técnico.

La desigualdad planteada en la eq. 3.1 puede replantearse usando la Dualidad
de Lagrange, donde para obtener w̄ se utiliza:

w̄ =
N∑
i=0

riαidi, αi ≥ 0, i = 1, . . . , N (3.2)

donde αi son los coeficiente de Lagrange del hiper-plano que pueden encontrarse
resolviendo la maximización:

maxα{
N∑
i=1

αi −
1

2

∑
i,j

αiαjrirjdi · dj} (3.3)

sujeta a
N∑
i=1

αiri = 0 y αi ≥ 0 (3.4)

Con la eq. 3.3 se obtienen los coeficientes óptimos α y con la eq. 3.2 se
obtiene el hiper-plano óptimo w. Resulta interesante destacar que los tensores de
entrenamiento (D̄T) están representados en el espacio de los productos escalares,
desagregando el costo de resolver las ecuaciones, de la dimensionalidad que pueda
presentar el descriptor. Para lograr esta desagregación se realiza una operación
conocida como sustitución de kernel (del inglés Kernel Trick) donde K(di, dj) =
(di · dj). La función de estimación f que representa al hiper-plano tiene la forma:

f(D̄T, ᾱ, w̄) =
N∑
i=1

riαiK(D̄, wi) (3.5)

sujeta a αi ≥ 0 (3.6)

3Este valor le otorga libertad de traslación al hiper-plano
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donde w̄ es el hiper-plano, ᾱ son los coeficientes Lagrange del hiper-plano,
D̄T son los tensores que representan a los descriptores y r son los tensores que
representan las referencias R̄T. Esta función es utilizada para evaluar nuevos
puntos.

Se puede ver el kernel K como una función de interpolación intercambiable 4

que sustituye la necesidad de trabajar en el espacio de alta dimensionalidad que
pudieran presentar los descriptores D̄T [66, 69].

3.1.1 Regresión Ridge con Kernel (KRR).

La Regresión Ridge (RR) es un método de Regresión dentro de SVM. En particular
RR se enfoca en problemas de predicción de valores. El objetivo es buscar una
función f(TD̄, α) que estime el valor de TR̄, cuando este último no es una variable
discreta fácilmente separable [70, 67].

La Regresión se puede definir como:

f(D̄T, w̄) = b+ wT D̄T (3.7)

donde w̄ es el hiper-plano, b es el umbral. Nótese la similitud con eq. 3.1. La
eq. 3.7 se puede expresar utilizando la Suma de los Errores al Cuadrado(del inglés
Sum Squared Errors) como función de pérdida L del modelo:

L(R̄T, f(D̄T, w̄)) =
1

2

N∑
n=1

{R̄T − (b+ wT D̄T)}2 (3.8)

La eq. 3.7 presenta el problema de la alta dimensionalidad del tensor de en-
trenamiento D̄T. Además como se pretende construir una curva de estimación
aparece un nuevo problema relacionado con el ajuste de la curva, que ocurre cuando
f(D̄T, w̄) se ajusta demasiado o muy poco a los descriptores D̄T produciendo re-
sultado indeseados. La Figura 3.2 se muestra estos fenómeno:

Para el problema de la dimensionalidad se utiliza la sustitución de kernel, y
para atenuar los problemas de ajuste se introduce un valor de regularización [70].
Re-escribiendo la eq. 3.8:

1

2

N∑
n=1

{R̄T − (b+ wT D̄T)}2 +
1

λ
wTw (3.9)

4El tipo de Kernel utilizado tiene que ser representable en el espacio de productos escalares,
definido positivamente y cumplir con las condiciones de Mecer [66, 67]
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Modeloo Sobre-Ajustado (c)

Figura 3.2: Ejemplo de modelos: Poco-Ajustado (a), Ajustado (b) y Sobre-Ajustado
(c). Siendo • las Observaciones y − el Modelo obtenido. Nótese que para las Observa-
ciones en el modelo (b) se pueden obtener valores de pérdidas L muy bajos e induce a un
análisis erroneo acerca de su efectividad, ya que la evaluación de un punto del conjunto
C provoca una desviación enorme.

donde 1
λ
wTw es el término de regularización y λ el coeficiente de rigidez (ridge).

Agregando la sustitución de kernel, se llega a la expresión5:

P̄ = k(D̄T)T (K + λI)−1R̄T (3.10)

donde I es la matriz de identidad, K es una matriz simétrica que se obtienen
usando K = k(di, dj) y k(∗) es la función del kernel. Todo la solución está ex-
presada en función del kernel. La selección del kernel le da flexibilidad al modelo

a pasar de lineal a no lineal6, un ejemplo es: k(di) = exp{− (di−µi)
2

2∗σ2 } denominada
como Gaussian donde µi determina la localización de la función en el espacio de
entrada y σ es una variable que determina el alcance espacial del kernel [70].

La Figura 3.3 muestra un ejemplo utilizando eq. 3.10 y un kernel Gaussian. Se
puede apreciar como los valores de σ y λ interfieren en el proceso de aprendizaje
provocando los efectos de sobre-ajuste y poco-ajuste del modelo. La primera fila
desde arriba en la Figura 3.3 se modifica σ, siendo una variable propia del kernel
tiene un influencia notable en el ajuste del método. La segunda fila se modifica
λ, este hiper-parámetro tiene una influencia menos dramática sobre el ajuste del
modelo. Sin embargo valores incorrectos llevan al completo desbalance inclusive
si el valor de σ es el adecuado.

Este ejemplo demuestra el papel crucial que juega la optimización de los hiper-
parámetros (Ver Sección 3.3)en los modelos de aprendizaje automático.

5La completa derivación de esta expresión no es tema de este trabajo. Remitimos amable-
mente al lector a [70] y [66]

6Existen otras variantes de funciones como lineal, polinómica o sigmoid, etc. Cada una cambia
la naturaleza de la Regresión para adaptarlo a las particularidades del problema de estimación.
El lector puede indagar sobre estas y otras funciones de kernel en [70], [67] y [66].
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Figura 3.3: Ejemplo de valores para σ y λ. Siendo • las Observaciones y − el Modelo
obtenido. Primera fila desde arriba se modifica σ mientras λ permanece constante. En
la segunda fila se modifica λ mientras σ permanece constante.

3.1.2 Algoritmo del Vecino Cercano.

Para mejorar el problema de regresión cuando no se consigue estimar correctamente
el conjunto de control C, se puede asumir que puntos cercanos deben ser similares.
Por tanto se realiza un cribado del conjunto de entrenamieto T . La solución puede
formularse en un corto algoritmo de la forma:

Algorithm 3.1: Búsqueda del Vecino Cercano

Require: T y D̄C
1: for all dCi en D̄C do
2: d′ = {||dCi − D̄T||l ≤ r}
3: P̄ = k(d′)T (K′ + λI)−1R̄

′
T

4: end for

donde ||∗ ||l es una norma y r es un umbral de tolerancia de inclusión. En otras
palabras cada nuevo punto se estima utilizando aquellos tensores de entrenamiento
que le son cercanos según la norma || ∗ ||l y cumpliendo la condición r. El conjunto
tensores resultantes cumple D̄

′
T ≤ D̄T que trae como beneficio que el algoritmo

se puede entrenar con menos tensores (en el peor de los casos todos los tensores
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del conjunto D̄T participaŕıan en el entrenamiento) y los escogido presentan gran
similitud con el nuevo punto lo que garantiza en gran medida una buena estimación.
Es importante destacar como problema que este algoritmo agrega una sobrecarga
extra, porque para estimar cada nuevo punto hay que buscar aquellos tensores
donde la norma es mı́nima. Puede ser costoso computacionalmente si el conjunto
D̄T es extenso [71, 72, 73].

3.2 Introducción a las Redes Neuronales.

El término Redes Neuronales (del ingés Neural Networks NN), aparece como un
intento de encontrar un representación matemática a los procesos de los sistemas
biológicos. En muchas aplicaciones, las NN resultan compactas y eficientes que su
contraparte SVM. Aunque nada viene sin un coste, y en el caso de las NN puede
verse incrementado considerablemente en el tiempo de entrenamiento [70].

El modelo mas simple de red neuronal es el conocido como Perceptrón de 1
capa7. La definición de Preceptrón involucra un Grafo Completo sin ciclos com-
puesto por: (1) nodos de entrada, (2) capas ocultas y (3) nodos de salida. Este
modelo también es conocido como Perceptrón multi-capas (del inglés Multi-Layer
Perceptron, en adelante MLP). La Figura 3.4 muestra esta estructura.

Siendo D̄T los tensores de entranmiento, se puede definir una NN como:

f(D̄T,w) = g(
M∑
i=1

wiϕi(D̄T) + b) (3.11)

donde g(∗) se conoce como la función de Activación (ver Sección 3.2.3), ϕ(∗)
es una función no lineal, wi son los pesos (del inglés weights) determinana la influ-
encia de cada enlace sobre la siguiente capa y b representa el umbral8. Para poder
extender este modelo a una red se busca hacer que ϕ(∗) dependa de parámetros
y que estos parámetros sean ajustables junto con w durante el proceso de entre-
namiento [70, 74].

3.2.1 Propagación hacia adelante (Feed-Forward).

Se puede considerar un conjunto de entrenamiento T = {[D̄1, R̄1], . . . , [D̄N , R̄N ]}
con N número de muestras y se busca extrapolar la eq. 3.11 de una neurona a

7Al usar esta notación se hace referencia al número de capas ocultas, debido a que la capa de
entrada y salida son necesarias para el correcto funcionamiento de este algoritmo. La literatura
en ocasiones contempla al Perceptrón de 1 capa con solo las entradas y salidas [66, 67]. En
este trabajo siempre se hará referencia al número de capas ocultas y se dará por impĺıcito que
también existen las entradas y salidas

8Este valor permite un desplazamiento a los pesos, proporcionando flexibilidad.
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e1d1

eNdN

z1

z2

zH

s1 p1

sM pM

Capa Oculta
Entrada D̄T Salidas P̄

Figura 3.4: Representación de un MLP donde se aprecia su estructura de grafo com-
pleto compuesto por (1) Entradas eN con N igual al número de tensores en D̄T, (2)
Capas ocultas pueden existir un número arbitrario de capas ocultas y neuronas por ca-
pas y (3) Salidas SM donde se obtienen las predicciones P̄.

varias capas de neuronas entrelazadas para conformar un MLP [70].
Usando la eq. 3.11 se puede escribir la primera capa como:

ch =
N∑

n=1

w0
n,hdn + b0h (3.12)

con h = 1, 2, . . . , H siendo H el número de enlaces con la siguiente capa, ch es
el valor de activación, wn,h son los pesos del enlace y b0h es el umbral. La salida de
la neurona a la siguiente capa se obtiene al aplicar sobre el valor de activación ch
la función de activación:

zh = g(ch) (3.13)

Este proceso de ”alimentar” la red hacia adelante, utilizando los tensores de
entrada, los pesos y los valores de umbral, se conoce como Propagación hacia
adelante (del inglés Feed-Forward, en adelante FF). La caracteŕıstica más impor-
tante de esta propagación es mantener los pesos y el umbral fijos, calculando para
cada capa las salidas z̄, las cuales constituyen la entrada de la siguiente capa. La
Figura 3.5 como ocurre este proceso para un MLP de una sola capa oculta. El
pase completo (FF) mostrado en la Figura 3.5 ocurre en 4 etapas:

• Se evalúa la eq. 3.12 utilizando los pesos wn,h, . . . , wN,H con N número de
tensores de entrada en D̄T y H número de neuronas en la primera capa
oculta.

27
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• Se evalúa la eq. 3.13 para todo ch, . . . , cH .

• Se evalúa la eq. 3.12 utilizando los pesos wh,m, . . . , wH,M con M número de
tensores de salida en P̄.

• Por último se evalúa la eq. 3.13 para todo c1, . . . , cM en las salida. Usual-
mente b se representa como una neurona sin conexiones, para este caso par-
ticular se considerará como un valor intŕınseco de cada capa.

e1d1

eNdN

z1c1

z2c2

zHcH

s1c1 p1

sMcM pM

wn,h

...

...

wN,H

wh,m

...

...

wH,M

Capa Oculta
Entrada D̄T Salida P̄

Figura 3.5: Representación de un MLP donde se aprecian el proceso de propagación
FF, desde los tensores de entrada hasta las salidas.

Al finalizar el proceso de FF se obtienen las predicciones P̄M , los cuales pueden
se comparados contra las referencias R̄T utilizando la función de pérdida L(R̄T, P̄M)9

[70, 74].

3.2.2 Propagación hacia atrás (Back-Propagation).

Considerando que el resultado del proceso FF son las predicciones P̄ se busca que
de manera automática este valor se acerque al ideal R̄T − P̄ = 0 [74, 67, 69].
Resulta evidente a través de la eq. 3.12 que existe una dependencia de R̄

′
con w̄

y siendo un problema de minimización, entonces al final de cada FF se pueden
mejorar los pesos de la última capa usando un gradiente:

w̄nuevo = w̄viejo + ∇w̄ (3.14)

9Las métricas para errores vaŕıan, dependiendo de la aplicación. En el Caṕıtulo 6 se definirá
esta función.
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donde ∇w̄ se puede expresar como:

∇w̄ = −µ ∂L
∂w̄

(3.15)

donde µ es la constante de aprendizaje que regula la evaluación de la derivada
en la eq. 3.15. El término que puede causar problemas es la evaluación de la
propia derivada en la eq. 3.15 que se calcula como:

∂L
∂w̄

=
∂L
∂cm

zm (3.16)

donde ∂L
∂cm

por simplicidad se denotará como δm y M es la cantidad de tensores
de salida [67, 74]. Cada capa tiene su propia salida definida por eq. 3.13. Si se
generaliza para todas las capas en función de δ entonces:

δh = g′(ch)
∑
m

whmδm (3.17)

donde g′(∗) es la primera derivada de la función de activación, . La eq. 3.17
indica que el valor δh depende directamente del valor de δm de la capa que le
antecede y de los pesos whm de los enlaces que unen esas capas. Evaluar δm para
la capa de salida se reduce a (R̄ − g(

∑M
m=1wh,mzh + bm)) por tanto es el primer

error con el que se puede empezar la propagación hacia atrás (del inglés Back-
Propagation, en adelnate BP). Consta de 4 etapas:

1. Calcular δm simplemente usando (R̄− g(
∑M

m=1wh,mzh + bm)).

2. Calcular δ para cada neurona en las capas ocultas usando eq. 3.17.

3. Obtener los ∇w̄ usando eq. 3.15 y los valores de δ.

4. Actualizar todos los valores de w̄ usando eq. 3.14 y ∇w̄.

En la Figura 3.6 se muestra el proceso de BP comenzando por la capa de salida
hasta las entradas buscando mejorar los pesos w̄:

El MLP puede mejorarse a si mismo usando FF y BP. Primero seleccionando
aleatoriamente unos valores iniciales de w̄ y b, aplicando FF para propagar los
tensores de entrada, fijando y calculando las salidas de cada neurona z̄. Al fi-
nalizar se ejecuta el BP y manteniendo constantes las z̄ se modifican los pesos w̄.
Para el caso de los valores de umbral se utiliza el mismo sistema de actualización
considerando que los pesos de los ”enlaces”( señalado de esta forma pues suelen
ser neuronas sin enlaces) es una constante con valor −1[70].

El criterio de convergencia se puede asumir de distintas maneras dependiendo
del problema a representado. Por ejemplo se puede imponer una cota mı́nima a
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Figura 3.6: Representación de un MLP donde muestran las variables que intervienen
en el proceso de BP, donde se actualizan los pesos a partir de los errores de salida.

alcanzar por la función de pérdida L en la capa de salida o se pueden usar un
número fijo de iteraciones (si se considera una iteración como la ejecución de FF
y BP una vez cada uno) [70, 74].

3.2.3 Funciones de Activación

Las funciones de activación indican si la neurona va a producir una salida o no.
En su forma mas simple adquiere una definición binaria de la forma:

g(c) =

{
1 if c ≥ 0,

0 if c < 0
(3.18)

Existe un grupo importante de funciones de activación dependiendo de la apli-
cación. Cumplen con esta caracteŕıstica de retornar valores entre [0, 1] o entre
[−1, 1] de ah́ı que sean no lineales. Además tienen que ser continuas y derivable,
para que el proceso de BP se pueda ejecutar. Algunas relevantes para este trabajo
se detallan brevemente a continuación [66, 67, 70].

Sigmoide (Sigmoid)

Es probablemente la mas utilizada para problemas de clasificación, junto con
otras de similar comportamiento pertenecientes a la familia de las tangentes hiperbólicas.
Este tipo de función a menudo se le denomina aplanadora (del inglés squashing),
por limitar la salida a un grupo finito de valores en un rango determinado. Para
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este caso. las salida oscilan entre [0, 1]. Está definida como:

g(x) =
1

1 + e−βx
(3.19)

donde β es un parámetro para determinar la pendiente de la función. Uno de
los problemas de esta función es que valores muy grandes son aplanados a 1 y los
muy pequeños a 0, esto provoca problemas en el proceso de BP, ya que una vez
que se aplanan, ajustar correctamente los pesos resulta muy dif́ıcil.

Unidad Lineal Rectificada (ReLU).

Su principal ventaja es la simplicidad de su evaluación una simple comparación.
Esto la ha convertido en la función de activación mas utilizada para NN de alta
dimensionalidad. Propuesta en el trabajo de [75, 76] se define como:

g(c) = max{0, c} (3.20)

y su rango va [0,∞). Esta función no tiene parte negativa lo que desplaza su valor
medio creando en ocasiones problemas en el proceso de aprendizaje [77].

Unidad Lineal Exponencial (ELU)

Surge como una alternativa o versión a la función ReLU[77]. Su enfoque fun-
damental es corregir los problemas que presenta ReLU sobre la no negatividad de
la activación mientra mantiene las fortalezas. Está definida como:

g(α, c) =

{
α(ec − 1) if c < 0,

c if c ≥ 0
(3.21)

donde α es un parámetro que controla cuanto negativa puede ser la función.
Por tanto su rango de valores oscila entre (α,∞). eq. 3.21 mantiene la misma
forma que eq. 3.20 para valores positivos y realiza una corrección parametrizada
para los negativos.

3.2.4 Redes Neuronales Convolucionadas

La Redes Neuronales Convolucionadas cambian la estructura de las capas ocultas
a una matriz de dimensiones MxN . En una sección de la matriz se representa una
pequeña parte de los tensores de entrada, de esta forma una misma capa oculta
contiene información de varios tensores de entrada. Los cuales pueden solaparse y
compartir pesos correlacionanado los valores mas cercanos entre ellos que con los
mas alejados.
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La Figura 3.7 se puede visualizar como dos subsecciones, A y B, se solapan en
la capa oculta h. Los pesos wn,m son compartidos por ambas subsecciones. La
convolución de la capa se aplica antes de que se evalue la función de activación
g(∗) y propagar a la siguiente capa.

B
A

wn,m

Capa Oculta h

M

N

Convolución

N

Capa Oculta h+ 1

Figura 3.7: Representación de una CNN. Se puede apreciar el solapamiento en la capa
donde se aplica la convolución.

Los procesos de FF y BP se ejecutan de una manera similar al MLP, pero
pueden producir sobrecargas al procesamiento si el número de neuronas por capa
aumenta considerablemente [70, 74, 78, 79].

3.3 Optimización de Hiper-parámetros.

A lo largo de este caṕıtulo se han descrito métodos dependientes de parámetros
independientes de las entradas, que buscan generalidad en las soluciones que pro-
ponen. La búsqueda de las mejores configuraciones está presente, siempre que
exista la posibilidad de elección de estos parámetros.

Si se define f(α; D̄T), representando una función de aprendizaje, se busca el
valor de α que minimice la función de pérdida L(f(α; D̄T); R̄T). Aunque pueda
parecer similar al proceso de aprendizaje, el objetivo es diferente. Se puede con-
siderar la evaluación de L como una caja negra en función de α de la forma:

J(α) = L(f(α; D̄T); R̄T) (3.22)

solo interesa el resultado de evaluar J(α) sin tener en cuenta como se llegó a
ese resultado.

Lo mas simple para resolver esta optimización hacer una búsqueda exhaustiva10,
estableciendo un rango de valores para α, de la forma [α0, . . . , αM ] y considerando

10La literatura reconoce este proceso con el nombre de Búsqueda en una Malla (del inglés Grid
Search), donde se genera una malla con los posibles valores de las variables y se evalua el modelo
en cada uno de los puntos.
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que existe un mı́nimo global en ese rango. Esto implica ejecutar J(∗) M veces,
pero cada iteración no garaniza que el modelo mejore. Al finalizara se pueden
buscar los mı́nimos en el rango j0, . . . , jM de resultados.

Es deseable encontrar el mı́nimo, evaluando J(∗) la menor cantidad de veces
en el intervalo [α0, . . . , αM ] o que con cada evaluación el modelo mejore. Las
Búsquedas Bayesianas son un método bien establecido que a diferencia de los
métodos basados en gradientes ∇ no requiere cálculo de derivadas de la función
J(∗) [80, 81, 63].

Las Búsquedas Bayesianas se basan en dos conceptos importantes: (1) Modelo
Estad́ıstico Bayesiano y (2) Función de Adquisición.

El Modelo Estad́ıstico Bayesiano se utiliza para construir una curva de dis-
tribución de probabilidades, que permita conocer aquellas α dentro del rango de
búsqueda donde es mas probable que la función J(∗) mejore. Es habitual que se
utilice una técnica conocida como Modelos Sustitutos (del inglés Surrogate Models,
en adelante SM) donde se cambia la función objetivo (J(∗)) por una menos costosa
de evaluar que siga la misma distribución [63]. Cada nuevo punto se evalua en el
SM (menos costoso) primero antes de probar en la función J(∗) (más costosa) solo
si la primero evaluación resulta favorable.

La Función de Adquisición se encarga de buscar el siguiente punto basándose
en SM y donde no se ha buscado antes. Se pueden expresar estos conceptos en un
breve algoritmo:

Algorithm 3.2: Búsqueda Bayesiana

Require: Buscar en rango de [αmin, αmax] en M iteraciones.
1: Evaluar J(α0) con α0 valor inicial.
2: Inicializar el SM usando las evaluaciones J(α0).
3: while m ≤M do
4: Generar αm usando Función de Adquisición y SM.
5: Evaluar J(αm).
6: Actualizar SM.
7: Incrementar m+ +.
8: end while

El resultado esperado será el punto αm donde J(αm) es mı́nimo en el intervalo
dado. Con la ventaja de no evaluar todos los puntos en el intervalo y asegurar que
cada nuevo punto evaluado en J(∗) va a mejorar el modelo.
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3.4 Preprocesamiento de Datos.

En varias ocasiones las mediciones realizadas sobre Propiedades pueden presentar
múltiples problemas. El preprocesamiento ayuda a homogenizar las mediciones de
manera que el modelo se construya correctamente [67, 74].

Una técnica recomendada es la normalización de los datos, para cuando las
mediciones presentan cambios abruptos en los rangos de valores o no tienen una
distribución uniforme entorno a la media. Este problema puede afectar direc-
tamente los algoritmos de aprendizaje, ya que pueden decantarse por aquellas
mediciones de mayor valor absoluto (no necesariamente las mas representadas)
depreciando las de pequeńo valor.

Una normalización muy simple es eliminar la media y la varianza de las medi-
ciones realizada. Los datos resultantes tendŕıan media 0 y varianza unitaria. Otro
tipo de normalización es el escalado de los datos ya sea [0, 1] o [−1, 1] ambos
extremos inclusive (ver Caṕıtulo 4.2, para una descripción teécnica del método
utilizado).

Un problema complicado es el de datos incompletos. Como la mediciones en
ocasiones dependen de fenómenos cambiantes no siempre se capturan toda la in-
formación. Existen varias técnicas para corregir esto la mas simple seŕıa descartar
los valores defectuosos11. Pero cuando existen pocas mediciones descartar algo
puede convertirse en un lujo.

Otra técnica es el de sustitución de los valores faltantes, que puede ser con 0 (del
ingés zero-padding), utilizando valores de la media calculados a partir de los datos
disponibles o algún mecanismo mas elaborado donde se analiza la distribución de
los datos y se busca el valor mas adecuado que responda a esa distribución [67].

11Se pueden considerar como valores defectuosos, aquellos que se desv́ıan por un amplio margen
de la distribución de los datos. La literatura los reconoce también como out-liers.
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Caṕıtulo 4

Revisión de la solución técnica.

Nature achieves much more with less,
Some guy, in a Youtube video about Robotics .

Contents
4.1 Código para cálculos TDDFT. Octopus. . . . . . . . . . 36

4.2 Descripción de la solución implementada. . . . . . . . . 37
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4.2.2 Aprendizaje Automático. . . . . . . . . . . . . . . . . . 39

4.2.3 Bibliotecas Externas. . . . . . . . . . . . . . . . . . . . . 41

Este Caṕıtulo abordará los aspectos técnicos de esta investigación. En las sigu-
ientes Secciones se describirán el código utilizado para realizar los cálculos de
TD-DFT, las bibliotecas externas, el lenguaje de programación seleccionado y por
último una breve descripción del código implementado para producir los resulta-
dos que justifican este trabajo. Antes de entrar en detalle se introducirán algunas
siglas y terminoloǵıa necesaria:

• Programa (del inglés Software): Secuencia de código que puede ser ejecutada
por un ordenador.

• Bibliotecas (del inglés Frameworks): Programa o Conjunto de Programas
re-utilizables que ofrecen un grupo de funcionalidades en un área de la Pro-
gramación. Ayudan a no repetir código, agilizan mucho el desarrollo de
software y evitan los errores ya que han sido probados y optimizados.

• UML: Lenguaje Unificado de Modelaje, conjunto de śımbolos y diagramas
para representar los componentes de un Programa.
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4.1. CÓDIGO PARA CÁLCULOS TDDFT. OCTOPUS.

Importante destacar todos los Programas externos mencionados en este trabajo
se distribuyen bajo la licencia GNU.

4.1 Código para cálculos TDDFT. Octopus.

Para los cálculos TDDFT se utilizó el programa Octopus [82]. Un programa que
se distribuye bajo la licencia GPL, por lo que es gratuito para descargar1 y libre
de modificar. En el mismo sitio de descarga se puede encontrar un manual para
usuarios que se inician, aśı como varios tutoriales que ayuden a entender como
representar las variables f́ısicas para realizar los primeros cálculos.

Fue creado en el grupo del Profesor Ángel Rubio a principios del siglo XXI. Este
programa está escrito en Fortran 95 y algunos módulos en C. Hasta la fecha ha
evolucionado en una herramienta bien completa y eficiente. A través de varias API,
Octopus es capaz de ejecutarse en varios ordenadores simultáneamente, alcanzando
un buen grado de paralelización, lo que agiliza las tareas de cálculo notablemente.

Una de las principales caracteŕısticas de Octopus es su implementación de las
ecuaciones de Kohn-Sham dependientes del tiempo. Estas ecuaciones se resuelven
sobre una discretización del sistema en una maya homogénea en el espacio real y
toda la dinámica se realiza en tiempo real.

Después de establecer condiciones iniciales y posiciones de las part́ıculas in-
volucradas, Octopus calcula el Estado Fundamental (GS) y a este estado se le
pueden aplicar distintos tipos de perturbaciones (mecánicas, electromagnéticos,
etc.). Este mecanismo es el utilizado para calcular estados excitados y el espectro
de absorción entre otras propiedades electrónicas.

El uso de una maya homogénea en el espacio real para la representación de
la magnitudes y part́ıculas involucradas en el sitema f́ısico, le permite a Octopus
tener un grado arbitrario de precisión en el cálculo. Simplemente disminuyendo la
distancia entre puntos de la maya se puede mejorar la calidad de los resultados a
expensas de un mayor coste computacional.

Para algunas tareas Octopus delega el trabajo en bibliotecas externas, tal es
el caso de LibXC2 [83]. Esta es una biblioteca solamente enfocada a la imple-
mentación de los funcionales de enerǵıa de intercambio y correlación Exc (ver
Sección 2.1.1).

Actualmente se encuentra en su verśıon 5 y la lista de aproximaciones de Exc

cubre la mayoŕıa de las descritas en la literatura en los últimos 50 años.

1http://tddft.org/programs/octopus/
2Accesible desde https://www.tddft.org/programs/Libxc/.
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4.2. DESCRIPCIÓN DE LA SOLUCIÓN IMPLEMENTADA.

4.2 Descripción de la solución implementada.

El código desarrollado involucra los conceptos expuestos en los Caṕıtulos 2 y 3.
En la Figura 4.1 se muestran los principales componentes del código, el cual se
puede dividir en 3 grupos diferenciando funcionalidades:

• Manejo de Datos: Compuesto por 3 clases, encargadas de suministrar infor-
mación sobre los compuesto con los que se trabaja, (1) Oct-Data maneja los
resultados de los cálculos ab-intio realizados con Octopus, (2) Mol mantiene
información referida a una molécula y (3) MolData maneja una lista de
muchas moléculas.

• Aprendizaje Automático: Contiene 2 módulos, (1) Redes Neuronales y (2)
Regresión Ridge con Kernel.

• Bibliotecas Externas: Varias bibliotecas que facilitaron las optimizaciones de
los métodos de ML y la manipulación y visualización de datos.

La Figura 4.1 muestra un diagrama UML con alguna de las clases mas rel-
evantes contenidas en el código desarrollado. La relación entre ellas marca la
dependencia de funcionalidades.

Mol
-

Mol-List

list-mols

ASE

Atoms

Rdkit

Mol

Keras

TensorFlow

SciPy

scikit-optimize

Oct-Data
-

KRR-Model
-

NN-Model
-

Bibliotecas ExternasManejo de Datos

Aprendizaje Automático

Figura 4.1: Modelo UML de las clases y Bibliotecas externas utilizados en este trabajo.

En las siguientes secciones se ampliarán los detalles de cada uno de estos com-
ponentes.
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4.2. DESCRIPCIÓN DE LA SOLUCIÓN IMPLEMENTADA.

4.2.1 Manejo de Datos.

Resulta importante en trabajo con Compuestos Qúımicos contar con Programas
y/o Bibliotecas que permitan un representación estándar de dichos compuestos.
Se busca un grupo de caracteŕısticas que ayuden a visualizar lo mas cercano a la
realidad posible. Algunas funcionalidades deseables son:

• Capacidad de manejar varios compuestos diferentes simultáneamente y su
visualización3.

• Capacidad de manejar compuestos con gran cantidad de elementos Qúımicos.

• Capacidad de ofrecer algún mecanismo de edición de compuestos, agregar o
eliminar elementos, modificar enlaces, ángulos y ángulos de torsión.

Entorno de Simulación de Atomos (ASE)[84].

Completamente desarrollado en el lenguaje de programación Python y dis-
tribuido bajo la licencia GNU, ASE está diseñado con una estructura modular
de Biblioteca, que permite trabajar con fragmentos del programa sin la necesidad
de utilizarlo todo. Posee también una interfaz visual, sobre la cual se puede in-
teractuar con los compuestos, visualizar datos f́ısicos y modificarlos. Además de
una herramienta para trabajar a partir de comandos que pueden encadenarse con
otros programas. Todas las tareas que ASE realiza son accesibles a través de un
programa en Python, desde donde resulta muy cómodo4 interactuar con todos sus
componentes.

En ASE la clase sobre la que descansa es Atoms. Esta clase contiene en si
mismo un grupo importante de funcionalidades, incluidas las encargadas de mod-
ificar todos los elementos de los compuestos con los que se está trabajando.

RDKit[85].

RDKit es un programa completamente desarrollado en C++, sin embargo posee
una interfaz en Python desde la cual se puede acceder a una gran gama de fun-
cionalidades. A diferencia de ASE no cuenta con interfaz visual ni con una ĺınea
de comandos. RDKit tiene que ser utilizado desde un programa, ya sea en C++
o en Python.

3inclusive si es poco elaborada, la visualización en 3D de compuestos ayuda a comprender la
estructura interna.

4Es necesario conocer el lenguaje de programación Python.
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Una de sus caracteŕısticas es la posibilidad de construir compuesto a través de
cadenas de caracteres conocidas como SMILES 5. Esta es una representación bien
simplificada de un compuesto donde solamente aparecen los elementos qúımicos y
los enlaces entre ellos. A partir de esto RDKit puede reconstruir el compuesto en
3D mediante un método semi-emṕırico usando datos tabulados y estad́ısticos [86].

RDkit descansa en la clase Mol (en adelante RDKit-Mol) sobre el cual realiza
todas las operaciones. Cada objeto RDKit-Mol contiene información de los átomos
que lo componen aśı como de los enlaces entre estos.

Ambos programas tanto RDKit como ASE, se solapan y complementan. Am-
bos realizan optimizaciones de estructuras. RDKit asume un enfoque Qúımico
manejando el concepto de enlace entre átomos para lo cual tiene implementada
una estructura capaz de manejar enlaces simples, dobles, triples, etc. ASE asume
un enfoque F́ısico donde el concepto de enlace se mantiene impĺıcito basándose en
la distancia entre elementos para la cual tiene un umbral.

La clase Mol implementada contiene dentro de si un objeto Atoms de a ASE y
uno RDKit-Mol perteneciente a RDkit. Ambos representan el mismo compuesto
y enriquecen la información. La clase Mol también contiene un objeto de la clase
Oct-Data y a través de esta accede a los cálculos DFT/TDDFT realizados para
ese compuesto.

La clase Mol-List mantiene una lista de Mol e implementa facilidades para
construir estructuras de datos con la información de de cada Mol en la lista.

4.2.2 Aprendizaje Automático.

Este paquete está compuesto por dos módulos: (1) KRR-Model y (2) NN-Model.
Ambos representan a los modelos evaluados en este trabajo.

Implementación de KRR-Model.

La implementación de la Regresión Ridge con Kernel (del inglés Kernel Ridge
Regresion, ver Sección 3.1.1), es propia y está basada en modelos utilizados en la
bibliograf́ıa consultada [4, ?]. Consta de dos pasos. Primero la construcción del

kernel K a partir del conjunto de entrenamiento D̄
T

utilizando la expresión:

kij = f(|dTi − dTj |), i, j = 1, ..., N (4.1)

donde | ∗ | es la norma y f(∗) es la función de construcción del kernel y la que
determina la naturaleza de la distribución (ver Sección 3.1). El segundo paso es la

5En https://www.daylight.com/dayhtml/doc/theory/theory.smiles.html está descrita
extensamente la notación SMILES.
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4.2. DESCRIPCIÓN DE LA SOLUCIÓN IMPLEMENTADA.

obtención de los coeficientes c que serán utilizados en las estimaciones posteriores
se realiza resolviendo la ecuación:

R̄
T

= (K + λI)c (4.2)

donde R̄
T

representan las referencias del conjunto de entrenamiento T, K es el
kernel construido utilizando eq. 4.1, λ es el hiper-parámetro de regularización y I
es la matriz de identidad. Por último, después de construir el kernel y obtener los
coeficientes, la estimación p para el elemento i se obtienen evaluando:

pi =
N∑
t=1

ct ∗ exp(−|dCi − dTt |
σ

) (4.3)

donde N es la cantidad de elementos en el tensor D̄
C
. La eq. 4.3 tiene una

versión utilizada cuando múltiples descriptores son evaluados. Esto requiere la
combinación de ambos kernel distintas σ, una para cada descriptor utilizado (ver
Sección 6.3.2).

pi =
N∑
t=1

ct ∗
J∑

j=1

f(|dCi,j − dTt,j|) (4.4)

donde J representa la cantidad de descriptores. El kernel utilizado para la
obtención de los coeficientes c es una combinación lineal de cada uno de los kernel
obtenidos para cada descriptor [87].

Implementación de NN-Model.

Los algoritmos de NN no son complicados de programar. Sin embargo contar
con una implementación eficiente y escalable si resulta más dif́ıcil de alcanzar.
Requiere de muchas pruebas para evitar errores comunes y tener certeza de la
eficiencia. Resulta mas viable incorporar bibliotecas ya probadas, con casos de
uso implementados. Se busca en estas bibliotecas la flexibilidad para representar
problemas variados, y la potencia de ejecutarse en varias configuraciones de orde-
nadores, incluidos Super-Ordenadores (del inglés High Performance Computer).

TensorFlow[88].

TensorFlow es una Biblioteca para el trabajo con redes neuronales y donde es
posible representar otras máquinas de Aprendizaje Automático. Desarrollado y
mantenido por Google, posee varias interfaces para otros lenguajes como Python,
C++, Java y Java Script.
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Su esquema de trabajo se basa en construir un flujo de datos basado en un grafo
conectado, sobre el cual se realicen las transformaciones pertinentes (ver Sección
3.2). Su caracteŕıstica mas relevante es la capacidad de paralelización que posee,
permitiendo su uso en super-ordenadores de alta capacidad de cálculo

TensorFlow ofrece un grupo de herramienta empaquetadas dentro de un mod-
ulo de nombre TensorBoard enfocado solamente en el análisis de las topoloǵıas
construidas con TensorFlow. Permite hacer profiling para determinar donde hay
problemas y los ritmos de aprendizaje de la red construida.

Keras[89].

Keras es lo que se conoce como Front-End (Fachada). Está desarrollado en
Python y solo puede utilizarse con este lenguaje. Por si sola no implementa ningún
método, se enfoca en hacer el trabajo con el Back-End mucho más simple (Keras
soporta a varios tipos de Back-End entre ellos TensorFlow). La homogeneidad con
la que se construyen los modelos hace muy simple su entendimiento independiente
del Back-End utilizado.

El conjunto de estas dos Bibliotecas agilizan el trabajo con Redes Neuronales,
alejando al usuario de los posible entramados y complicaciones de una imple-
mentación propia y enfocando los esfuerzos a la obtención de resultados. Las
Figura 4.2 se pueden apreciar las tres topoloǵıas construidas y evaluadas sobre
estas bibliotecas. Las nombradas MLP (Del Inglés Multi Layer Perceptron) repre-
sentan variantes del mismo modelo, donde se modificó la manera en la que los datos
son alimentados a la red combinando las entradas en un sólo tensor. La nombrada
CNN (Del Inglés Convolutional Neural Network) utiliza también la combinación
de las propiedades de entrada.

MLP-Multi MLP-Comb CNN-Comb
. . .

. . .

. . .

Capas OcultaEntradas D̄T Salidas P̄

. . .

. . .

. . .

Capas OcultaEntrada D̄T Salida P̄

. . .

. . .

. . .

Capas OcultaEntrada D̄T Salida P̄

Figura 4.2: Topoloǵıas constridas sobre Keras y Tensorflow.

4.2.3 Bibliotecas Externas.

El código desarrollado se apoya en módulos externos accesibles desde el gestor de
programas de Python. Espećıficamente SciPy, un Framework muy completo para
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4.2. DESCRIPCIÓN DE LA SOLUCIÓN IMPLEMENTADA.

el trabajo cient́ıfico. Resulta complicado y extenso describir todo lo que contiene
SciPy pero se pueden mencionar varios módulos importantes:

• NumPy: Biblioteca para manejar vectores, matrices y tensores. Contiene
un conjunto de funcionalidades básicas como multiplicación de matrices,
solución de vectores propios.

• SciKit: Conjunto de bibliotecas con múltiples funciones que van desde el
Aprendizaje Automático hasta el trabajo con Ondas de Radio, Estad́ıstica,
métodos de integración, derivación e interpolación, etc.6.

• Matplotlib: Biblioteca para realizar representaciones gráficas de datos y fun-
ciones.

Dentro de SciKit se encuentra el paquete de optimizaciones scikit-optimize que
implementa las Búsquedas Bayesianas (ver Sección 3.3). Utiliza como Modelo
Sustituto uno Gaussiano de ah́ı que se denomine Gaussian Process [81, 90].

SciKit también posee un conjunto de facilidades para el preprocesamiento de
datos (ver Sección 3.4). Dentro del sub-módulo sklearn.preprocessing se incluye
una clase para el escalado de lo datos que implementa la expresión:

x′ =
x−min(x)

max(x) −min(x)
∗ (max−min) +min (4.5)

siendo x el tensor de entrada, max y min los extremos del rango a donde el
tensor x se pretende normalizar (usualmente [0, 1])7.

6Para una lista de los todos los módulos http://scikits.appspot.com/scikits
7Al ser público el código de SciPy el lector puede acceder a él e inspeccionarlo. Esto garantiza

que que la literatura coincida con la implementación
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En este Caṕıtulo se abordará la propuesta de un modelo de Aprendizaje Au-
tomático para la optimización de geometŕıas publicado en [91]. Previamente en la
Sección2.3 se hizo una introducción a la Optimización de Geometŕıas como primer
paso antes de efectuar cálculos TDF/TDDFT. Este proceso suele ser costoso en
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tiempo ya que requiere de múltiples iteraciones y en cada iteración se necesita la
solución completa de las Ecuaciones de Kohn - Sham (Ver Sección 2.1). Además
el uso del funcional de la enerǵıa de intercambio y correlación Exc, necesario para
la solución de las Ecuaciones de Kohn - Sham determina la calidad y el coste de la
optimización. Por tanto todo lo que ayude a minimizar la cantidad de iteraciones
y resolver la eq. 2.1 se aplica activamente.

La optimización de geometŕıas se compone de dos procesos: (1) cálculo de la
energ’ia potencial para construir la PES, literatura reconoce varios método mas
o menos efectivos dependiendo siempre de la precisión que se desee desde semi-
emṕıricos donde se sustituye el cálculo de la Enerǵıa potencial por una solución
menos precisa[61], y DFT con la utilización del funcional de la enerǵıa de in-
tercambio y correlación, mucho mas complejo y preciso[55, 60, 62]. El segundo
proceso es el algoritmo para recorrer la PES en la búsqueda del mı́nimo donde
varios algoritmos de optimización son utilizados[63, 56, 92].

RDKit [85] al igual que ASE [84] implementan varios tipos de algoritmos de
optimización.

RDKit implementa las optimizaciones sobre una matriz de distancias constru-
ida imponiendo restricciones en los ángulos de torsión a partir de análisis de
datos en cristales(Experimental-Torsion Knowledge Distance Geometry ETKDG)
[86, 93]. La matriz de distancias (del inglés Distance Geometry) se inicializa de
forma aleatoria y las coordenadas son obtenidas a través de los valores propios de-
spués de una arbitraria cantidad de iteraciones del método [94]. Las restricciones
de ETKDG fueron obtenidas de datos experimentales almacenados en varias bases
de datos cristalográfico de pequeñas moléculas [86]. La matriz de distancia es refi-
nada utilizando UFF ( del inglés Universal Force Field) [59] o MMFF ( del inglés
Merck Molecular Force Field) [58].

ASE por otra parte implementa Broyden–Fletcher–Goldfarb–Shanno
(BFGS) [63] y una versión de este mismo algoritmo más ligera computacional-
mente, el L-BFGS [63]. Ambos basados en el uso de gradiente.

Existen también aproximaciones usando Aprendizaje Automático. Tal es el
caso del uso de una red neuronal entrenada sobre un grupo de moĺreculas difer-
entes. La red propuesta es capaz predecir la geometŕıa de posibles conformaciones
estimando la enerǵıa de cada conformación, la cual se corrige utilizando un método
semi-emṕırico [11].

En este Caṕıtulo se propone un método de optimización de geometŕıas basado
en un modelo de aprendizaje autoḿatico soportado sobre una unidad básica de
construcción al que se le dominará bloque. Partiendo de estos bloques se pretende
reconstruir las moléculas basandose sólo en información de conectividad como por
ejemplo los SMILES (del inglés Simplified molecular-input line-entry system). Se
modificó el programa RDKit para que asimilara ángulos de torsión provenientes
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5.1. SELECCIÓN DEL DESCRIPTOR MOLECULAR.

de una base de datos ab-initio. Para la descripción de los métodos se utilizarán
las definiciones introducidas en el Caṕıtulo 3.

Salvo que se especifique otra magnitud, todas las enerǵıas están en electron-
Volts (eV ) y las distancias en Angstrom (Å).

5.1 Selección del Descriptor Molecular.

Existe una gran variedad de Descriptores Moleculares. La importancia de selec-
cionar correctamente el que mejor se ajuste al problema influye directamente en
los resultados. Existe un grupo de caracteŕısticas deseables en un descriptor tales
como, (1) identificar uńıvocamente el objeto, (2) la variabilidad del descriptor tiene
que reflejarse en la propiedad a predecir1, (3) calcular el descriptor no debe ser más
complicado computacionalemente que la propiedad a la que se pretende estimar,
(4) mantener la dimensionalidad lo más baja posible [95, 29, 96, 25].

La biblioteca RDKit (ver Sección 4.2.1) contiene la implementación de varias
Huellas (del inglés Fingerprints) y descriptores2.

Dentro de los descriptores implementados en RDKit se encuentra el e-state
(contracción del nombre en inglés Electro-topological States)[97, 98]. Este de-
scriptor cumple con las caracteŕısticas mencionadas con énfasis particular en la
simpleza. El e-state S está definido como la combinación de un valor intŕınsico I
de cada átomo y una contribución ∆I de los vecinos de dicho átomo de la forma:

S = I +∆I (5.1)

donde el valor intŕınsico I puede ser obtenido por:

I =
δv + 1

δ
(5.2)

donde δv es la cantidad de electrones de valencia y δ es la cantidad de elec-
trones con enlaces sigmas. La perturbación ∆I entre un átomo y su vecino puede
obtenerse usando:

∆I =
N∑
j=1

Ii + Ij
r2i,j

(5.3)

donde 1/r2i,j mide la posible interacción entre 2 átomos, y ri,j es el número de
átomos que separa el elemento i del j. Usando esta interacción se puede aumentar

1Resulta en lo que se denomina problema ill-posed, cuando pequeñas variaciones en la dis-
tribución de una propiedad afectan al modelo de manera drástica, haciendo muy dif́ıcil el apren-
dizaje [66]

2ver https://rdkit.org/docs/GettingStartedInPython.html
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5.2. ANÁLISIS DE LA BASE DE DATOS: DISTRIBUCIÓN DE
PROPIEDADES.

la precisión del e-state expandiendo la distancia ri,j a segundos y terceros vecinos,
si la cantidad de átomos de la molécula lo permite, lo cual resulta pertinente si los
valores de I resultan muy similares.

Esta propuesta de descriptor resulta muy sencilla de calcular. El valor de S
puede estar asociado a un átomo, haciendo 0 el valor de ∆I, o de una conformación
de átomos calculando∆I. Otra caracteŕıstica positiva es que no tiene dependencias
de la ubicación espacial de los átomos, solo de sus conexiones. La lista de valores
I están pre-establecidos, dejando solamente el cálculo de las contribuciones de los
vecinos ∆I [97, 98].

5.2 Análisis de la Base de Datos: Distribución

de Propiedades.

La base de datos para las pruebas está formada por 21k pequeñas moléculas
orgánicas de hasta 8 átomos distribuidos en Carbono (C), Ox́ıgeno (O), Nitrógeno
(N), Flúor (F) y los correspondientes átomos de Hidrógeno (H). En adelante se le
denominará 8CONF [4, 99, 100, 11]. En la Figura 5.1 se muestran la distribución
por número de átomos (Figura 5.1 A) donde la mayor cantidad de moléculas
tienen entre 10 y 20 átomos incluidos los hidrógenos, por tipo de átomo dentro
de la 8CONF (Figura 5.1 B) donde se han omitidos los átomos de Hidrógeno y
moléculas lineales y con anillos de hasta 8 átomos (Figura 5.1 C), el conteo tan
alto se debe a que existen moléculas, con más de un tipo de anillo.

Esta base de datos ha sido optimizada previamente, utilizando métodos DFT,
con el funcional h́ıbrido B3LYP[101] para la aproximación de Exc con funciones de
base 6-31G(2df, p)[4].

Al contar con coordenadas cartesianas optimizadas, se puede explorar la com-
posición estructural de la 8CONF en términos de anillos, tipos de enlaces y dis-
tancia de enlaces, ángulos y ángulos de torsión (coordenadas internas, ver Sección
2.3). Se persigue conocer en profundidad las estructuras presentes. En la Figura
5.2 se puede observar las distribuciones de algunos valores de coordenadas internas
presentes en la 8CONF.

Las distancias entre átomos están bien determinada por el tipo de enlace, puede
ser el resultado de las optimizaciones realizadas usando DFT/B3LYP. Sin embargo
los ángulos entre elementos y de torsión se ven afectados por los anillos presentes.
Se puede apreciar en la Figura 5.2 B y C que una misma agrupación de átomos
presenta una dispersión amplia de posibles valores. Un ejemplo de esto es H-C-C-
H donde el enlace C-C, dependiendo si es simple, doble o triple (todos presentes
en la 8CONF), tiene mas o menos grados de libertad en la rotación, lo que da
como resultado la dispersión de valores tan grande mostrada en la Figura 5.2 B.
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Figura 5.1: Distribución en la 8CONF: (A) número de átomos, (B) histograma por
tipo de átomos donde se han omitidos los átomos de Hidrógeno y (C) moléculas lineales
y con anillos de hasta 8 átomos.

En la Figura 5.3 se muestra la distribución de los valores del e-state por átomos
dentro de la 8CONF. Comparar la correlación entre el descriptor e-state y las
propiedades geométricas de las moléculas confirmaŕıa.

5.2.1 Introducción del Concepto de Bloque.

Se considera como bloque: unidad con la que reconstruir las moléculas y contenga
información necesaria de enlaces y ángulos atómico. Cada molécula dentro de la
8CONF puede aportar una determinada cantidad de bloques. Cada bloque aporta
una cantidad de información dependiendo de su entorno en la forma de coordenadas
internas [54]:

• Sujeto al tipo de átomo (C, O, N o F) se pueden obtener, tipo de enlaces y
distancias de enlaces.

• Dependiendo de la cantidad de enlaces de cada átomo la disposición espacial
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Figura 5.2: Distribución de alguna de las estructuras presentes en la 8CONF: (A)
distancia de enlaces entre las especies, donde S, D, T son enlaces Simples, Dobles y
Triples respectivamente, (B) ángulos entre alguna de las distintas especies presentes en
las moléculas y (C) ángulos de torsión.

de los átomos al final del los enlaces y ángulos entre enlaces.

Cada bloque se une a otro bloque a través de dos átomos redundantes, presente
en dos centros de cada bloque. Si se toma como ejemplo la molécula C3H8 (Figura
5.4), se puede observar como ésta aporta 3 bloques, 2 de los cuales se consideran
del mismo grupo por contener los mismos elementos. Para clasificar los bloques y
evitar que bajo el mismo grupo se junten bloques diferentes se creó una etiqueta
que se construye teniendo en cuenta:

1. El átomo central es el primer átomo de la etiqueta.

2. Los vecinos inmediatos fueron organizados por Número Atómico de mayor a
menor.

48
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Figura 5.3: Histograma de la distribución de los valores del e-state para cada uno de
los átomos dentro de la 8CONF. Se omite el Hidrógeno puesto que su valor tabulado es
0.

3. Dependiendo de la cantidad de enlaces del átomo se clasificó en: Lineal si es
un solo enlace sin importar el tipo de enlace, Triangular si tiene dos enlaces
diferentes y Tetrahedro si tienes tres enlaces diferente.

Para cada bloque se mantuvo la numeración heredada de la molécula desde la
cual se extrajo, y la información de los enlaces.

Aplicando este concepto a la 8CONF se encuentran 68 tipos bloques diferente.
Resulta evidente que no existirá una distribución homogénea por lo que algunos
bloques serán más abundantes que otros. Los bloque que resultan en extremos de
moléculas como C-C-H-H-H y los que forman encadenamientos como C-C-C-H-H
resultan los más abundantes con 14511 y 20274 respectivamente. Por otra parte
C-N-H y C-F-F-F-F solo tienen 1 bloque cada uno (ver Anexos A.2 para la lista
completa de tipos de bloques).

Independientemente de esta distribución, los bloques y el descriptor introducido
en la Sección 5.1, constituyen el centro de la tesis que se propone en las siguientes
secciones.
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5.3. MÉTODO Y OPTIMIZACIONES.

1
C

4
H

5
H

6
H

2
C

7
H

8
H

3
C

9
H

10
H

11
H

1
C

4
H

5
H

6
H

2
C

Bloque 1

1
C

2
C

7
H

8
H

3
C

Bloque 2

2
C

3
C

9
H

10
H

11
H

Bloque 3

Figura 5.4: Descomposición en bloques de la molécula C3H8 existente dentro de la
8CONF . Es molécula aporta 3 bloques con átomos redundantes en cada uno de ellos.
De estos bloques 2 son tratados como iguales por contener los mismos elementos.

5.3 Método y Optimizaciones.

Se propone buscar un algoritmo basado en aprendizaje automático que permita
reconstruir el entorno (átomos alrededor de uno central) de un grupo de at́omos.
El algoritmo tiene que ser simple de calcular, tiene que ofrecer mejor resultado
que un método semi-emṕırico y acercarse lo más posible a la estructura que se
obtendŕıa en una optimización costosa usando un método ab-initio.

El método de aprendizaje automático, tiene que ser capaz de adaptarse con la
menor variación posible a distintos tipos de entornos.

5.3.1 Métodos.

El método de aprendizaje automático más directo de evaluar seŕıa una SVM (ver
Sección 3.1). La simplicidad se ajusta al problema. Espećıficamente la Regresión
Ridge con Kernel (KRR) definida en la eq. 4.3 (ver Sección 4.2.2). Se empleó una
función laplaciana para el kernel definida por:

k(di, dj) = e−
|di−dj |

σ (5.4)

De eq. 4.3 y eq. 4.2 se obtienen dos hiperparámetros a optimizar σ que
representa el radio que alcanza el la función del kernel y λ como variable de regu-
larización del KRR.
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5.3. MÉTODO Y OPTIMIZACIONES.

5.3.2 Predicción de las coordenadas de los bloques.

Una primera iteración demostró que la utilización de KRR y e-state para predecir
coordenadas cartesianas directamente, no resultaron fruct́ıferas. La precisión arbi-
traria que se puede establecer utilizando coordenadas cartesianas crea un problema
de ajuste para el algoritmo de aprendizaje automático.

Por otra parte existe una correlación entre e-state y la distancia de enlaces
(el valor I del e-state está unido a la hibridación del elemento). Producto de la
disposición espacial y la variedad de bloques, los ángulos internos resultaron un
reto. Los ángulos de torsión no ofrecieron los resultados esperados como para
seguir explorando esta linea, principalmente porque la combinación de algoritmo-
descriptor no era capaz de representar las simetŕıas presentes. Un ejemplo de esto
era C2H6 donde el KRR no era capaz de diferenciar los distintos ángulos de torsión
del H, produciendo simplemente una media de los posibles ángulos.

Para tratar de reducir algunos de los problemas, primeramente se eliminó la
traslación convirtiendo los Bloques con vectores internos centrados en el átomo. Se
optó por realizar la transformación de las coordenadas cartesianas R pertenecientes
a los bloque abstractos al plano de productos escalares B = R · RT . Con esta
transformación se elimina la rotación y todas las representación queda en productos
escalares.

Para un bloque, como el mostrado en la Figura 5.4, compuesto por C-C-H-H-H.
Los vectores internos seŕıan a, b, c, d a partir de átomo central C, su correspon-
diente bloque de productos escalares estaŕıa representado por la matriz:

B = R ·RT =


a2 a · b a · c a · d
b · a b2 b · c b · d
c · a c · b c2 c · d
d · a d · b d · c d2

 (5.5)

Directamente se obtienen las distancias de enlaces de la diagonal y el resto
de los productos escalares definen los ángulos internos. El bloque queda sobre-
definido debido a la existencia de coordenadas redundantes. Esta matriz tiene
la propiedad de ser definida positiva, diagonalizable y en la mayoŕıa de casos los
valores propios son todos positivos.

La aplicación el método de aprendizaje KRR sobre esta matriz se puede hacer
de dos formas: (1) construir un tensor con la matriz diagonal superior y entrenar
el método para que prediga este tensor, (2) construir un modelo de KRR para cada
elemento de la matriz diagonal superior y predecir sólo un número en vez de un
tensor. Después de breves experimentos, los modelos de KRR eran mas precisos
prediciendo un sólo valor en vez de un tensor. La explicación más probables se
deba a que el método KRR trata de balancear los valores del tensor de salida,
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5.3. MÉTODO Y OPTIMIZACIONES.

creando un ruido que afecta el resultado numérico. Por esta razón se decidió por
la opción de un modelo por cada producto escalar. De esta forma cada nueva
predicción de bloque genera M modelos donde M es la cantidad de productos
escalares contenidos en matriz diagonal superior.

Los descriptores que participan en cada modelo son solo aquellos que se ven
involucrados en la construcción de los vectores. De esta forma otras especies
dentro del mismo bloque no influyen de forma directa en la predicción. Pero sus
contribuciones están presente como parte del valor ∆I del e-state.

Para obtener nuevamente las coordenadas cartesianas se utilizó la descom-
posición en valores propios (Eigen-decomposition o Schur Decomposition) a través
de la expresión:

B = QΛQT = (QΛ1/2)((Λ1/2)TQT ) = (QΛ1/2)(QΛ1/2)T = R̄
′
(R̄

′
)T . (5.6)

donde (∗)T representa la operación de transpuesta y R̄
′

son las coordenadas
re-construidas. Esta operación puede dar como resultado valores propios nega-
tivos lo cual implica que varias especies dentro del bloque cambiaron de posición.
Este fenómeno es muy esporádico dentro de los bloques analizados como para ser
relevante.

5.3.3 Pre-Procesamiento de Datos

Del análisis de la distribución de los bloques salen a relucir distintos valores para
las magnitudes distancia de enlaces, ángulos y ángulos de torsión. Esta variación
de valores está sujeta a dos factores fundamentales: (1) tipo de enlace entre las
especies, afecta la distancia entre los dobles y triples enlaces que son más cortos
que los simples, (2) ubicación dentro de la molécula, anillos afectan los ángulos
entre especies y los ángulos de torsión.

Este tipo de variaciones tiene que ser tomada en cuenta en el proceso de en-
trenamiento, ya que bloques compuestos por las mismas especies, puede contener
información considerada como ruido por provenir de moléculas con distintas con-
formaciones. Para filtrar este ruido en el grupo de entrenamiento se tiene en cuenta
varios factores: (1) si la molécula a predecir contiene anillos, (2) cuantos átomos
dentro de ese anillo, (3) especies qúımicas presentes. Después de separada en
bloques se tiene en cuenta:(1) especies pertenecientes al bloque y (2) hibridación
del átomo central. Estas 2 últimas restricciones garantiza que se utilicen bloques
similares en el proceso de aprendizaje sin propiciar un sobre-ajuste del método.
Todos estos datos son fácilmente obtenibles partiendo de una cadena SMILES y
utilizando RDKit.

Este proceso es similar al descrito en la Sección 3.1.2, con la variación de la no
aplicación de una norma y el umbral de inclusión es que ambos bloques contengan
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las mismas especies con la misma hibridación. De aqúı pueden extraerse 81 grupos
de bloques muchos más que los 67 existentes anteriormente.

5.3.4 Algoritmo de Aprendizaje y predicción de bloques.

En las secciones anteriores se fueron exponiendo cada uno de los elementos que
componen la Predicción de bloques. La relación entre ellos se puede expresar en el
siguiente algoritmo:

Algorithm 5.1: Algoritmo de Aprendizaje y Predicción de Bloques. PE
son productos escalares, R coordenadas cartesianas, (∗)T es la matriz
transpuesta

Require: TMol y CMol

1: for all mol en CMol do
2: for all Bloque en mol do
3: Obtener todos los Bloques de entrenamiento de T
4: Calcular productos scalares TPE = TBloquesR · TT

BloquesR

5: for all pe en TPE do
6: PE ′ = k(d′)T (K′ + λI)−1Trefe

′

7: end for
8: Reconstruir R′ usando PE ′ y 5.6
9: end for
10: end for

donde T representa las moléculas desde las cuales se extraerán el grupo de
bloques para el aprendizaje y C son las moléculas a predecir. El algoritmo analiza
la molécula a predecir y selecciona de la mase de datos aquellas que le son mas
afines en cuanto a cantidad de anillos, átomos contenidos en esos anillos y especies
en la molécula

La implementación de este algoritmo está contenida dentro del código descrito
en la Sección 4.2.

5.3.5 Optimización de Hiper-Parametros

Al ser el método de aprendizaje una KRR, aplicar una optimización Bayesiana
carece de sentido (ver Sección 3.3). El modelo sustituto a utilizar seŕıa uno gaus-
siano por lo que la evaluación del modelo sustituto y el modelo a optimizar seŕıan
computacionalmente similares.

Se optó por una búsqueda en una maya de posible valores determinados emṕıricamente.
Estos valores se fueron acotando a través de prueba y error y buscar una mı́nimo

53
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global en un rango prudente. Esto evitó la necesidad de realizar muchas iteraciones
del método.

Para seleccionar las propiedades objetivo hab́ıan dos opciones. La primera eran
las coordenadas internas (distancias de enlaces, ángulos y ángulos de torsión) por
cada grupo de bloques. Cada una presenta sus propias distribuciones indepen-
dientes y el modelo tiene que adaptarse espećıficamente a cada distribución. En
otras palabras se requeŕıa optimizar un modelo para cada propiedad por grupo de
bloque. Esto requirió mucho esfuerzo y las primeras pruebas mostraros que el de-
scriptor seleccionado no representaba correctamente todas las propiedades, sobre
todo los ángulos internos y de torsión.

Con la transformación a productos escalares de las coordenadas cartesianas,
se eliminaron las coordenadas internas, por tanto solo se requeŕıa la optimización
solo por grupo de bloque. Para realizar la optimización se seleccionaron aquellos
bloques para los que exist́ıan suficientes datos para el aprendizaje (al menos 10
bloques). Los valores de los extremos de la maya de búsqueda fueron ajustados (ver
Tabla 5.7) hasta encontrar un rango donde era posible la existencia de mı́nimos
para todos los bloques.

σ = [10−3, 0.1, 1, 10, 15, 100, 1000, 3000]
λ = [10−3, 0.1, 0.5, 0.9, 1]

(5.7)

En la Figura 5.5 se muestra un resumen de las optimizaciones realizadas. Puede
notarse como partiendo de la combinación σ = 1 y λ = 0.9 empieza ha existir un
decrecimiento en el RMSD para todos los bloques.
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Figura 5.5: Resumen de las optimizaciones de σ y λ, hiperparámetros del la Regresión
Ridge con Kernel. La escala de colores representa el RMSD. Se puede notar como todos
los bloques mejoran progresivamente en los errores. En algunos casos se pueden notar
oscilaciones en la coloración.
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Cada bloque va a tener su mı́nimo en combinaciones diferente de los hiper-
parámetros pero puede empezar a notarse una tendencia general. En algunos
casos se pudieron notar oscilaciones en los resultados del RMSD, esto se debe a
que los valores de hiperparámetros se compensan en sus variaciones y existe mas
de una combinación que ofrece buenos resultados.

Los valores encontrados pueden utilizarse de dos formas diferentes, (1) particu-
larizando cada modelo de KRR con los valores obtenidos, conllevaŕıa a N modelos
diferentes para N grupos de bloques diferentes y/o (2) realizando un promedio de
los hiperparámetros y promover un modelo único.

Este trabajo perseguirá la segunda linea de de investigación. Inclusive si la
utilización de parámetros espećıficos para cada bloque puede mejorar las estima-
ciones, la perspectiva de presentar un modelo único, representa una solución más
elegante sin afectar la precisión notablemente. Los valores seleccionados fueron
σ = 10 y λ = 0.9. Los experimentos descritos en las siguientes secciones utilizan
estos valores.

5.3.6 Curvas de Aprendizaje.

Podŕıa suponerse que sustituir simplemente las coordenadas de cada nuevo bloque
por una media entre todos los bloques similares llevaŕıa a una solución de simi-
lar precisión. Las curvas de aprendizaje demuestran la capacidad del método de
mejorar con el aumento de datos de aprendizaje e ir mas allá de solo la media.

Para las pruebas realizadas se tomaron 1k moléculas de forma aleatoria, las
cuales fueron separadas en bloques. Este conjunto se utilizó como grupo de con-
trol C. Para cada iteración del experimento se muestra un promedio del RMSD
obtenido después de reconstruida las coordenadas a partir de la predicción de pro-
ductos escalares. Para el conjunto de aprendizaje T se seleccionaron 10k la cuales
fueron separadas en bloques.

Debido a la desigual distribución de bloques las pruebas fueron realizadas uti-
lizando porcentajes de la base de aprendizaje disponible. La selección de que
subconjunto del T participará en el aprendizaje fue aleatoria. En la Figura 5.6 se
muestra un decremento en el RMSD en la medida que la cantidad de bloques en el
conjunto de aprendizaje aumenta. Este comportamiento denota la capacidad del
método de mejorar progresivamente.

Para muchos bloques existe un punto de no mejora. En esencia agregar más
datos no cambia significativamente los valores de RMSD. Esto implica como factor
positivo que se puede lograr una buena estimación con un mı́nimo indispensable,
acortando en gran medida operaciones costosas como la diagonalización del ker-
nel k(∗). Por otro lado pone una cota a cuanto puede aportar en términos de
precisión el método, el cual no mejora indefinidamente. Se ha apreciado este com-
portamiento en bloque muy bien definido estructuralmente como C−C−H−H−H
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Figura 5.6: Curvas de aprendizaje para algunos de los grupos de bloques existentes
dentro de la 8CONF. Nótese como con cada aumento de la base de aprendizaje mejora
la precisión.

con todos los enlaces simples. La representación de productos escalares presenta
una desviación estándar muy pequeña, esto unido al descriptor que capta muy
bien las relaciones entre las especies son necesarios muy pocos bloque para que el
RMSD llegue a 0.001812 Å.

5.4 Resultados.

Las prueba realizadas se hicieron sobre la base de datos de grupos de bloques
extráıdas de la 8CONF. Sin embargo siendo el objetivo la reconstrucción de con-
formaciones moleculares se seleccionaron 450 moléculas para conformar el grupo de
control C. Las restantes fueron utilizadas para el grupo de entrenamiento T. Am-
bos fueron seleccionadas de forma aleatoria. Los hiperpámetros utilizados fueron
los encontrados en las optimizaciones realizadas.

Parte fundamental de los resultados resulta la utilización del método ETKDG.
Debido a esto los primeros experimentos se basaron en comprobar como se com-
portaba la generación de conformaciones basado en este método.

5.4.1 Comparación ETKDG de base ab-initio contra ETKDG
base experimental.

La modificación de del código fuente de RDKit se basó en el ajuste las curvas
a los histogramas de ocurrencias de ángulos de torsión [86, 93]. La expresión a
parametrizar está definida como:

V =
6∑

i=1

Vi ∗ (1 + si ∗ cos i ∗ x) (5.8)

56



5.4. RESULTADOS.

donde x son los valores de los ángulos en el histograma (en radianes) y si, Vi
los parámetros de la curva a ajustar.

Los parámetros si y Vi obtenidos del ajuste son los utilizados por el método
DG (del inglés Distance Geometry) para establecer restricciones sobre la matriz
de distancia creada de forma aleatoria. El método DG obtiene las coordenadas
cartesianas utilizado los valores y vectores propios de esta matriz [94, 102].

Usando como base de referencia las geometŕıas optimizadas con DFT/B3LYP
, se realizó una comparación entre el método ETKDG de base experimental3 y
el modificado (en lo adelante TTKDG Theoretical-Torsion Knowledge Distance
Geometry) [86, 93]. La métrica utilizada para evaluar los errores fue el RMSD
(Root Mean Squared Distance) de las matrices de distancias de cada molécula
definida por:

RMSD =

√√√√ 1

N

N∑
i=0

(ri − rrefi )2 (5.9)

donde N es la cantidad de átomos y rri ef representa la distancia de referencia,
obtenida en este caso de la geometŕıa optimizada con DFT/B3LYP de la molécula
correspondiente en la 8CONF.

La moléculas de la 8CONF fueron transformadas a cadenas SMILES y recon-
struidas utilizando las mismas condiciones y las funcionalidades de RDKit. Los
resultados se pueden observar en la Figura 5.7 donde se muestra un histograma
del RMSD entre TTKDG y el ETKDG.
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Figura 5.7: Comparación de las geometŕıas obtenidas a partir del método TTKDG
(A) y el ETKDG (B) utilizando como referencias las coordenadas optimizadas con
DFT/B3LYP. Las diferencias son imperceptibles.

3viene en el código original descargado de la fuente https://github.com/rdkit/rdkit
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Las diferencias son pocas. Las implicaciones son alentadoras, los ángulos de
torsión utilizados por el método ETKDG produce conformaciones similares a los
que se produciŕıan si se utilizaran ángulos de torsión extráıdos de la base de datos
8CONF.

5.4.2 Predicción de las coordenadas cartesianas por blo-
ques.

Utilizando los hiperparámetros encontrados en los experimentos de optimizaciones
(ver Sección 5.3.5), se realizó un experimento re-construyendo las coordenadas
bloques a partir de los productos escalares utilizando el Algoritmo 5.1. Como
métrica se utilizó el RMSD definida en eq. 5.9 a partir de las matrices de distancias.
Como referencias se utilizaron las coordenadas producidas por DFT/B3LYP.

La 450 moléculas que conforman el C se dividieron en bloques. Sobre cada
bloque se realizaron se realizaron 10 iteraciones de predicción. En cada iteración
se seleccionó de forma aleatoria un subconjunto constituidos por aproximadamente
el 80% del conjunto de bloques de aprendizaje extráıdos de las moléculas contenidas
en el grupo de entrenamiento T. El grupo de bloques de control C permaneció
invariable[103].

Los resultados mostrado en la Figura 5.8 son una media del RMSD de los
bloques en el grupo de control (detalles en Anexo A.3). En el histograma mostrado
en la Figura 5.8 también puede notarse que existe un numeroso grupo de bloques
cuyo RMSD medio no supera 0.05 Å, además de un grupo de bloques con un
error por encima de 0.3 Å. Algo que comparado con el primer grupo cuyo RMSD
medio no supera 0.05 Å está en otra escala diferente. Estos bloques problemáticos
pertenecen al grupo de los poco abundantes o que están presentes en anillos muy
tensionados los cuales hace variar las distancias de enlaces y los ángulos internos.

Diseccionando el histograma de la Figura 5.8 se pueden encontrar más detalles
acerca de la distribución de los errores. La Figura 5.9 se muestra el RMSD en
función del grupo de bloque. En algunos casos se puede observar que los valores
de la desviación estándar del error (representada con una linea vertical sobre los
puntos) dentro de las 10 iteraciones es prácticamente 0. Esto puede interpretarse
como que la desviación del error en las predicciones para algunos bloques es muy
baja, y los resultados obtenidos son consistentes para distintas base de aprendizaje.

5.4.3 Reconstrucción de moléculas.

La simpleza del método resalta la necesidad de seguir al siguiente paso, la re-
construcción de compuestos. Para esto se siguieron dos caminos: (1) emplear el
método TTKDG unido a la predicción de bloques y (2) utilizar un método propio
de ensamblado.
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Figura 5.8: Histograma de la cantidad de bloques por valores de RMSD. La alta
densidad existente por debajo de 0.05 Å, resulta alentador. Sin embargo se aprecian
bloques con hasta 0.3 Å en el RMSD.
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Figura 5.9: Detalles del RMSD por grupo de bloques. Pueden apreciarse los bloques
problemáticos.

Debido a los buenos resultados obtenidos con el método TTKDG modificado
del original de RDKit en la reconstrucción de conformaciones se decidió utilizar
para encontrar los ángulos de torsión requeridos para ensamblar bloques.

Los pasos seguidos para su incorporación dentro del algoritmo están descrito
en el Algoritmo 5.2:

Indicándole al método TTKDG que matriz de distancias usar se evita que esta
se genera aleatoriamente. La matriz de pesos WD se asegura que solo las distancias
que implican ángulos de torsión sean afectadas.

La utilización de un método propio de ensamblado conlleva varias dificultades:

1. La unión entre dos bloques. Como unir bloques contiguos sin afectar las
coordenadas estimadas de ninguno de los dos bloques participantes.
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Algorithm 5.2: Algoritmo de Aprendizaje, Predicción de Bloques y En-
samblado de Moléculas.
Require: TMol y CMol

1: Llamar al Algoritmo 5.1, Entrada TMol y CMol

2: for all mol en CMol do
3: Inicializar la matriz de distancia MD de la molécula con los bloques

obtenidos usando el Algoritmo 5.1
4: Construir la matriz de pesos WD para fijar las distancia obtenidas usando

el Algoritmo 5.1
5: Llamar TTKDG usando las matrices de distancia MD y la de pesos WD

6: end for

2. La quiralidad y los estereo-centros.

3. La selección/estimación del ángulo de torsión entre bloques.

La unión entre dos bloques contiguos se puede resolver utilizando los ı́ndices4

asignados a la cadena de átomos. Manteniendo estos ı́ndices constantes durante
todo el proceso de predicción se pueden identificar los átomos redundante presente
en ambos bloques.

Los átomos redundantes son el punto de unión entre los bloques. Se puede
construir un vector de traslación para desplazar el átomo central a la posición de
su átomo redundante en bloque anterior siguiendo la numeración asignada. Existe,
sin embargo, una pequeña discrepancia en el ángulo de unión ϕ que se forma entre
los átomos redundantes, debido a la reconstrucción de las coordenadas a partir de
los valores propios. Este problema se resuelve aplicando una rotación que reduzca
a 0 esta desviación. Los pasos descritos se puede observar en la Figura 5.10.

Tratar de encontrar quiralidad y/o estereo-centros durante el proceso de ensam-
blaje resulta complicado. Se optó por considerar cada unión entre bloques como un
un posible estero-centro, se aplicó una transformación antes de ser unido al bloque
que le antecede. Esto produce una gran variedad de posibles conformaciones, 2N ,
donde N es el número de bloques que posee la molécula.

La selección del ángulo de torsión entre bloques resulta el problema más com-
plicado de resolver. Similar a los estero-centros es necesario conocimiento previo
de la estructura molecular. Este método es el utilizado por RDKit para obtener las
posibles conformaciones sumado a las reglas de preferencias de ángulos de torsión
[86, 93].

4La IUPAC (International Union of Pure and Applied Chemistry) propone un conjunto de
reglas estándar para indexar cadenas de carbono.
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Figura 5.10: Ejemplo de unión entre 2 bloques por etapas. (1) Traslación, (2) rotación
y la eliminación de elementos redundantes. Al final de este proceso se requiere ajustar
los ángulos de torsión entre bloques.

Pare enfrentar estos problemas fueron diseñadas dos estrategias: (1) implica
utilizar el ángulo de torsión correcto a partir del conocimiento que se posee de
la molécula, opción poco deseable pero al menos garantizaŕıa conocer si se puede
reconstruir la molécula original a partir de la estimación de bloques (en adelante
Tors-Ori); (2) utilizar un ángulo de torsión similar obtenido de la base de en-
trenamiento T, seleccionando uno que contenga las mismas especies (en adelante
Tors-Apred), en caso de existir mas de uno se seleccionó aquel que representara la
cadena de carbono mas grande.

Estos mecanismos unido al uso del método TTKDG (en adelante TTKDG-ML)
constituyen los métodos seleccionados para el ensamblado de moléculas.

Para los experimentos se utilizaron 450 moléculas como C seleccionadas aleato-
riamente y 15k moléculas como T para obtener los datos estructurales necesarios,
bloques y ángulos de torsión. Las métricas utilizadas fueron el RMSD para er-
rores entre bloques y conformaciones y se utilizó Effective Medium Theory [104]
(EMT implementado en ASE) para realizar cálculos de enerǵıa potencial sobre
las conformaciones. EMT está descrito para sólidos no para moléculas, por tanto
los valores de enerǵıa serán solo una referencia. Se tomó esta decisión porque se
necesitaba tener una idea de la enerǵıa potencial sin necesidad de realizar ningún
cálculo que requiriera mucho tiempo como los ab-initio. Sin embargo las decisión
de seleccionar la mejor conformación descansó en el RMSD.
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Se puede ver en la Figura 5.11 un histograma de los errores en las mejores
conformaciones para moléculas con 0 átomos en anillos y con 7 átomos en un anillos
(los resultados completos de las 450 moléculas se puede encontrar en Anexos A.4).
Los métodos TTKDG-ML y la utilización de los ángulos de torsión de la molécula
original Tors-Ori mostraron los mejores resultados donde las mayores densidades
de errores se encuentran en 0.5Å y > 0.5Å. Resulta comprensible el bajo error
que el método Tors-Ori presenta, conocer el ángulo de torsión original ayuda en
el ensamblaje de bloques. El método TTKDG-ML produce buenos resultados,
manteniendo constantes las coordenadas obtenidas con la predicción de bloques.
Por otra parte Tors-Apred produce errores de hasta 2 Å y valores de enerǵıa por
encima de los 50 eV.

Lineales 6 átomos en anillos

Figura 5.11: Algunos ejemplos de valores de EMT y RMSD para las moléculas recon-
struidas. Se muestran aquellas consideradas lineales con 0 átomos en anillos y las que
presentan 6 átomos en anillos.

La comparación visual permite tener una mejor perspectiva de la generación de
conformaciones. En la Figura 5.12 muestra alguna de las reconstrucciones logradas
con cada uno de los métodos.

El método de ensamblado Tors-Ori y Tors-Apred aportó algunos datos adi-
cionales de interés en cuanto a la generación de conformaciones. Poniendo el RMSD
calculado en función de los posibles conformaciones se encontraron múltiples valles
donde existen posibles mı́nimos. En la Figura 5.13 se muestran este compor-
tamiento para la molécula C6O2H12. En el caso de TTKDG-ML esto no sucedió,
aunque es posible pedirle a RDKit que genere distintas conformaciones, las restric-
ciones impuestas por el método descrito solo permiten una sola conformación.
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Original TTKDG-ML Tors-Ori Tors-Apred

Figura 5.12: Algunos ejemplos de valores de conformaciones producidas con los
métodos empleados.

Tors-Ori Tors-Apred

Figura 5.13: RMSD contra las conformaciones moleculares obtenidas utilizando los
métodos Tors-Ori y Tors-Apred. El mı́nimo seleccionando está indicado en rojo.

5.5 Conclusiones.

En este caṕıtulo se propuso un método de reconstrucción de moléculas basados
en el uso del modelo de aprendizaje automático KRR. El algoritmo de predicción
basados en uso de bloques demostró ser preciso si existen suficientes datos para
sustentarlos.

Las conclusiones principales se listan a continuación:
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• El descriptor propuesto e-state, es capaz de predecir con alto grado de pre-
cisión la estructura de un bloque. No sólo las distancias de enlaces si no
también los ángulos internos.

• El método utilizado para el aprendizaje KRR es simple de implementar, fácil
de entrenar y el modelo ya entrenado puede ser reutilizado continuamente
para producir nuevos bloques. Además la producción de bloque utilizando
KRR mejora los resultados sobre simplemente aplicar la media

• La propuesta de predicción de bloques en su conjunto puede ser enriquecida
agregando mas moléculas que diversifiquen la base de datos de bloques.

• Los problemas de precisión numérica en las predicciones se deben princi-
palmente a la cantidad de bloques por grupos de bloques presentes en la
8CONF.

• El método TTKDG-ML propuesto abarca completamente el proceso de ob-
tención de conformaciones moleculares con precisión ab-initio.

Se identificaron un grupo de problemas relacionados principalmente con la ca-
pacidad representativa del descriptor seleccionado y el método para la predicción/reconstrucción
de los ángulos de torsión. En este aspecto se llegó a la conclusión que se nece-
sita mas información para poder tener una buena correlación con los ángulos de
torsión, el punto más débil del algoritmo. La propuesta de utilizar el mecanismo
TTKDG-ML, modificado del original en RDKit (ver Sección 5.4.1), junto a los
bloques predicho ofreció los mejores resultados (ver Figura 5.11).
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En este Caṕıtulo se abordará el uso de aprendizaje automático para la esti-
mación de propiedades electrónicas de compuestos qúımicos publicado en [105].
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6.1. ESTUDIOS PREVIOS.

El enfoque principal será sobre el espectro de absorción, por representar la inter-
acción de los materiales con la luz. Una propiedad de relevante importancia para
la industria de sensores, fotoeléctrica, etc..

La respuesta de un material a la interacción con la radiación electromagnética
(luz) se puede estudiar de manera teórica utilizando los métodos de la mecánica
cuántica como TD-DFT (Ver Caṕıtulo 2). Dependiendo del funcional de la enerǵıa
de intercambio y correlación Exc utilizado, el cálculo es mas o menos costoso
computacionalemente. La llamada Escalera de Jacob (Ver Sección 2.1.1) resulta
en un obstáculo a franquear, saltar peldaños al menor precio computacional posible
sigue siendo una pregunta abierta.

En este Caṕıtulo se detalla primeramente los Estudios Previos, centrándonos
los descriptores moleculares utilizados en este y otros trabajos. Seguidamente se
analizará la distribución de los descriptores seleccionados en la base de aprendizaje.
Como métodos de aprendizaje automático se seleccionó el KRR y las Redes Neu-
ronales. En ambos caso se describirán las optimizaciones realizadas aśı como los
resultados alcanzados. Se usará un k para denotar mil (ej. el número 30000 apare-
cerá como 30k). Salvo que se especifique otra magnitud, todas las enerǵıas están
dadas en electron-Volts (eV ) y las distancias en Angtrom (Å).

6.1 Estudios Previos.

Abordar el tema de la estimación del espectro de absorción desde el aprendizaje
automático no carece de precedentes [4, 13, 9, 106]. Las Redes Neuronales han
sido utilizadas con éxito para predecir propiedades electrónicas como la enerǵıas de
excitación, momentos dipolos y cargas parciales con precisión parecida a TD-DFT
empleando como descriptores múltiples conformaciones de un mismo compuesto
[13]. También se han realizado análisis comparativos de la eficiencia con varias
topoloǵıas diferentes de Redes Neuronales para producir la densidad de estados,
empleando como descriptor la matriz de Coulomb (en la Sección 6.2.2 se indagará
en esta representación) [9]. Por último la utilización de modelos de Regresión Ridge
con Kernel, usualmente empleando un kernel Gaussiano, ha tenido su aplicación
para obtener propiedades electrónicas relacionadas con el espectro de absorción
como la enerǵıa del primer estado excitado [4].

Estos tres trabajos resumen los que para el Autor son las ĺıneas de investigación
en este campo. La utilización de descriptores estructurales que incluye información
atómica (Coulomb Matrix) [9, 4]. Dos métodos de aprendizaje Regresión Ridge
con Kernel y las Redes Neuronales, esta última con topoloǵıas complejas en lo que
se conoce como Aprendizaje Profundo1[9]. Dentro de las propiedades a predecir

1del inglés Deep Learning, Redes Neuronales donde se involucran MLP y CNN en una sola
red con un número alto de capas ocultas. Resultan complicadas de implementar y entrenar.
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6.2. ANÁLISIS DE LA BASE DE DATOS UTILIZADA.

están aquellas obtenidas de los cálculos TD-DFT, enerǵıas de los estados excitados
y fuerzas del oscilador. También existe un esfuerzo en mejorar la precisión de de
los cálculos a través de uso de modelos de ML, como el denominado ∆ML para
estimar las diferencias de enerǵıas entre los peldaños de la Escalera Jacob [4].

La combinación de simulaciones computacionales de bajo costo con otras más
pesadas, utilizando un proceso de regresión gaussiano con el objetivo de acelerar
cálculos mas costosos, fue propuesto por primera vez por M. C. Kennedy y A.
H. Hagan donde se pretende mejorar un cálculo de bajo costo de simulación de
producción en un pozo petrolero utilizando un método de aprendizaje automático
[107] .

6.2 Análisis de la Base de Datos utilizada.

La base de moléculas utilizada está constituida por 21k compuesto orgánicos de
hasta 8 átomos de Carbono (C), Ox́ıgeno (O), Nitrógeno (N) y Flúor (F) (8CONF
en lo adelante). La 8CONF tiene sus geometŕıas optimizadas. utilizando DFT y
el funcional B3LYP con funciones de base 6-31(2df, p) [4, 99, 100].

Sobre la 8CONF se realizaron 3 grupos de cálculos TD-DFT utilizando Octo-
pus (ver Sección 4.1). En el primer grupo simplemente se obtuvieron los orbitales
sin optimizar que crea Octopus usando LCAO (del inglés Lineal Combination of
Atomic Orbitals), esto es considerado un cálculo de muy bajo costo y muy impre-
ciso (en adelante OCT-LCAO). En el segundo grupo se obtuvo el estado funda-
mental utilizando el funcional LDA como aproximación a la enerǵıa de intercambio
y correlación (en adelante GS-LDA).

En el tercer y último grupo se obtuvieron el estado fundamental y estados
excitados Casida (ver Sección 2.2) utilizando PBE0 como aproximación h́ıbrida a
la enerǵıa de intercambio y correlación, considerado un cálculo costoso mucho mas
preciso (en adelante CASIDA-PBE0 ) 2.

A cada cálculo realizado se le agregó una métrica para determinar el carácter
de transferencia de carga de la transición. En los cálculos de GS se utilizaron las
mono-excitaciones para obtener esta métrica. Esta métrica denotada por ∆r se
define como [23]:

∆r =

∑
i,a

K2
iaRia∑

i,a

K2
ia

(6.1)

donde Rai = |⟨ϕa(r)|r|ϕa(r)⟩ − ⟨ϕi(r)|r|ϕi(r)⟩| donde ϕa y ϕi son las funciones

2Remitimos al lector a Anexo A.5 para mas detalles sobre los parámetros utilizados en Octo-
pus.
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de onda monoelectrónicas virtuales y ocupados respectivamente, y K son lo coefi-
cientes de las transiciones obtenidos al resolver la ecuación de Casida.

En el trabajo de Ciro A. Guido y otros [103], se propone la siguiente clasifi-
cación: para los rangos ∆r ⪕ 1.5 Å se considera una transferencia de carga de
rango corto, si ∆r ⪖ 2.0 Å se considera de largo rango.

La distribución de estas propiedades en la 8CONF se analizarán en las sigu-
ientes secciones.

6.2.1 Propiedades a Predecir.

La obtención de propiedades espectroscópicas haciendo uso de ML ha sido objetivo
de varios trabajos (ver Sección 6.1). La construcción del espectro de absorción
implica la solución de la ecuación de Casida (ver eq. 2.27, en la Sección 2.2)
para la obtención de los enerǵıas de excitación y las fuerzas del oscilador, siendo
uno de los cálculos más costosos en TD-DFT. La precisión en los valores de estas
propiedades está unida al funcional de la enerǵıa de intercambio y correlación que
se use.

Estas propiedades fueron obtenidas a partir de los cálculos realizados con Octo-
pus. Los valores de las enerǵıas de excitación obtenidos fueron truncados alrededor
de los 10 eV resultando en aproximadamente los 10 primeros estados excitados.
Por encima de este valor de enerǵıa aparece la enerǵıa de ionización en la base
de datos 8CONF por lo que carece de sentido explorar el espectro UV-Visible. El
número de fuerzas del oscilador fueron limitadas igualmente por la cantidad de
estados excitados.

ω/eV Fuerzas del Oscilador

5 10

2.5

5.0

7.5

10.0

12.5

Estados

Ω
/e
V

5 10

−10
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0
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Figura 6.1: Distribución de las propiedades obtenidas a través de la solución de la
ecuación de Casida utilizando el funcional PBE0. Se muestran tanto los valores extremos
como la media y en que rango existe la mayor densidad de valores. Las Fuerzas del
Oscilador se le aplicó la función log para mejorar la visibilidad en la distribución.
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La Figura 6.1 muestra 15k moléculas de la las 21k para las que se realizaron
los cálculos utilizando PBE0 como funcional. Puede notarse que las fuerzas del
oscilador poseen un distribución muy compacta y los picos de donde se concentran
la mayor cantidad de valores están alrededor del 0 con muy poca variación. Se
puede notar valores extremos en otro orden de magnitud completamente diferente
a la media.

Los momentos de transición µ representan un paso intermedio antes de obtener
las fuerzas del oscilador en la solución de las ecuación de Casida. La relación
entre las fuerzas del oscilador y los momentos de transición está definida por
fi = 2

3
Ωi/ℏ2

∑
µi

2. Existe precedente en la literatura consultada donde se pretende
predecir esta propiedad en vez de las fuerzas del oscilador [10].

µ2 (Å2)
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Figura 6.2: Distribución de los momentos de transición (µ2) para el funcional PBE0.
Se muestran tanto los valores extremos como la media y en que rango existe la mayor
densidad de valores. A los momentos de transición se les aplicó la función log para
mejorar la visibilidad en la distribución.

La Figura 6.2 muestra los momentos de transición de 15k moléculas correspon-
dientes al cálculo CASIDA-PBE0. Se puede ver que la mayor densidad está se
concentra en un rango similar para todos los estados, con algunos valores at́ıpicos.
Los valores medios cerca de 0 indican que la dificultad de encontrar una buena
correlación todav́ıa persiste.

El ı́ndice de transferencia de carga descrito por la eq. 6.1, mantiene dentro de
la 8CONF una distribución bastante homogénea. Los valores de media se ubican
sobre 1 Å. La Figura 6.3 muestra la distribución para los primeros 10 estados
excitados. Se puede observar como existen valores mayores a 6 Å, considerados
at́ıpicos, algo que pude generar problemas en el entrenamiento.
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Figura 6.3: Distribución del ı́ndice de transferencia de cargas para el funcional PBE0.
Se muestran los máximos, mı́nimos y la media de la distribución.

6.2.2 Propiedades Descriptoras.

La bibliograf́ıa consultada apunta hacia el uso de la llamada Coulomb Matrix (CM
en adelante) como la primera opción a considerar [2]. Definida como :

CM =

{
0.5 ∗ Z2.4

i if i = j
ZiZj

Rij
if i ̸= j

(6.2)

donde Rij es la distancia inter-atómica entre los átomos i y j, y Z es el número
atómico. La simplicidad de esta representación la ha hecho ganar relevancia entre
los trabajo donde se aplica el aprendizaje automático en Qúımica/F́ısica Cuántica
[4, 2, 9].

Recientemente varias versiones de esta formulación se han desarrollado debido
a que la formulación original no es invariante a la permutación de los indices
atómicos [29, 108]. Resulta conocido su efectividad al estimar con precisión algunas
propiedades electrónicas incluidas las enerǵıa de excitación del primer estado. Sin
embargo no carece de limitaciones, pues no presenta correlación con propiedades
relevantes para el espectro de absorción, como el caso de las fuerzas del oscilador
[4].

Para solventar esta dificultad resulta pertinente utilizar información que per-
mita correlacionar mejor las propiedades electrónicas. Se podŕıa considerar la
utilización de cálculos DFT de baja precisión. Un ejemplo seŕıa las diferencias de
enerǵıas entre orbitales ocupados y no ocupados de Kohn - Sham ∆Ea,i = ϵa − ϵi,
siendo la primera de estas enerǵıas la diferencia HOMO-LUMO (del inglés High
Occupied Molecular Orbital donde i = (0,N/2] y Lower Unoccupied Molecular
Orbital, donde a = [N/2 + 1, inf) y siendo N la cantidad de electrones). Estas
constituyen la primera aproximación a las enerǵıas de los estados excitados. De
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igual forma los momentos de dipolo ⟨ϕi|x|ϕa⟩ de cada uno de esas diferencias,
seŕıan un candidato para las fuerzas del oscilador. La decisión se sustenta en la
representación de Lehmann de la respuesta lineal (ver Sección 2.2):

χKS(x,x′, ω) = lim
η→o+

∑
k,j

(fk − fj)
φ
(0)∗
j (x)φ

(0)
k (x)φ

(0)∗
j (x′)φ

(0)
k (x′)

ω − (εj − εk) + iη
(6.3)

donde existe una relación entre los polos de χKS, las enerǵıas de excitación y
las fuerzas del oscilador con los numeradores de la eq. 2.26. Las diferencias de
enerǵıas y los momentos dipolares entre estados de KS fueron obtenidas de los
cálculos OCT-LCAO y GS-LDA. Teniendo en cuenta que el uso de un funcional
h́ıbrido como PBE0 en las propiedades a predecir utiliza la enerǵıa de intercambio
de HT EHT

x exacta los estado finales pueden intercambiarse, se consideró el ı́ndice
de transferencia de cargas ∆r para simular este comportamiento. Se escogieron
los 20 primeros estados, teniendo en cuenta que las Ecuaciones de Casida ofrecen
mejores resultados mientras mas estados de KS se agreguen. La Figura 6.4 muestra
las distribuciones de las propiedades las diferencias de enerǵıas ∆Ea,i, momentos
dipolares ⟨ϕi|x|ϕa⟩ y indice de transferencia de cargas ∆r para las 21k moléculas
de la 8CONF para los cálculos realizados.

Ambos cálculos ofrecen caracteŕısticas bien diferentes: OCT-LCAO solo se
realizó una aproximación básica a los orbitales de Kohn - Sham. No se realizó
ninguna iteración del algoritmo SCF (ver Sección 2.1). Por otra parte GS-LDA es
un cálculo completamente convergido. En otras palabras los orbitales obtenidos
se optimizaron hasta alcanzar el mı́nimo de enerǵıas para el nivel de precisión.
Puede notarse en la Figura 6.4 las similaridad en la distribución entre la primera
fila OCT-LCAO y la segunda GS-LDA. Las diferencias entre los cálculos están
marcadas por lo valores extremos en las distribuciones, los cuales pueden incidir
en las predicciones de manera negativa, porque obliga al modelo a interpolar valores
que se alejan de la media y que pueden ser considerados como ruido.

6.3 Métodos y Optimizaciones.

La pruebas realizadas utilizan los métodos de Regresión Ridge con Kernel (KRR)
y Redes Neuronales (NN) (ver Sección 4.2) [4, 9, 13].

La optimización de hiper-parámetros para KRR es simple. Las variables a op-
timizar son sigma σ, que determina cómo cada molécula contribuye a la predicción
final y lambda λ, parámetro de regularización del kernel (ver Sección 3.1.1). El
rango de valores para ambas variables fue elegido de forma emṕırica y teniendo en
cuenta experiencias anteriores (ver Anexo A.6).
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Figura 6.4: Distribución de las propiedades obtenidas a través de cálculos de bajo
costo computacional. Primera fila OCT-LCAO y segunda fila GS-LDA. Por simplicidad
se muestran solo los 10 primeros estados. A los momentos dipolares se les aplicó la
función log para mejorar la visibilidad en la distribución

El caso de las NN resulta más complicado. Existen numerosos parámetros3

los cuales podŕıan afectar la estimación. Dentro de las funciones de activación
se pueden descartar aquellas que la literatura aconseja su uso en aplicaciones de
clasificación, ej. sigmoid (ver Sección 3.2.3).

Entre los más demandantes desde el punto de vista computacional, están el
número de capas ocultas (Hidden layers) y cantidad de iteraciones de aprendizaje
(Epochs). El número de capas ocultas determina la cantidad capas de la red y
por tanto el tamaño final de la topoloǵıa, influyendo directamente en la canti-
dad de operaciones a realizar por los algoritmos de Propagación hacia adelante
y Propagación hacia atrás (ver Sección 3.2.1 y 3.2.2). El número de iteraciones
de aprendizaje va a determinar cuantas veces los algoritmos de Propagación hacia
adelantes y Propagación hacia atrás se van a ejecutar sobre la topoloǵıa diseñada.
Para las optimizaciones de NN se utilizó la búsqueda bayesiana (ver Sección 3.3)
la cual resulta una opción mas eficiente que una búsqueda en una maya de valores.

3La lista completa de los parámetros que son posible optimizar usando Keras y Tensorflow
se puede ver en Anexo A.10
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6.3.1 Preprocesamiento de datos

La aplicación de KRR se limitó a la predicción de las enerǵıas de los estados
excitados, utilizando CM como descriptos (eq. 6.2), en una de sus versiones or-
ganizada (del inglés Sorted Coulomb Matrix, SCM en adelante) [108]. La SCM
presenta una problemática con la dimensionalidad del sistema molecular. Para
poder comparar varias moléculas de distinta dimensionalidad es necesario intro-
ducir un zero-padding que compense por la cantidad átomos faltantes.

Para NN se realizó un preprocesamiento de datos, particularmente un escalado.
Los descriptores escogidos presentaban dispersiones muy diferentes y los valores
están separados en varios ordenes de magnitud. Para que todos tengan la misma
influencia sobre la predicción se realizó un escalado entre 0− 1 de todos los datos,
descriptores y propiedades objetivas, utilizando los métodos implementados en el
código [109] (ver Sección 4.2.3). Para algunos experimentos se aplicó la función
f(x) = log(x) (se utilizará log para denotar cuales modelos utilizan esta función)
únicamente sobre los momentos de transición y las monoexitaciones tratando de
mejorar la correlación entre ambos. Este proceso ocurre antes de el entrenamiento
y es revertido una vez realizadas las predicciones.

6.3.2 Regresión Ridge con Kernel (KRR)

La optimización de los parámetros de los modelos de KRR se realizó tomando
como referencia los valores obtenidos por Ramakrishnan y otros [4]. Entorno de
ellos se construyó la maya para realizar la búsqueda. Se realizó una acotación
previa de los extremos de los rangos de búsqueda para reducir lo más posible la
cantidad de evaluaciones requeridas.

Se utilizaron 10k moléculas para entrenar (T) y 1k moléculas en el grupo de con-
trol (C). Ambos grupos fuero seleccionados aleatoriamente de las 15k moléculas a
las que se realizaron cálculos PBE0 (CASIDA-PBE0). Se designaron las enerǵıas
ω de los primeros 5 estados excitados como propiedad objetivo de la optimización.
Se empleó una función laplaciana para el kernel definida por:

k(di, dj) = e−
|di−dj |

σ (6.4)

donde | ∗ | es la norma l1 de las diferencias entre los descriptores y σ es uno de
los hiperparámetros a optimizar.

Cada enerǵıa fue predicha de forma independiente, por lo que se construyeron 5
modelos de KRR. La métrica del error utilizada fue RMSE (del inglés Root Mean
Squared Error) definida como:
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RMSE =

√√√√ 1

N

N∑
i=0

(pi − rrefi )2 (6.5)

donde N es el número de moléculas, pi las predicciones realizadas por el al-
goritmo y rrefi los valores de referencia, en este caso las enerǵıas de excitación
obtenidas del cálculo CASIDA-PBE0.

Además se emplearon dos descriptores: SCM y la diferencia de enerǵıa entre
orbitales ocupados y no ocupados ∆Ea,i siendo el HOMO - LUMO la primera de
estas diferencias. Esta enerǵıas fueron obtenida de los cálculos GS-LDA realizados.
La diferencia de enerǵıa ∆Ea,i se encuentra en un orden de magnitud muy diferente
al de la SCM y requeŕıa un ajuste de hiper-parámetros individual. Los rangos de
búsqueda evaluados fueron:

σSCM = [100, 1000, 2000, 3000, 5000]
σ∆Ea,i

= [0.2, 0.3, 0.5, 1, 10, 20]
λ = [10−6, 10−3, 0.1, 0.5, 1, 10]

(6.6)

La maya de búsqueda se construyó de la combinación de estos valores.
La Figura 6.5 muestra la superficie generada por los hiper-parámetros y el

RMSE calculados para el primer estado excitado CASIDA-PBE0 (Las restantes
superficies pueden encontrarse en los Anexo A.7).

SCM SCM y ∆Ea,i

Figura 6.5: Resultados de la optimización de los hiper-parámetros sigma σ y lambda
λ del KRR. Los mı́nimos puede apreciarse en color azul intenso.

Los valores óptimos de sigma σ y lambda λ para la SCM fueron encontrado
en 1000 y 10−6 respectivamente. Por otra parte los valores óptimos de sigma σ
para SCM y las diferencias de enerǵıas ∆Ea,i fueron 1000 y 0.2 respectivamente,
y lambda λ 10−6. Llama la atención como el valor de λ se mantiene bien pequeña
en ambos casos, pero no es 0, indicando que mientras menos sea su influencia el
algoritmo mejora su precisión (ver Sección 3.1.1).
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6.3.3 Redes Neuronales (NN).

Para las NN, la búsqueda bayesiana requiere de ĺımites y de un número máximo
de iteraciones para encontrar un mı́nimo dentro de la maya construidas usando
los ĺımites. Estas optimizaciones resultan muy costosas tanto en tiempo como en
capacidad de computo, debido a la necesaria evaluación de la NN para corregir el
modelo sustituto (ver Sección 3.3).

Se exploraron 3 topoloǵıas de redes, dos pertenecientes al modelo MLP (del
inglés Multi Layer Perceptron) y una relacionada con el modelo CNN (del inglés
Convolutional Neural Network) (ver Sección 4.2). Se seleccionaron los hiper-
parámetros cantidad de iteraciones de aprendizaje (Nombrado epochs dentro de
Keras. Se utilizará epochs a partir de ahora) y número de capas ocultas (del inglés
Hidden Layers).

Estos fueron escogido a partir de varios experimentos emṕıricos y apoyados
por la literatura relevante [9, 13]. En los experimentos realizados se alteraron
progresivamente algunos de los parámetros accesibles a través de Keras, como
por ejemplo la función de activación (ver Sección 3.2) donde inmediatamente se
obtuvieron resultados desalentadores al utilizar funciones de la familia de tanh y
sigmoid. Otros parámetros fueros utilizados en sus valores por defecto4.

Evaluar las NN resulta costoso aśı que es recomendable realizar unos ajustes
previos que ayuden convergencia de la búsqueda. No hay algoritmo definido de
como hacer este proceso. La literatura consultada no arroja otro método que no sea
prueba y error para ajustar los ĺımites. Para epochs los ĺımites de la maya fueron
[1, 1500], para el número de capas ocultas los ĺımites fueron [2, 30] [9, 32, 13, 10].
Se le permitió al algoritmo hacer 15 iteraciones sobre esta maya.

Como propiedades descriptoras se utilizaron los 20 primeras diferencias de en-
erǵıa ∆Ea,i con sus respectivos momentos dipolares y el ı́ndice del carácter de la
transferencia de carga de la transición. Como propiedades a predecir se utilizaron
los 10 primeros estados excitados junto a sus momentos de transición y el carácter
de la transferencia de cargas de la transición.

Se realizaron dos variantes de dos experimentos sobre los modelos construidos,
para un total de cuatro optimizaciones (ver sección 4.2.2). En la primera opti-
mización los descriptores fueron extráıdos de los cálculos GS-LDA. En la segunda,
los descriptores se obtuvieron de OCT-LCAO. En una variante se aplicó la función
log sobre los momentos de transición y las mono excitaciones, antes del aplicar el
escalado de las propiedades, proceso que fue revertido después de las predicciones.
En la otra variante los datos se mantuvieron sin cambio, solo se aplicó el escalado.

En todas las optimizaciones las propiedades a predecir se extrajeron de los
cálculos CASIDA-PBE0. Se utilizaron 5k moléculas para entrenar (T) y 1k como

4El Lector puede ver la lista completa de parámetros, los valores seleccionados y como se
seleccionaron en Anexo A.10
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6.3. MÉTODOS Y OPTIMIZACIONES.

grupo de control (C). El error fue calculado sobre la métrica Accuracy definida
en Keras, la cual mide la frecuencia en la que las predicciones coinciden con las
referencias [89].

La Figura 6.6 muestra las superficies construidas y los mı́nimos encontrados
en las mejores combinaciones de los hiper-parámetros seleccionados. La zonas de
azul intenso marca los mı́nimos en cada caso.

MLP-Multi MLP-Comb CNN-Comb
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Figura 6.6: Superficies del espacio de hiper-parámetros, para las 3 topoloǵıas de re-
des evaluadas obtenidas durante las optimizaciones bayesianas. Primera fila descriptores
obtenidos de GS-LDA, segunda fila descriptores obtenidos de OCT-LCAO. Solo se mues-
tra la variante en la que no se utilizó la función log en el preprocesamiento.

Estas optimizaciones arrojaron las configuraciones que se muestran en las Tablas
6.1. Se puede apreciar como es necesario un aumento en la cantidad de capas ocul-
tas cuando las propiedades descriptoras son extráıdas de OCT-LCAO.

Este comportamiento puede ser consecuencia del distanciamiento entre los
cálculos OCT-LCAO y los de CASIDA-PBE0. El algoritmo NN necesita com-
pensar por las múltiples ejecuciones SCF que resultaŕıa en la optimización de los
orbitales de Kohn - Sham y la densidad ρ (ver Sección 2.1).

Otros parámetros utilizados relevantes para las topoloǵıas se muestran en la
Tabla 6.2. Los valores por defectos fueron cambiados y fijados de forma emṕırica.
Sobre estas configuraciones se construyeron los modelos con los que se realizaron
los experimentos descritos en las siguientes secciones.
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Tabla 6.1: Mı́nimos para las optimizaciones realizadas utilizado propiedades de cálculos
GS-LDA y OCT-LCAO descriptoras y cálculos CASIDA-PBE0 como propiedades obje-
tivas.

Modelo Descriptor Exc Aplicó log Iteraciones Capas Ocultas
MLP-Multi LCAO No 576 30
MLP-Multi LCAO Si 620 22
MLP-Multi LDA No 796 15
MLP-Multi LDA Si 1756 17
MLP-Comb LCAO No 616 20
MLP-Comb LCAO Si 1320 28
MLP-Comb LDA No 516 8
MLP-Comb LDA Si 1419 4
CNN-Comb LCAO No 65 6
CNN-Comb LCAO Si 664 10
CNN-Comb LDA No 1500 2
CNN-Comb LDA Si 1500 2

Tabla 6.2: Otros parámetros pertenecientes a los modelos creados.

Modelo/Parámetro MLP-Multi MLP-Comb CNN-Comb
Función de Activación eLU/ReLU(negative slope = 0.01) [77, 75] eLU/ReLU [77, 75]

Neuronas por Capa Oculta 60 25 60 (Filter)5

Optimisador Adams [110] Adams [110] Adams [110]
Función de Pérdida MSE MSE MSE

Dimensión del Kernel - - 20
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6.4 Curvas de Aprendizaje

Resulta recurrente en la literatura el uso de varias pruebas para demostrar la
capacidad del método para aprender [4, 9, 13, 19, 20, 21]. Esto se aprecia a
través de un decrecimiento en los valores de la métrica utilizada para evaluar el
error a medida que aumenta la cantidad de datos contenida en el conjunto de
entrenamiento T.

Este tipo de pruebas se realiza con los hiper-parámetros optimizados. Permite
además identificar problemas como sobre-ajuste o poco-ajuste (ver Sección 3.1.1)
del modelo, debido a que el comportamiento esperado de decrecimiento del error
no se cumple.

6.4.1 Regresión Ridge con Kernel (KRR).

Para obtener la curvas de aprendizaje utilizando KRR se realizaron 5 experimentos.
Con cada iteración de aumentó progresivamente la cantidad de moléculas el grupo
de aprendizaje (T). Los hiper-parámetros utilizados fueron los obtenidos en la
Sección 6.3.2. Se compararon los 2 descriptores seleccionados SCM y SCM - ∆Ea,i.
Como propiedad objetiva se emplearon las enerǵıas ω de los 5 primeros estados
excitados obtenidas del cálculo CASIDA-PBE0.

Las tendencia de ambas curvas mostrada en la Figura 6.7, denota la capacidad
del algoritmo de incorporar la nueva información. La comparación de los dos
descriptores se hace evidente, la dispersión mostrada para cada estado se reduce
notablemente con la adición de ∆Ea,i.
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Figura 6.7: Curvas de Aprendizaje, donde — es la media del RMSE y • representan
las enerǵıas ω de cada estado. Se puede notar como la utilización de dos descriptores,
SCM y ∆Ea,i, estabiliza notablemente las predicciones de todos los estados.
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6.4.2 Redes Neuronales (NN).

Para construir las curvas de aprendizaje utilizando NN se tuvo en cuenta la
predicción de las tres propiedades objetivas, estados excitados, momentos de tran-
sición y ı́ndice de transferencia de cargas. Cada una de ellas puede tener un
comportamiento diferente en el aprendizaje. Sin embargo la tendencia de mejora
tiene que mantenerse.

Se construyeron dos grupos de curvas de aprendizaje con con dos variantes si se
utilizó o no la función log: (1) utilizando los cálculos GS-LDA como propiedades
descriptoras y (2) utilizando los cálculos OCT-LCAO como propiedades descrip-
toras. Para ambos casos se realizaron 5 experimentos aumentando el tamaño
del grupo de aprendizaje (T) y utilizando los cálculos de CASIDA-PBE0 como
propiedad a predecir. El error fue calculado sobre la métrica Accuracy definida en
Keras, que tiene un rango entre [0, 1] siendo los valores cercanos a 1 los deseables.

En la Figura 6.8 se muestran las de curvas de aprendizaje, utilizando como
descriptores los cálculos OCT-LCAO y GS-LDA.
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Figura 6.8: Curvas de aprendizaje para los modelos MLP-Multi, MLP-Comb y CNN-
Comb. Propiedades descriptoras extráıdas del cálculo OCT-LCAO y GS-LDA.

Se puede notar en las Figura 6.8 que existe un pico donde los modelos tienen su
mejor desempeño justo cuando se utilizan 5k moléculas de aprendizaje. Esto puede
ser el resultado de la utilización de este número de moléculas en la optimización
bayesiana, y los modelos responden con un máximo de ajuste a este valor. Puede
observarse como cae la precisión para valores mayores de 5k pero sin llegar a ser
notable. Hay que destacar como la aplicación de la función log en el preproce-
samiento de datos mejora el rendimiento de algunos modelos como el basado en
CNN.
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6.5 Resultados.

Los resultados obtenidos se basan en la estad́ıstica realizada sobre múltiples ex-
perimentos. De las 15k moléculas disponibles en la base de datos 8CONF con
cálculos realizados CASIDA-PBE0, se seleccionaron 12k para el entrenamiento y
1k como grupo de control. Ambos grupos fueron seleccionados aleatoriamente.

Se realizaron dos grupos de 10 experimentos. Ambos grupos están enfocados en
comprobar la robustez del los modelos en la base de datos 8CONF. En el primer
grupo experimentos para cada iteración se realizó un re-muestreo del grupo de
entrenamiento seleccionando 10k moléculas aleatoriamente para ser utilizadas en
el aprendizaje (T). El grupo de control (C) no sufrió cambios. Para el segundo
grupo de experimentos se seleccionaron los modelos entrenados con 5k y 10k.
Se realizó un re-muestreo del grupo de control (C) seleccionando 1k de las 15k
moléculas con cálculos CASIDA-PBE0 [103].

Los valores discretos de la Densidad de Estados y el Espectro de Absorción
se representaron con una gaussiana de amplitud 0.15eV. Para el espectro de ab-
sorción el área de las gaussianas es proporcional a las fuerzas del oscilador. Para
la densidad de estados el área de las gaussianas representa el número de estados
en un rango de enerǵıa.

En cada predicción realizada sobre las propiedades fue evaluada individual-
mente se utilizaron varias métricas:

• Para el espectro discreto: RMSE definido en eq. 6.5 y r-factor [111] definido

por 1 −
∑

(ri−rrefi )2∑
(rrefi −media(r))2

.

• Para el espectro continuo: Se utilizó la correlación cruzada [109] de la recon-
strucción normalizada, la diferencia de área bajo la curva entre referencia y
predicción y el desplazamiento entre las curvas.

Los resultados obtenidos se presentan como una media de la desviación entre
todas las iteraciones realizadas.

6.5.1 Densidad de Estados.

Para la construcción de la densidad de estados se emplearon los primeros 5 esta-
dos excitados para el algoritmo KRR, rango que se extendió a 10 para los modelos
de NN. Este número fue decidido arbitrariamente y los métodos propuestos son
capaces de aumentar la cantidad de estados a estimar. Sin embargo a medida que
crece la enerǵıa la probabilidad de encontrar estados excitados en ese rango au-
menta y tampoco resultaba atractivo para el espectro UV-Visible explorar estados
por encima de la enerǵıa de ionización (-ϵHOMO).
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Regresión Ridge con Kernel (KRR).

Utilizando KRR como método de aprendizaje se emplearon dos descriptores difer-
entes la Sorted Coulomb Matrix (en adelante SCM) la cual es una variante de
Coulomb Matrix. El segundo descriptor es una combinación de la SCM y las difer-
encias de enerǵıas ∆Ea,i obtenidas en el cálculo GS-LDA. La propiedad objetivo
fue en ambos casos los 5 primeros estados excitados de CASIDA-PBE0.

Se utilizaron los valores de hiper-parámetros σSCM = 1000, σ∆Ea,i
= 0.2 y

λ = 10−6 encontrados con la búsqueda en la maya (grid search).
La Figura 6.9 muestra los errores de los 5 primeros estados a través de los

10 experimentos realizados. La consistencia del algoritmo y los hiper-parámetros
encontrados se muestra en pequeñas variaciones en el RMSE a través de las 10
iteraciones.
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Figura 6.9: Curva de RMSE por cada estados para cada una de las 10 iteraciones
realizadas. Puede notarse como la inclusión del descriptor ∆Ea,i mejora notablemente
los resultados del RMSE.

La Tabla 6.3 muestra un resumen de estos experimentos. Para cada estado
se calculó la media del RMSE obtenido de las 10 iteraciones. En rojo se muestra
que las enerǵıas del primer estado son las de menor error, el descriptor SCM ya
demostró su éxito prediciendo el primer estado excitado [4]. Es notable también
como la introducción de la diferencia de enerǵıas ∆Ea,i mejora los resultados en
todos los estados.

Del resultado de este experimento se puede observar que el RMSE utilizando
el modelo KRR es alto, 0.46 eV para el primer estado usando SCM y ∆Ea,i y 0.50
eV usando solamente SCM. Sin embargo hay que considerar el salto cualitativo
entre los descriptores, una combinación entre la geometŕıa de la molécula y la
diferencia de enerǵıa entre orbitales de Kohn-Sham, y las propiedades objetivos,
estados excitados utilizando un funcional h́ıbrido.

El método KRR por su simpleza es muy sencillo de implementar, pero pre-
senta limitaciones. Su mejor desempeño se alcanza cuando los descriptores y las
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Tabla 6.3: Media del RMSE de las enerǵıas de excitación para los primeros 5 estados.
Obtenidas mediante el uso modelo de KRR.

Estados Media RMSE SCM y ∆Ea,i Media RMSE SCM
1 0.461767 0.507682
2 0.478116 0.571691
3 0.484771 0.689880
4 0.537917 0.742515
5 0.534626 0.766405

propiedades objetivos presentan una correlación expĺıcita. Esta es la razón por la
cual las diferencias de enerǵıas ∆Ea,i agregan precisión a la predicción. Al provenir
de un cálculo convergido y orbitales de Kohn-Sham optimizados, el método debe
compensar por el cambio de funcional de LDA a PBE0.

Las correlaciones impĺıcitas son más complicadas. Tal es el caso de los momen-
tos de transición µ y por consiguiente las fuerzas del oscilador. La información cod-
ificada dentro de la configuración atómica en la forma de distancias entre átomos,
tipos de átomos, cantidad de electrones, etc., no es fácilmente alcanzable utilizando
KRR. Además después de agregar las mono-excitaciones correspondientes a cada
una de las diferencias de enerǵıas ∆Ea,i como corrección, no se obtuvieron resul-
tados que alentaran seguir persiguiendo esta ĺınea de investigación.

6.5.2 Espectro de absorción.

Utilizando NN se emplearon solamente descriptores electrónicos extráıdos del los
cálculos realizados GS-LDA y OCT-LCAO. Se utilizaron las primeras 20 diferen-
cias de enerǵıas (∆Ea,i), las correspondientes momentos dipolares (⟨ϕi|x|ϕa⟩) y los
ı́ndice (∆r) de transferencia de cargas relacionados con las 20 diferencias.

Las propiedades objetivo enerǵıas de excitación (ω), momentos de transición
(µ2) y el ı́ndice de transferencia de carga (∆r) fueron extráıdas del cálculo CASIDA-
PBE0. La cantidad de estados a predecir se aumentó a 10.

Cada una las topoloǵıas de NN investigadas (ver Sección 4.2.2) combina los
descriptores de manera diferente:

• MLP-Multi: Considera los descriptores como tensores independientes. Las
propiedades objetivo son predichas en tensores independientes. Esta fue la
primera consideración dentro de la ĺınea de investigación por la simplicidad.

• MLP-Comb: Considera los descriptores como una combinación de las 3
propiedades. Con las propiedades a predecir se realizó una combinación
similar.
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• CNN-Comb: Los descriptores y las propiedades objetivo son combinadas de
igual forma que MLP-Comb. Esta topoloǵıa aporta una mayor densidad de
neuronas en las capas ocultas que las topoloǵıas pertenecientes a los modelos
MLP.

Solamente se utilizaron NN para la reconstrucción del espectro de absorción.
La incapacidad de KRR para producir momentos de transición y por consiguiente
fuerzas de oscilación [4], no alentaba a su utilización.

Reconstrucción del espectro de absorción.

Se realizaron dos grupos de experimentos cada uno con 10 iteraciones sobre las
tres topoloǵıas construidas utilizando los hiper-parámetros obtenidos en las opti-
mizaciones (ver sección 6.3.3).

El primer grupo de experimentos (Estabilidad de Aprendizaje) de las 15k
moléculas para las que se dispońıan los cálculos CASIDA-PBE0 se utilizaron 12k
como grupo de entrenamiento. Sobre este grupo se realizó un re-muestreo de
10k moléculas utilizadas para entrenar los modelos en cada experimento (T). Se
utilizaron 1k como grupo de control (C) que permaneció constante durante todas
las iteraciones.

En el segundo grupo de experimentos (Estabilidad de Predicción), se utilizaron
modelos previamente entrenados con 5k y 10k moléculas. De las 15k moléculas
para las que se dispońıan los cálculos CASIDA-PBE0, se realizaron 10 iteraciones
seleccionando 1k de forma aleatoria y se realizaron sus predicciones utilizando los
modelos entrenados

Los resultados mostrados representan una media de los experimentos realizados
y pertinentemente se tomarán algunas iteraciones como caso de estudio.

La Figura 6.10 se muestran la 10 iteraciones realizadas, para el primer estudio
Estabilidad de Aprendizaje. Con este experimento se busca comprobar que los
modelos ofrecen similares resultados al aprender de distintas moléculas. Se puede
notar una homogeneidad en las predicciones independientemente del cambio en
la base de entrenamiento. Puede apreciarse también que el modelo MLP-Multi
por su simplicidad es incapaz de captar las correlaciones y mantiene un pobre
desempeño.

En el siguiente grupo de experimentos se seleccionaron modelos entrenados con
5k y 10k moléculas. Sobre estos modelos se realizaron 10 iteraciones prediciendo 1k
moléculas seleccionadas aleatoriamente de las 15k que teńıan cálculos CASIDA-
PBE0. La Figura 6.11 muestra como los modelos se comportan de manera estable
al realizar predicciones de moléculas fuera de la base de entrenamiento.

De las Figuras 6.10 y 6.11 se pueden extraer varias conclusiones que permi-
tirán avanzar en la propuesta de los mejores modelos. Los modelos basados en

83



6.5. RESULTADOS.

0 2 4 6 8

0.0

0.1

0.2

0.3

0.4

0.5

0.6

Iteraciones

K
er

as
A

cc
u

ra
cy

LCAO

0 2 4 6 8

Iteraciones

LDA

CNN-Comb
MLP-Multi
MLP-Comb
MLP-Comb-log
CNN-Comb-log
MLP-Multi-log

Figura 6.10: Comparación de los modelos a través de los experimentos de Estabilidad
de Aprendizaje realizados. Los resultados obtenidos muestran que todos los modelos se
muestran muy estables cuando la base de aprendizaje varia.
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Figura 6.11: Comparación de los modelos a través de los experimentos de Estabilidad
de Predicción realizados. La primera fila desde arriba muestra los resultados para los
modelos entrenados con 5k moléculas, la segunda fila muestra los resultados para los
modelos entrenados con 10k moléculas.

múltiples entradas y salidas (MLP-Multi) tienen un pobre desempeño, la manera
en que se tratan los datos, como entidades independientes, puede ser la causa de
este problema. Los modelos en donde las entradas y las salidas resultan de una
combinación de los datos, se comportan de mejor manera. La introducción de
la función log como preprocesamiento tanto de los momentos dipolares como de
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Tabla 6.4: Comparativa de los modelos de NN usando la media de las 10 iteraciones
de los RMSE obtenidos para cada propiedad por estados. Los descriptores utilizados
fueron obtenidos de los cálculos GS-LDA y las propiedades objetivos de CASIDA-PBE0.

Modelo MLP-Comb-log CNN-Comb-log

Estado µ2 (Å2) ω (eV) ∆r (Å) µ2 (Å2) ω (eV) ∆r (Å)
1 0.045394 0.166597 0.469226 0.047093 0.143380 0.374006
2 0.072149 0.170443 0.569405 0.137294 0.143029 0.501320
3 0.080705 0.160787 0.560417 0.125611 0.152692 0.543971
4 0.461331 0.149469 0.587609 0.104215 0.157123 0.572674
5 0.069411 0.128695 0.627864 0.068970 0.138006 0.634554
6 0.069182 0.117786 0.619804 0.053781 0.134733 0.644160
7 0.055845 0.112092 0.638577 0.056301 0.122426 0.660371
8 0.078380 0.114583 0.624572 0.065833 0.119953 0.673686
9 0.046128 0.100828 0.586439 0.046243 0.107928 0.640463
10 0.089106 0.093832 0.607456 0.052175 0.111786 0.651670

transición, ayuda en la correlación de estas dos propiedades, porque ayuda a espa-
ciar la alta concentración de valores cerca del 0. La diferencia entre los resultado
obtenidos con modelos entrenados con 5k moléculas y 10k moléculas (ver Figura
6.11) resulta más notable cuando se utiliza GS-LDA como propiedad descriptora
que cuando se utiliza OCT-LCAO. Dos factores intervienen: (1) la calidad de los
datos donde el salto cualitativo entre LDA y PBE0 resulta mas simple y (2) la
cantidad de datos donde la utilización de 5k moléculas de un cálculo convergido
(GS-LDA) parece aportar más información al modelo que similar cantidad de un
cálculo sin converger (OCT-LCAO). Además se puede notar en la Figura 6.11 que
utilizar más datos estabiliza el comportamiento de los modelos.

El siguiente paso seŕıa el análisis del error por propiedades6. Para esto se selec-
cionaron aquellos modelos que mejor desempeño demostraron en los experimentos
mostrados en las Figuras 6.10 y 6.11: CNN-Comb y MLP-Comb. En ambos uti-
lizando la función log en el preprocesamiento de datos. Los datos mostrados en la
Tabla 6.4 son una media de los RMSE por propiedades extráıda de las 10 itera-
ciones realizadas para el experimento de Estabilidad en el Aprendizaje utilizando
GS-LDA como propiedad descriptora, por tanto cada modelo fue entrenado con
10k moléculas y se utilizó 1k como grupo de control.

Por propiedades se puede apreciar que de los dos modelos CNN-Comb-log ob-
tiene mejores resultado. Las enerǵıas de excitación presentan un error 0.14 eV
para el primer estado, cerca de la precisión qúımica 0.05 − 0.1eV. Este compor-
tamiento también se puede apreciar con el indice de transferencia de carga ∆r
donde el error es de 0.6 Å para ambos modelos.

6Ver la Anexos A.9 donde se ofrecen otras imágenes que permiten visualizar los resultados.
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Tabla 6.5: Comparativa de los modelos de NN usando la media de las 10 iteraciones de
los RMSE obtenidos para cada propiedad por estados. Los descriptores utilizados fueron
obtenidos de los cálculos OCT-LCAO y las propiedades objetivos de CASIDA-PBE0.

Modelo MLP-Comb-log CNN-Comb-log

Estado µ2 (Å2) ω (eV) ∆r (Å) µ2 (Å2) ω (eV) ∆r (Å)
1 0.049191 0.433375 0.905870 0.049098 0.425230 0.775626
2 0.076018 0.389037 0.835537 0.075770 0.397094 0.796773
3 0.082436 0.366787 0.793986 0.082309 0.375579 0.765611
4 0.063565 0.332853 0.806719 0.063460 0.348139 0.771380
5 0.070782 0.310724 0.801527 0.070711 0.326954 0.796297
6 0.054307 0.321082 0.814103 0.054131 0.331419 0.787129
7 0.056875 0.314362 0.839193 0.056983 0.327621 0.804060
8 0.064708 0.323515 0.765498 0.064410 0.332830 0.747880
9 0.046543 0.318134 0.761843 0.046476 0.324391 0.731851
10 0.050415 0.326052 0.785419 0.050431 0.331603 0.757923

La diferencia más marcada entre los modelos está en los momentos de transición
µ2. Esta propiedad presenta una distribución donde la mayor concentración de
valores estaba cerca del 0 (ver Figura 6.2). Después de aplicada la función log los
valores de RMSE de 0.1Å2 son considerados grandes.

El mismo análisis se puede hacer en un salto en la Escalera de Jacob más
atractivo. La Tabla 6.5 muestra un media del RMSE para las 10 iteraciones
realizadas para el experimento de Estabilidad en el Aprendizaje. Para este caso
los descriptores utilizado provienen del cálculo OCT-LCAO. Puede notarse un
aumento significativo de la media del RMSE. El error en las enerǵıas de excitación
se duplica si se compara con la Tabla 6.4. Lo mismo sucede con la propiedad
∆r que ve un aumento en el error de 0.3 y 0.2 Å para MLP-Comb y CNN-Comb
respectivamente.

Resulta llamativo los valores del RMSE asociados a los momentos de transición
µ2. La variabilidad del error en esta propiedad es muy pequeña y siempre se
producen magnitudes similares. Más adelante se retomará este problema.

Siendo el salto desde LCAO a PBE0 más atractivo, se puede seleccionar una
de la iteraciones mostrada en la Figura 6.10 del experimento para probar la Esta-
bilidad en el Aprendizaje. Sobre esta iteración hacer un análisis más profundo del
error de estas propiedades e identificar fortalezas y debilidades.

Utilizando los datos de la primera iteración, se puede reconstruir la densidad de
estados como una suma de gaussianas con un ensanchamiento de 0.15 eV. Donde
las intensidades son proporcionales al número de estados en ese rango de enerǵıa.

La Figura 6.12 muestra la reconstrucción de la densidad de estados para 3
moléculas de la 1k que componen el grupo de control C. Estas moléculas represen-

86



6.5. RESULTADOS.

tan la Peor, el Promedio y la Mejor predicción en cada modelo. Criterio basado
en la correlación cruzada normalizada (ver Sección 4.2.3) entre la reconstrucción
usando las enerǵıas de las predicciones y las obtenidas de CASIDA-PBE0.

El modelo CNN-Comb muestra la mejor predicción promedio con una cor-
relación cruzada de 0.942 de un máximo de 1 y un desplazamiento de 0.080. La
fortaleza de los dos modelos viendo su peor desempeño donde los dos modelos
mantienen una correlación cruzada por encima de 0.6 y un máximo de 0.750 al-
canzado por CNN-Comb. Hay que destacar que tanto CNN-Comb como MLP-
Comb presentan problemas en la misma molécula C3HFN2O2, de los dos modelos
CNN-Comb mejora la estimación de las enerǵıas. También resulta interesante
que las moléculas mejor predichas presentan las 10 primeras enerǵıas en un rango
pequeño dentro de la maya, un importante detalle que solo es visible en este tipo
de representación aumentando el ensanchamiento de la gaussiana.
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Figura 6.12: Comparativa de la reconstrucción de la densidad de estados para los
modelos de NN utilizados, usando datos del cálculo OCT-LCAO como descriptor. De
arriba a abajo Peor, Promedio y Mejor predicción. Se muestran la predicciones como -
y la referencia como –.

En general ambos modelos se comportan de manera estable. En la Figura
6.13 se puede observar tres histogramas con los resultado de las 1k moléculas
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utilizadas como grupo de control C. La correlación cruzada muestra que una
densidad cercana al 1. Los la media de RMSE mostrados en la Tabla 6.5 en
la enerǵıa de excitación de 0.3 eV pueden notarse en la métrica desplazamiento
(segunda columna en la Figura 6.13), donde la mayor densidad de valores se ubican
al rededor del 0. La métrica utilizada para evaluar el área bajo la curva (tercera
columna en la Figura 6.13), muestra una distribución donde todos los valores
están muy cerca del 0, las pequeñas discrepancias que se muestran son producto
del ensanchado usado en las gaussianas y de que existen moléculas con estados en
los ĺımites del rango de enerǵıa seleccionado.
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Figura 6.13: Histograma de las métricas utilizadas para evaluar el error en la recon-
strucción de la densidad de estados usando datos del cálculo OCT-LCAO como descrip-
tor: Correlación cruzada (rojo), desplazamiento (verde) y diferencia del área bajo la
curva (azul).

Pasando a los resultados de la propiedad momentos de transición µ2, la Figura
6.14 muestra la reconstrucción del espectro de absorción como la sumatoria de
gaussianas sobre una malla con un ensanchamiento ded 0.15 eV y las intensidades
son proporcionales a las fuerzas del oscilador obtenidas a partir de las enerǵıas ω
y los momentos de transición µ2 usando fi = 2

3
ωi

ℏ2
∑
µi

2 donde ℏ es la constante de
Plank reducida. Se pueden observar en la Figura 6.14 como los modelos escogidos
encuentran problemas al predecir los momentos de transición, algo que se potencia
considerando la acumulación de los errores producidos por las predicciones de las
enerǵıas. Los peores resultados de los modelos MLP-Comb y CNN-Comb (Figura
6.14, primera fila desde arriba, segunda y tercera imagen desde la izquierda) se
ubican por encima de 0.5.

La Figura 6.15 muestra una reconstrucción discreta de los espectros de ab-
sorción, la escala de colores representa el ı́ndice de transferencia de carga ∆r. Se
puede apreciar como los modelos son capaces de predecir el cambio de funcional
al mantenerse la misma escala de colores o con pequeñas variaciones.

88



6.5. RESULTADOS.
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Figura 6.14: Comparativa de la reconstrucción de los espectros de absorción para los
modelos de NN utilizados, usando datos del cálculo OCT-LCAO como descriptor. De
arriba a abajo el Peor, el Promedio y la Mejor predicción. Se muestran la predicciones
como - y los espectros de referencia como –.

En la Figura 6.16 se muestran las métricas escogida para para el análisis de las
curvas de los espectros. En la correlación cruzada (primera columna en la Figura
6.16) muestra que las curvas reconstruidas encuentran en la mayor concentración
entre 0.8−1 lo cual es alentador. Pero los tres histogramas en su conjunto muestran
que hay espacio para la mejora.

El análisis de estos errores se puede hacer desde el punto de vista F́ısico/
Qúımico y numérico. Considerando que las propiedades descriptoras provienen
de un cálculo completamente convergido, los momentos dipolos obtenidos tienen
relación con los momentos de transición aunque no de manera directa ( ver eq 6.3).
Los modelos de NN debeŕıan compensar por el término enerǵıa de intercambio Ex

exacto usado en funcionales h́ıbridos (ver Sección 2.1.1) que no está presente en
LDA.

El análisis numérico de los errores puede arrojar información de donde los
modelos encuentran problemas como poco-ajustado o sobre-ajustado. Utilizando
la métrica r-factor (ver Sección 6.5) se puede evaluar la correlación entre las
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Figura 6.15: Comparativa de la reconstrucción discreta de los espectros de absorción
para los modelos de NN utilizados. De arriba a abajo Peor, Promedio yMejor predicción.
La escala de colores representa el indice del carácter de transferencia de carga de la
transición.

propiedades predichas y las referencias en el grupo de control R̄
C
.

Los valores de r-factor oscilan entre [−1, 1], donde −1 implica correlación in-
versa, 1 representa correlación perfecta y los valores cercanos a 0 implican ninguna
correlación. La Figura 6.17 muestra esta métrica por estados para las 10 itera-
ciones realizadas sobre los dos mejores modelos en el experimento de Estabilidad en
el Aprendizaje. Del comportamiento de esta métrica se puede apreciar la calidad
de las las predicciones por propiedades.

La propiedad µ2 (Figura 6.17 primera fila desde arriba) presenta una pobre
correlación. Los modelos encuentran dificultades en determinar el comportamiento
de esta propiedad. Los valores negativos del r-factor implican la existencia de una
correlación inversa. Pero estos valores resultan muy cercanos al 0 como para
clasificarlo como una fuerte correlación inversa. Ambos modelos mantienen el
mismo comportamiento.

La enerǵıas de los estados excitados ω (Figura 6.17 segunda fila desde arriba)
tienen muy buena correlación la cual va disminuyendo a mediad que se asciende la
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Figura 6.16: Histograma de las métricas utilizadas para evaluar el error en la recon-
strucción del espectro de absorción, usando datos del cálculo OCT-LCAO como descrip-
tor: Correlación cruzada (rojo), desplazamiento (verde) y diferencia del area bajo la
curva (azul) .

escala de enerǵıa y empiezan a aparece estados con enerǵıas similares. Se pueden
notar como en todos los experimentos los modelos se mantuvieron tan estables que
casi hay un solapamiento de las curvas.

El ı́ndice de transferencia de carga ∆r (Figura 6.17 tercera fila desde arriba)
mantiene una correlación directa pero no tan fuerte como puede verse en los re-
sultados de las enerǵıas de excitación. El comportamiento de ambos modelos es
similar al caso de las enerǵıas de excitación aunque la precisión de la predicción
sufre más con el cambio de base de entrenamiento. Esto se aprecia en la dispersión
de resultados por estados.

6.5.3 Evaluando los modelos sobre otra Base de datos.

Como prueba final se buscó evaluar el modelo de NN ya entrenado sobre moléculas
completamente fuera de la 8CONF. Se contaba con 15000 moléculas extráıdas de
una base de datos (en adelante ZINC-DB) de compuesto orgánicos [112]. So-
bre estas moléculas no se hab́ıa realizado ningún cálculo DFT ni optimización
de geometŕıas. Se seleccionaron 20 de forma aleatoria, procurando siempre que
se mantuvieran fuera de la 8CONF, teniendo en cuenta cantidad de átomos y la
inclusión de elementos nuevos.

Estas 20 moléculas están compuestas por Carbono (C), Ox́ıgeno (O), Nitrógeno
(N), Flúor (F), Cloro (Cl) y Azufre (S).

Sobre estas moléculas se realizaron los cálculos de TD-DFT pertinentes usando
Octopus (ver Sección 4.1), para obtener las propiedades electrónicas necesarias con
los niveles de precisión utilizados, LCAO, LDA y PBE0. En las Figuras 6.18 y 6.19
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Figura 6.17: Comparación de los modelos a través de los experimentos realizados,
usando datos del cálculo OCT-LCAO como descriptor.

se pueden observar las distribución de los descriptores y las propiedades objetivo
respectivamente (ver Secciones 6.2.2 y 6.2.1).

Se utilizaron los modelos que mejores resultados arrojaron, MLP-Comb-log
y CNN-Comb-log entrenados con 10k moléculas de la 8CONF. Ambos mode-
los fueron empleados en la prueba Estabilidad en el aprendizaje (ver Sección
6.5.2). Los hiperparámetros utilizados fueron los obtenidos por las optimizaciones
Bayesianas (ver Sección 6.3.3). La Figura 6.20 muestra la reconstrucción del es-
pectro de absorción discreto y continuo utilizando los mismos parámetros para las
gausianas que los mostrados en las Seección 6.5.2. En todos los casos los momen-
tos de transición µ2 resultaron sobre estimados. Aunque las correlaciones cruzadas
muestran valores alentadores, se pueden observar valores de desplazamiento y de
diferencias de áreas bajo la curva demasiado grandes. Un indicativo que las predic-
ciones realizadas fueron pobres.
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Figura 6.18: Distribución de las propiedades obtenidas a través de cálculos de bajo
costo computacional. Primera fila OCT-LCAO y segunda fila GS-LDA. Por simplicidad
se muestran solo los 10 primeros estados. A los momentos dipolares se les aplicó la
función log para mejorar la visibilidad en la distribución
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Figura 6.19: Distribución de las propiedades obtenidas a través de la solución de la
ecuación de Casida utilizando el funcional PBE0. Se muestran tanto los valores extremos
como la media y en que rango existe la mayor densidad de valores. Los Momentos de
transición se le aplicó la función log para mejorar la visibilidad en la distribución.

6.6 Conclusiones del Caṕıtulo.

Al finalizar este caṕıtulo se pueden resaltar los avances y deficiencias encontradas
durante la realización de las pruebas. Las pruebas realizadas utilizando KRR
demostraron que al agregar datos electrónicos a un descriptor estructural mejora
los resultados en la predicción de propiedades espectroscópicas.

Las Redes Neuronales mejoraron los resultados obtenidos por KRR usando
únicamente descriptores electrónicos. Los modelos en donde las propiedades son
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Figura 6.20: Reconstrucción del espectro de absorción para algunas de las moléculas
pertenecientes a la ZINC-DB. Desde arriba el Peor, el Promedio y el Mejor resultado. Se
muestran un reconstrucción el espectro discreto primera y tercera columna y el continuo
segunda y cuarta columna

tratadas como pares, funciona mejor que los modelos donde se tratan de manera
independiente.

Pero algunas propiedades siguen siendo elusivas debido su compleja naturaleza.
La distribución de los momentos dipolares de las monoexcitaciones y momentos de
transición µ2, incluso después de realizado el escalamiento y transformaciones como
preprocesamiento de datos, arrojaba una curva clara donde la mayor densidad de
valores se concentraba cerca del 0. Esto unido a la poca variabilidad en los valores
dificulta obtener un modelo eficiente.

El uso de datos de calidad resulta cŕıtico. Esa puede ser una de las razones por
la que el salto GS-LDA a CASIDA-PBE0 ofrece mejores resultados. Por otra parte
los obtenidos de OCT-LCAO siendo una aproximación inicial, contienen ruido el
cual es depurado por SCF de DFT (ver Sección 2.1) después de varias iteraciones.
Las Optimizaciones Bayesianas (ver Sección 6.3.3) realizadas demostraron lo com-
plicado del salto OCT-LCAO a CASIDA-PBE0 al encontrar que son necesarias
casi el doble de capas ocultas para obtener resultados comparables.

El descriptor ∆r utilizado para evaluar el carácter de transferencia de carga
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de la transición ayudó a identificar correctamente los estados intercambiados por
el uso del funcional h́ıbrido PBE0. Hay que destacar que para moléculas cen-
trosimétricas el descriptor es 0 en este caso no aporta información a la Red Neu-
ronal. La 8CONF contiene 85 moléculas centrosimétricas que representan el 0.4%
de la base de aprendizaje.

La prueba realizada sobre la base de datos ZINC-DB mostró qué tan depen-
diente de los datos entrenamientos son estos modelos y la carencia de una repre-
sentación molecular (descriptor) genérica.
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Caṕıtulo 7

Conclusiones.

Contents
7.1 Conclusiones principales. . . . . . . . . . . . . . . . . . . 97
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7.1.2 Predicción de propiedades espectroscópicas. . . . . . . . 98
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7.1 Conclusiones principales.

Como conclusión se puede hacer un resumen de los mecanismos propuestos y los
principales resultados alcanzados en la investigación. Al inicio de este trabajo
se propuso evaluar un grupo de propiedades moleculares extráıdas de cálculos
TDDFT computacionalmente baratos.

TDDFT es computacionalmente más costos en la medida que el funcional de
la enerǵıa de intercambio y correlación asciende la Escalera de Jacob hacia la
precisión qúımica’. La carencia de una expresión universal para este funcional
abre una linea de investigación con múltiples soluciones descritas en la literatura.

La propuesta descrita en este trabajo defiende la utilización de ML como
mecanismo para predecir los cálculos realizados utilizando TDDFT. Los resul-
tados descritos en los Caṕıtulos 5 y 6 avalan el uso de ML y el cumplimiento del
objetivo propuesto de evaluar múltiples propiedades moleculares como posibles
descriptores moleculares. Sin embargo las aplicaciones de ML en cálculos ab-initio
son un tema reciente y esta investigación encontró dificultades que abren nuevas
posibilidades de continuidad. Las conclusiones particulares se irán proponiendo en
el mismo orden que se presentaron los resultados en esta tesis.
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7.1. CONCLUSIONES PRINCIPALES.

7.1.1 Predicción de Geometŕıas.

En la predicción de geometŕıas se buscaba encontrar un descriptor que tuviera
como finalidad simplificar los mecanismos existentes: (1) Construcción de la su-
perficie de enerǵıa potencial, mediante cálculos semi-emṕıricos o ab-initio y (2) la
navegación de la superficie de enerǵıa potencial.

Teniendo esto como premisa, la selección de un descriptor que pudiera repre-
sentar la geometŕıa interna de una molécula, que no requiriera de coordenadas de
ningún tipo (cartesianas, internas, polares, etc.) y que fuera simple de calcular,
resultaba importante. Este descriptor se encontró en el e-state, simple de calcular,
solo dependiente de átomos, tipos de enlaces y contribuciones vecinas. Sobre este
descriptor se construyó el concepto de bloque, el cual representa un átomo y su
entorno inmediato.

Como método de aprendizaje se seleccionó la Regresión Ridge con Kernel(KRR),
por su simplicidad de implementación. El cual fue optimizado para obtener los
hiperparámetros adecuados con los que el método adquirió su máxima eficiencia
para este problema. KRR demostró ser la decisión correcta avalado con los resul-
tados de RMSD (> 0.05 Å) obtenidos en la predicción de bloques.

El modelo de bloques adoptados resulta fácilmente ampliable con la incorpo-
ración de nuevas estructuras a la base de datos.

Admite el manejo de distintas bases de datos de moléculas por separado,
obtenidas bajo diferentes métodos de optimización.

Como cada nueva propuesta no está exenta de dificultades y el ensamblado de
bloques resultó particularmente dif́ıcil. Dos factores influyeron: (1) el descriptor
utilizado contiene información sobre bloques vecinos pero no es suficiente como
para definir el ángulo de torsión entre bloques, (2) el método KRR no es capaz
de producir ángulos de torsión correctos debido al fallo del descriptor en este
punto. Sin embargo el método TTKDG basado en el uso de ángulos de torsión
obtenidos de cálculos ab-initio demostró obtener conformaciones similares a las
logradas utilizando el ángulo de torsión original.

7.1.2 Predicción de propiedades espectroscópicas.

En la predicción de propiedades espectroscópicas se buscaba utilizar propiedades
electrónicas provenientes de cálculos computacionalmente poco costosos.

Se utilizaron dos métodos de aprendizaje automático KRR y NN. Para am-
bos se demostró que el uso de propiedades electrónicas mejora los resultados en
la predicción de propiedades espectroscópicas. A partir de los experimentos real-
izados se llegó a la conclusión que los modelos basados en KRR funcionan mejor
si existe una correlación explicita entre descriptor - propiedad objetivo. Por otra
parte NN se benefician de esta correlación, pero también es capaz de encontrar
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7.2. TRABAJO FUTURO.

correlación en propiedades no tan cercanas. Aunque hay que destacar que la infor-
mación conceptual impĺıcita dentro de los descriptores (ej. densidad electrónica a
partir de la estructura molecular, número atómico, etc.) no siempre es alcanzable.
El KRR fue muy deficiente en este sentido y las NN obtuvieron mejores resultados
pero requirieron topoloǵıas más complicadas.

Las complejas transformaciones realizadas por las ecuaciones de Kohn -Sham,
incluidas la dependiente del tiempo donde se aplica entre otras la Transformada
de Fourier, opacan el camino entre estructura molecular - propiedad electrónica.
Este punto resulta vital cuando se decide construir un modelo de aprendizaje
automático que sustituya el esquema de cálculos ab-initio. Razón por la cual
agregar datos ayuda a mejorar las predicciones (ej. propiedades electrónicas).

Un tipo de ayuda seŕıa conocer que propiedades requieren más datos que otras.
En los estudios realizados se encontró que las enerǵıas de excitación no requeŕıan
de tantos puntos de aprendizaje como los momentos de transición. Puede deberse
a que el descriptor escogido (∆Ea,i = ϵa−ϵi) para obtener las enerǵıas de excitación
tiene mejor correlación que el escogido (⟨ϕi|x|ϕa⟩) para los momentos de transición.
Lo mismo ocurre con el ı́ndice de transferencia de carga ∆r. Conocer este tipo de
problemas ayuda a optimizar el modelo y en nuestro caso evidenció que aún hay
espacio para realizar mejoras.

Las NN son mucho más flexibles por consiguiente la cantidad de hiperparámetros
hace complicada su utilización y optimizarlas se convierte en una tarea dif́ıcil. En
este punto acotar lo más posible los grados de libertad de los hiperparámetros
a través de pruebas sencillas ayuda a conocer cuales de estos parámetros tienen
mayor influencia en el problema que se intenta representar. Durante las pruebas
realizadas se identificaron el número de capaz ocultas y iteraciones de aprendizaje
(epoch) como los más influyentes. Para estos hiperparámetros se realizaron opti-
mizaciones Bayesianas con las que se obtuvieron las topoloǵıas más eficientes para
enfrentar las predicción de propiedades espectroscópicas.

7.2 Trabajo Futuro.

Se identificaron varios temas que abren nueva preguntas e investigaciones.

Geometŕıas.

• El algoritmo de ensamblaje de bloques requiere algo más de trabajo, princi-
palmente para encontrar un buen descriptor para los ángulos de torsión que
sea capaz de captar simetŕıas.

• El uso de NN para la estimación de geometŕıas fue probado solo superficial-
mente. Faltaŕıa un estudio mas profundo de sus posibilidades.
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Espectro de absorción.

• Establecer un gradiente de peso para cada uno de los descriptores. Le daŕıa
prioridad a unos sobre otro, p.ej. restarle peso a las enerǵıas de excitación
porque requieren menos puntos de aprendizaje para producir buenas predic-
ciones.

• El potencial de las SVM y NN, hace pensar que seŕıan un buen candidato
para construir un funcional para enerǵıa de intercambio y correlación Exc.
Varias familias de funcionales están construidos sobre parámetros de ajustes
realizados sobre resultados experimentales. SVM y NN son los métodos de
ajustes por excelencia capaces de reajustarse mediante aprendizaje [113, 114].
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4.2 Topoloǵıas constridas sobre Keras y Tensorflow. . . . . . . . . . . . 41

5.1 Distribución en la 8CONF: (A) número de átomos, (B) histograma
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reconstruidas. Se muestran aquellas consideradas lineales con 0
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10k moléculas. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84

6.12 Comparativa de la reconstrucción de la densidad de estados para
los modelos de NN utilizados, usando datos del cálculo OCT-LCAO
como descriptor. De arriba a abajo Peor, Promedio y Mejor predicción.
Se muestran la predicciones como - y la referencia como –. . . . . . 87

6.13 Histograma de las métricas utilizadas para evaluar el error en la
reconstrucción de la densidad de estados usando datos del cálculo
OCT-LCAO como descriptor: Correlación cruzada (rojo), desplaza-
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Appendix A

Anexos

A.1 Breve descripción de los componentes de la

solución de software.

En las siguientes secciones se dará una pequeña descripción de los scripts de
Python3 implementados. Cada uno contribuye a la solución propuesta desde los
modelos de KRR y NN, manejo de datos, calculo de errores y reconstrucción de
valores.

Estos scripts requieren para su correcto funcionamiento que los siguientes pa-
quetes estén debidamente instalados en la versión de Python3 a utilizar:

• ase versión mayor o igual a 3.15.0.

• Keras versión mayor o igual a 2.2.2.

• Keras-Applications versión mayor o igual a 1.0.4.

• Keras-Preprocessing versión mayor o igual a 1.0.2.

• numpy versión mayor o igual a 1.13.3.

• matplotlib version mayor o igual a 3.0.0.

• sklearn versión mayor o igual a 0.0.

• scipy versión mayor o igual a 0.19.1.

• scikit-learn versión mayor o igual a 0.18.0.

• rdkit versión mayor o igual a 2018.09.1.

• tensorboard versión mayor o igual a 1.10.0.

109



A.1. BREVE DESCRIPCIÓN DE LOS COMPONENTES DE LA SOLUCIÓN
DE SOFTWARE.

• tensorflow versión mayor o igual a 1.10.1.

A.1.1 mlchem/mlmol

Este paquete contiene un conjunto de clases y funciones que se consideran básicas.
No tienen dependencias entre ellas y ofrecen funcionalidades a las capas superiores.
La reutilización de estos componentes es bien alta dado que muchos solo realizan
funciones puntuales.

construct data.py

Este módulo contiene la implementación de la clase Oct Data, encargada de mane-
jar los datas extráıdos de los cálculo realizados. Lo datos fueron divididos por
propiedades en archivos compactados mediante el algoritmo GZ (ej. oct-occ.lda.json.gz).

Este mecanismo permite cargar solo que es necesario y ahorra uso de RAM.
Dentro de cada archivo .gz hay un solo archivo con formato JSON que contiene
los datos de esa propiedad.

En este módulo también están las implementaciones de la CM y SCM. Aśı como
también otras funciones que construyen otros datos a partir de las propiedades
electrónicas obtenidas con Octopus (ej. la densidad de estados, el HOMO-LUMO
gap).

get dihedral.py

Este módulo es una modificación de algunas funciones incluidas en ASE para
trabajar con los ángulos de torsión.

get estate.py

Este archivo contiene la implementación propia del descriptor e-state. Debido
a algunos problemas encontrados en la incluida en RdKit, como por ejemplo la
imposibilidad de separar este valor en todas las contribuciones individuales. Se
decidió realizar una implementación propia.

help data functions.py

Contiene funcionalidades variadas que ayudan a crear o procesar datos.

krr.py

Implementa las clases krr solver, SPBlockPredKrr y SPEnvPredKrr para la solución
del KRR. La primera krr solver es utilizadas para la predicción de las enerǵıas y
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por las otras dos clases son utilizadas en la predicción de productos escalares y
bloques.

Este módulo depende de norms.py donde están implementadas las funciones
para el kernel y las normas para determinar las similitudes/diferencias entre de-
scriptores.

nn model.py

Contiene las implementaciones de los modelos de Redes Neuronales utilizados en
las pruebas. Si se desea modificar alguna topoloǵıa o incluir una nueva, este es el
módulo en donde se puede incluir.

norms.py

Implementaciones muy puntuales de métricas. Incluye la normas l1 utilizada para
el cálculo del kernel del método KRR y varias métricas relacionadas con el error,
RMSE, MAE, RMSR normalizado y el coeficiente r2 de correlación.

A.1.2 mlchem

Este paquete es una pequeǹa abstracción de lo que seŕıa la lógica implementadas.
Los elementos en este paquete dependen de los contenidos en mlchem/mlmol y
tienen dependencia entre ellos. La reutilización de varios de los componentes
en este paquete se reduce mucho porque están muy unidos a la solución de los
problemas que se enfrentaron.

arg parser.py

Este script contiene las implementaciones del paquete de Python argparse encar-
gado de interpretar los parámetros con los cuales se lanzan las pruebas, desde la
linea de comandos. La mayor parte de las opciones ya tienen valores por defecto,
configurados a partir de las pruebas realizadas. Los parámetros están divididos en
tres grupos:

1. Comunes :

• -nl: Número de moléculas a utilizar en el entrenamiento. Son escogidas
aleatoriamente.

• -nt: Número de moléculas a utilizar como grupo de control. Son escogi-
das aleatoriamente.

• -mol dir: Directorio donde se alojan los archivos .mol que describen la
geometŕıa de las moléculas.
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• -out dir: Directorio donde se copiarán los resultados de las pruebas a
realizar.

• -desc xc: Funcional a utilizar por las propiedades descriptoras. La op-
ciones son lda y lcao.

• -targ xc: Funcional a utilizar por las propiedades descriptoras. La op-
ciones son lda y pbe0.

• -oct data dir: Directorio donde se encuentran los datos obtenidos de los
cálculos TDDFT realizados con Octopus.

2. Regresión con Kernel :

• -l value: Valor del hiperparámetro de regularización. Se espera un
número que va se considerado como de punto flotante.

• -sigma: Valor del hiperparámetro de la función de kernel. Se espera un
valoro varios dependiendo de la cantidad de descriptores a utilizar. Si
la función de kernel escogida no lo requiere es ignorado.

• -state cal: Cantidad de estados a predecir. Ya que los modelos de KRR
se construyen por estados este valor indica la cantidad de modelos a
construir. Se espera un entero entre [0, 10].

• -kernel: Función para construir el kernel. Por el momento solo está
extensamente probada ’dist k exp’, aunque hay otras disponibles.

• -test function: Especifica la prueba a realizar. La lista de posibles fun-
ciones se muestra si se lanza el script test krr spectra.py sin ningún
parámetro.

3. NN :

• -test function: Especifica la prueba a realizar. La lista de posibles
funciones se muestra si se lanza el script test nn spectra.py sin ningún
parámetro.

mol.py

Es este archivo se encuentran las implementaciones de las clases:

• Mol : Encargada del manejo de toda la información correspondiente a una
molécula. Contiene métodos para mostrar las propiedades electrónicas obtenidas
de los cálculos TDDFT, aśı como también el manejo de los bloques, con-
strucción de descriptores, ángulos dihedros y otros datos que se pueden ex-
traer de una molécula.
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• MolData: Maneja listas de la clase Mol. Construye bloques de datos de las
moléculas contenidas en la lista.

• BlockAssembler : Clase de apoyo para ensamblar bloques después de real-
izada la predicción de productos escalares.

ml nn.py

Este archivo contiene las funciones que construyen los métodos de NN. Las fun-
ciones implementadas mantienen una homogeneidad en los parámetros que nece-
sitan, dos objetos de tipo MolData uno utilizado para aprender y otro utilizado
como grupo de control y evaluar el método (’learn’ y ’test’), funcional de la en-
erǵıa Exc de donde obtener los descriptores (’desc xc’, pueden ser ’lda’ o ’lcao’),
funcional de la enerǵıa Exc de donde obtener las propiedades objetivos (’targ xc’,
pueden ser ’lda’ o ’pbe0’). Permite, con limitantes, modificar la topoloǵıa de la
red admitiendo dos hiperparámetros, número de capas ocultas (’n hl’) y número
de iteraciones (’epochs’), cantidad de estados a predecir (’sta’) actualmente fijado
en 10 y el directorio donde escribir los resultados (’tbn outdir’).

Cada función retorna un objeto diccionario de python a través del cual se
puede acceder a los datos y las predicciones para realizar los cálculos de error y
análisis estad́ıstico de los resultados. El modelo entrenado se encuentra bajo la
llave ’model’ en el diccionario. La llave ’model’ es un objeto ’tupla’ de python
donde la posición 0 es el modelo de keras/tensorflow entrenado y la posición 1 es
el objeto ’history’ de keras1. Bajo la llave ’pred’ se encuentran los resultados, se
mantuvo en todo momento el mismo orden en la que se construyen los descriptores
µ2,∆ea,i,∆r. Alguna de las funciones implementadas no usan2 el descriptor ∆r
por tanto la dimensión del objeto debajo de la llave ’pred’ vaŕıa en consecuencia.

En este archivo también se encuentra la función preparen scalen data que se
encarga de escalar todos los datos, descriptores y propiedades objetivos antes de
entrenar el modelo y retorna el objeto sklearn.preprocessing.MinMaxScaler para
revertir esto después de realizada la predicción. Como cada propiedad tiene su
propia distribución esta función retorna una tupla con el siguiente orden:

• objeto de numpy con los descriptores correspondientes los momentos de tran-
sición.

• objeto de numpy con los descriptores correspondientes las enerǵıas.

• objeto de numpy con los descriptores correspondientes los ∆r.

1En la web https://keras.io/ se puede encontrar una extensa documentación de como
funciona y que contiene este objeto.

2Las que si lo usan contienen ’ct’ o ’class’ en su nombre.
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• objeto de numpy con las referencias correspondientes los momentos de tran-
sición.

• objeto de numpy con las referencias correspondientes las enerǵıas.

• objeto de numpy con las referencias correspondientes los ∆r.

• objeto de sklearn.preprocessing.MinMaxScaler de los descriptores correspon-
dientes a los momentos de transición.

• objeto de sklearn.preprocessing.MinMaxScaler de los descriptores correspon-
dientes a las enerǵıas

• objeto de sklearn.preprocessing.MinMaxScaler de los descriptores correspon-
dientes a los ∆r.

• objeto de sklearn.preprocessing.MinMaxScaler de las referencias correspon-
dientes a los momentos de transición.

• objeto de sklearn.preprocessing.MinMaxScaler de las referencias correspon-
dientes a las enerǵıas

• objeto de sklearn.preprocessing.MinMaxScaler de los referencias correspon-
dientes a los ∆r.

A.1.3 Scripts de pruebas realizadas

Los siguientes módulos hacen un uso extensivo de los descritos en los Anexos A.1.2
y A.1.1.

test krr env.py

Contiene la implementaciones de todas las pruebas realizadas utilizando KRR para
la optimización de las geometŕıas moleculares. Este script admite parámetros para
poder modificar la manera en la que se conduce la prueba.

test krr spectra.py

Contiene la implementaciones de todas las pruebas realizadas utilizando KRR para
la predicción de propiedades espectroscópicas. Este script admite parámetros para
poder modificar la manera en la que se conduce la prueba.
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test nn spectra.py

Contiene la implementaciones de todas las pruebas realizadas utilizando KRR para
la optimización de las geometŕıas moleculares. Este script admite parámetros para
poder modificar la manera en la que se conduce la prueba.

test zinc db.py

Contiene la implementaciones de todas las pruebas realizadas utilizando KRR para
la optimización de las geometŕıas moleculares. Este script admite parámetros para
poder modificar la manera en la que se conduce la prueba.

test db stats.py

Contiene la implementaciones de todas las pruebas realizadas utilizando KRR para
la optimización de las geometŕıas moleculares. Este script admite parámetros para
poder modificar la manera en la que se conduce la prueba.
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A.2 Tabla cantidad de tipos de bloques dentro

de la 8CONF

Tabla A.1: Cantidad de bloques por tipo.

Tipo de Bloque Conteo
C-C-H-H-H 1652
C-C-C-H-H 1389

O-C-C 700
O-C-H 686

C-O-C-H-H 606
C-O-C-C-H 503
C-C-C-C-H 427

C-C-C 399
N-C-C-H 374
C-C-C-H 326
C-O-C-H 325
C-O-N-C 319
C-N-C-H 302

C-N-C-H-H 291
N-C-H-H 272

C-N-C 271
C-O-C-C 249
N-C-C 234

C-O-C-C-C 234
C-C-H 229

C-N-H-H-H 169
C-N-C-C-H 159
C-O-N-H 145

C-C-C-C-C 144
C-O-H-H-H 142

C-N-C-C 138
N-C-C-C 132
N-C-H 123

C-N-N-H 100
C-N-N-C 93
C-O-O-C 88

N-N-C 74
C-O-N-N 71
N-O-C 69

C-N-C-C-C 62
C-C-C-C 49
C-O-O-N 44
O-N-H 43
N-N-N 27

N-N-C-H 27
C-O-O-H 27

O-N-C 25
N-O-N 15

C-N-N-N 11
C-O-O-O 9

O-N-N 8
N-N-N-H 7

C-O-O-H-H 7
C-F-F-F-C 6
C-O-O-C-H 4

N-N-C-C 4
N-N-N-C 3

N-C-H-H-H 2
C-N-H 1

C-H-H-H-H 1
C-F-F-F-F 1
C-O-H-H 1

C-O-O-C-C 1
O-H-H 1

N-H-H-H 1
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A.3 Tabla resultados de los RMSD por bloque

Tabla A.2: Media del RMSD por bloques y desviación Estándar del RMSD.

Tipo de Bloque Media RMSD Desviación Estándar Número de Bloques de Aprendizaje
C-C-H-H-H.Td 0.005 38 0.000 13 2013
C-C-C-H-H.Td 0.009 49 0.000 71 2136
C-O-H-H-H.Td 0.015 24 0.000 82 128
O-C-C.Td 0.167 02 0.004 00 238
C-C-C-C-H.Td 0.041 91 0.004 03 301
C-N-C-C.Tr 0.104 93 0.003 44 220
N-O-C.Tr 0.010 05 0.000 51 208
O-N-H.Tr 0.009 83 0.000 45 101
C-N-C-C-H.Td 0.060 25 0.005 11 595
C-N-C-H-H.Td 0.012 84 0.000 38 746
N-C-C-C.Td 0.090 07 0.010 33 76
C-N-H-H-H.Td 0.018 06 0.000 41 380
N-C-C-H.Td 0.081 48 0.010 50 252
C-N-C.L 0.000 95 0.000 27 540
C-O-C-H.Tr 0.013 27 0.000 73 357
O-C-H.Td 0.011 75 0.000 56 823
C-O-C-H-H.Td 0.023 40 0.002 11 1363
C-O-C-C-H.Td 0.016 17 0.000 73 914
C-O-N-H.Tr 0.017 95 0.000 69 334
N-C-C-C.Tr 0.313 00 0.004 84 223
C-C-C-H.Tr 0.079 63 0.001 22 478
O-N-C.Tr 0.072 64 0.006 62 11
N-N-C.Tr 0.077 16 0.001 20 207
N-N-N.Tr 0.134 01 0.003 70 15
N-O-N.Tr 0.150 25 0.009 94 8
N-C-H-H.Tr 0.013 42 0.000 55 684
C-N-N-C.Tr 0.046 54 0.001 97 425
O-C-C.Tr 0.004 75 0.001 37 1056
N-C-C.Tr 0.057 49 0.000 63 156
C-N-C-H.Tr 0.083 79 0.000 65 400
C-C-C-C-C.Td 0.248 54 0.005 34 156
N-C-C-H.Tr 0.028 36 0.001 88 897
N-C-H.Tr 0.013 01 0.000 34 262
C-O-N-N.Tr 0.012 21 0.000 83 244
N-C-H-H-H.Td 0.238 00 0.013 99 3
C-O-O-C.Tr 0.118 04 0.002 09 168
C-O-C-C-C.Td 0.085 35 0.001 90 110
C-N-C-C-C.Td 0.307 40 0.007 06 48
C-O-C-C.Tr 0.020 74 0.002 95 319
C-C-C.L 0.017 87 0.001 10 510
C-C-H.L 0.002 34 9.543 62 · 10−05 275
C-O-O-H.Tr 0.088 15 0.005 58 48
C-N-N-H.Tr 0.124 81 0.003 01 42
O-C-H.Tr 0.005 44 0.000 38 108
C-O-N-C.Tr 0.020 23 0.001 38 928
N-N-C-H.Tr 0.101 88 0.002 63 90
N-N-N-H.Tr 0.321 75 0.011 95 2
C-F-F-F-C.Td 0.128 27 0.010 24 9
C-C-C-C.Tr 0.162 35 0.006 59 16
N-C-H-H.Td 0.015 15 0.002 32 33
C-O-O-N.Tr 0.008 85 0.000 66 128
C-O-O-H-H.Td 0.138 50 0.008 67 9
C-N-N-N.Tr 0.121 27 0.007 57 26
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A.4 Resultados de los métodos de emsamblado.

Anillos Resultados Anillos Resultados

0 5

3 6

4 7

Figura A.1: Histograma de resultados de valores de EMT y RMSD para las moléculas
reconstruidas. Por átomos en anillos.
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A.5 Parámetros utilizados para los cálculos en

Octopus

Listing A.1: Archivo de entrada para el cálculo LCAO en Octopus.

CalculationMode = gs

%RestartOptions

restart_gs | ’restart ’ | restart_mix + restart_rho

%

XYZCoordinates = ’geom.xyz ’

BoxShape = minimum

Spacing = 0.20* angstrom

Radius = 6.* angstrom

SymmetriesCompute = false

XCFunctional = lda_x + lda_c_pz_mod

%Species

"C" | SPECIES_PSEUDO | file | "C-gga.psf" | lmax | 1 | lloc | 0

"O" | SPECIES_PSEUDO | file | "O-gga.psf" | lmax | 1 | lloc | 0

"N" | SPECIES_PSEUDO | file | "N-gga.psf" | lmax | 1 | lloc | 0

"F" | SPECIES_PSEUDO | file | "F-gga.psf" | lmax | 1 | lloc | 0

"H" | SPECIES_PSEUDO | file | "H-gga.psf" | lmax | 0 | lloc | 0

"P" | SPECIES_PSEUDO | file | "P-gga.psf" | lmax | 1 | lloc | 0

"S" | SPECIES_PSEUDO | file | "S-gga.psf" | lmax | 1 | lloc | 0

"Si" | SPECIES_PSEUDO | file | "Si-gga.psf" | lmax | 1 | lloc | 0

"Cl" | SPECIES_PSEUDO | file | "Cl-gga.psf" | lmax | 1 | lloc | 0

"I" | SPECIES_PSEUDO | file | "I-gga.psf" | lmax | 1 | lloc | 0

%

Eigensolver = rmmdiis

EigenSolverTolerance = 1e-7

ConvEigenError = yes

ExperimentalFeatures=true

UnitsOutput = ev_angstrom

CasidaPrintExcitations = ’1-50’

CasidaWeightThreshold = 0.01

Output = matrix_elements

OutputMatrixElements = dipole

OutputMEMultipoles = 1
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Listing A.2: Archivo de entrada para el cálculo LDA en Octopus.

CalculationMode = gs

%RestartOptions

restart_gs | ’restart ’ | restart_mix + restart_rho

%

XYZCoordinates = ’geom.xyz ’

BoxShape = minimum

Spacing = 0.20* angstrom

Radius = 6.* angstrom

SymmetriesCompute = false

XCFunctional = lda_x + lda_c_pz_mod

%Species

"C" | SPECIES_PSEUDO | file | "C-gga.psf" | lmax | 1 | lloc | 0

"O" | SPECIES_PSEUDO | file | "O-gga.psf" | lmax | 1 | lloc | 0

"N" | SPECIES_PSEUDO | file | "N-gga.psf" | lmax | 1 | lloc | 0

"F" | SPECIES_PSEUDO | file | "F-gga.psf" | lmax | 1 | lloc | 0

"H" | SPECIES_PSEUDO | file | "H-gga.psf" | lmax | 0 | lloc | 0

"P" | SPECIES_PSEUDO | file | "P-gga.psf" | lmax | 1 | lloc | 0

"S" | SPECIES_PSEUDO | file | "S-gga.psf" | lmax | 1 | lloc | 0

"Si" | SPECIES_PSEUDO | file | "Si-gga.psf" | lmax | 1 | lloc | 0

"Cl" | SPECIES_PSEUDO | file | "Cl-gga.psf" | lmax | 1 | lloc | 0

"I" | SPECIES_PSEUDO | file | "I-gga.psf" | lmax | 1 | lloc | 0

%

Eigensolver = rmmdiis

EigenSolverTolerance = 1e-7

ConvEigenError = yes

ExperimentalFeatures=true

UnitsOutput = ev_angstrom

CasidaPrintExcitations = ’1-50’

CasidaWeightThreshold = 0.01

Output = matrix_elements

OutputMatrixElements = dipole

OutputMEMultipoles = 1
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Listing A.3: Archivo de entrada para el cálculo PBE0 en Octopus.

CalculationMode = gs

%RestartOptions

restart_gs | ’restart ’ | restart_mix + restart_rho

%

XYZCoordinates = ’geom.xyz ’

BoxShape = minimum

Spacing = 0.20* angstrom

Radius = 6.* angstrom

SymmetriesCompute = false

XCFunctional = hyb_gga_xc_pbeh

TheoryLevel = dft

%Species

"C" | SPECIES_PSEUDO | file | "C-gga.psf" | lmax | 1 | lloc | 0

"O" | SPECIES_PSEUDO | file | "O-gga.psf" | lmax | 1 | lloc | 0

"N" | SPECIES_PSEUDO | file | "N-gga.psf" | lmax | 1 | lloc | 0

"F" | SPECIES_PSEUDO | file | "F-gga.psf" | lmax | 1 | lloc | 0

"H" | SPECIES_PSEUDO | file | "H-gga.psf" | lmax | 0 | lloc | 0

"P" | SPECIES_PSEUDO | file | "P-gga.psf" | lmax | 1 | lloc | 0

"S" | SPECIES_PSEUDO | file | "S-gga.psf" | lmax | 1 | lloc | 0

"Si" | SPECIES_PSEUDO | file | "Si-gga.psf" | lmax | 1 | lloc | 0

"Cl" | SPECIES_PSEUDO | file | "Cl-gga.psf" | lmax | 1 | lloc | 0

"I" | SPECIES_PSEUDO | file | "I-gga.psf" | lmax | 1 | lloc | 0

%

Eigensolver = rmmdiis

EigenSolverTolerance = 1e-7

ConvEigenError = yes

ExperimentalFeatures=true

UnitsOutput = ev_angstrom

CasidaPrintExcitations = ’1-50’

CasidaWeightThreshold = 0.01

CasidaKSEnergyWindow = 11eV

Output = matrix_elements

OutputMatrixElements = dipole

OutputMEMultipoles = 1
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A.6 Notebook generado para NoMad

Como parte del trabajo realizado para NoMad, en la sección de Annalitic Tools
(Herramientas Análiticas), enfocadas en procesar el volumen de datos almacenados
en la base de datos de NoMad, se desarrollo un Notebook de Jupiter 3. Esta tarea
tuvo como objetivo la comparación entre el uso de un descriptor geométrico como
la CM y agregar datos electrónicos para mejorar la predicción.

El método de aprendizaje automático utilizada fue la Regresió Ridge con Kernel
descrito en este trabajo. La base de datos utilizada fue la descrita en este trabajo,
aunque solo se emplearon los datos de GS-LDA y como propiedad objetivo fueron
las enerǵıas de excitación del cálculo CASIDA-LDA.

Desde el punto de vista Qúımico/F́ısico, no se lograba mucho haciendo estas
predicciones. Tampoco representaba un ahorro sustancial en capacidad de com-
puto. Pero ayudó a sentar las bases de este trabajo, comprender el funcionamiento
de los algoritmos de aprendizaje automático, explorar el comportamiento de los
hiperparámetros y su influencia sobre el algoritmo. Además se evaluó, como prueba
de concepto perdecir un arbitrario número de estados y la utilización de descrip-
tores electrónicos.

3El lector puede visitar https://jupyter.org/try como introducción a estas tecnoloǵıas.
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A.7. SUPERFICIES DE OPTIMIZACIONES DE HIPER-PARÁMETROS.
REGRESIÓN RIDGE CON KERNEL

A.7 Superficies de optimizaciones de hiper-parámetros.

Regresión Ridge con Kernel

SCM SCM - ∆E

Estado 1

Estado 2

Estado 3

Estado 4

Estado 5

Figura A.2: Superficies obtenidas de la optimización de los hiperparámetros σ y λ
pertenecientes al método KRR. Las superficies presentan variaciones muy pequeñas entre
estados.
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A.8. SUPERFICIES OPTIMIZACIÓN DE HIPERPARÁMETROS PARA LAS
REDES NEURONALES

A.8 Superficies optimización de hiperparámetros

para las redes neuronales
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Figura A.3: Superficies del espacio de hiper-parámetros, para las 3 topoloǵıas de redes
evaluadas obtenidas durante las optimizaciones bayesianas.
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A.9. IMÁGENES RELACIONADAS CON LA PREDICCIÓN DEL
ESPECTRO DE ABSORCIÓN.

A.9 Imágenes relacionadas con la predicción del

Espectro de Absorción.
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Figura A.4: Comparación entre las referencias y las predicicones por estados para las
prediciones realizadas utilizando los modelos que ofrecienron los mejores resultados en
el salto desde OCT-LCAO a CASIDA-PBE0.
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A.10. TABLA DE PARÁMETROS DISPONIBLES EN KERA Y
TENSORFLOW.

A.10 Tabla de parámetros disponibles en Kera y

Tensorflow.

Tabla A.3: Lista de hiperparámetros accesibles desde Keras.

Hiperparámetro Descripción
Función de Activación Defines if a neuron will have an output. We alternate

an activation layer first Elu [75] and then ReLU [77].
Neuronas por Capa Cantidad de neuronas en una capa. Este parámetro es

utilizado en Keras como dimensión de salida de la capa.
En el MLP este parámetro se denomina Units, para las
CNN se denomina Filter representa la salida después de
aplicada la convolución.

Número de Capas
Ocultas

Número de capas entre las Entradas y las Salidas. Keras
es muy flexible en la forma que nuevas capas son agre-
gadas.

Optimizador Utilizado por el algoritmo para evaluar el ritmo de
aprendizaje. Keras provee varios optimizadores que para
distintas aplicaciones Adams [110].

Cantidad de itera-
ciones (Epochs)

Represents a complete iteration forward and backward
over the learning data. This parameter control the fit-
ting of the model to our data, a small value can be as
harmful as a big one.
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[19] S. De, A. P. Bartók, G. Csányic, and M. Ceriotti, “Comparing molecules and
solids across structural and alchemical space,” Phisycal Chemistry Chemical
Physics, vol. 18, pp. 13754–13769, may 2016.

128



BIBLIOGRAPHY
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